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Abstract

Nowadays, the field of computer vision is dominated by Convolutional Neural Networks
(CNN), which provide state of the art performance in detection and classification of objects
from digital images. This has resulted in CNNs being used in a wide variety of fields,
from medicine to robotics. One task where CNNs have gained significant popularity is
the automatic detection and classification of plants, which is important in fields such as
agriculture and botany. In this work, we make use of Deep Learning techniques, specifically
Convolutional Neural Networks, to produce a predictive model that can identify plants
found within the geography of México. We focused on working with existing and well-
known architectures, such as VGGNet and Inception, that have had good performance in
image classification tasks in the past. We measured these architectures’ performance on
the task of plant classification by training them on a custom dataset, which is comprised
of images of plants downloaded from the iNaturalist website, as well as photos taken by
a group of expert botanists. The final product of this work is a trained CNN capable of

making fairly accurate predictions of a plant’s species by taking its photograph as input.



Resumen

Hoy en dia, el campo de la vision por computadora se encuentra dominado por las Redes
Neuronales Convolucionales (RNC), las cuales proveen desempefio de vanguardia en la
deteccion y clasificacion de objetos a partir de imdgenes. Como resultado de esto, las RNC
son utilizadas en una amplia variedad de disciplinas, desde la medicina hasta la robdtica.
Una de las tareas donde las RNC se han popularizado es la deteccion y clasificacién au-
tomatica de plantas, la cual es de gran importancia en campos tales como la agricultura y
la botanica. En este trabajo, hacemos uso de técnicas de Aprendizaje Profundo, especifi-
camente Redes Neuronales Convolucionales, para producir un modelo predictivo capaz de
identificar plantas que se encuentran de manera silvestre en México. Nos centramos en tra-
bajar con arquitecturas existentes y bien conocidas, tales como VGGNet e Inception, que
hayan tenido un buen desempefio en otras tareas de clasificacion. Medimos el desempefio
de estas arquitecturas en la tarea de clasificacion de plantas entrendndolas con un conjunto
de datos original, el cual se compone de imdgenes de plantas descargadas del sitio web
iNaturalist, asi como fotografias tomadas por un grupo de botanicos expertos. El producto
final de este trabajo es una RNC capaz de realizar predicciones relativamente precisas de

la especie de una planta al recibir como entrada una fotografia de la misma.



Capitulo 1

Introduccion

La taxonomia de plantas ha tomado un lugar de gran prioridad en el &mbito de la vi-
sioén por computadora debido a su alta importancia para el estudio de la biodiversidad y
la conservacion ambiental [1]. Sin embargo, la tarea de identificar plantas manualmente
es un proceso laborioso y tardado. Esto se debe no solo a la enorme variedad de plantas
que existen, sino también a la alta diversidad que existe entre las propiedades morfoldgicas
de las mismas. Como consecuencia de esto, existe una creciente necesidad de sistemas de
software que apoyen a las tareas de identificacion de plantas de manera automatizada [2]].

Recientemente, las técnicas basadas en Aprendizaje Profundo han sobresalido en tareas
de identificacion de objetos a partir de imagenes digitales, particularmente las Redes Neu-
ronales Convolucionales (RNC), las cuales presentan resultados notables en diversos retos
de clasificacién de imdgenes. Debido a esto, las RNC han tomado un rol central en los en-
foques modernos de deteccion y clasificacion de plantas a partir de imagenes. Los modelos
basados en Aprendizaje Profundo han superado de manera consistente a otras técnicas en
retos de deteccidn y clasificacion de plantas, lo cual ha quedado demostrado por proyectos
tales como Bluefield [3]] y AlexNet [4] en las ediciones 2016 y 2017, respectivamente, del
reto PlantCLEF (uno de los retos mas importantes en el area de identificacion de plantas a
partir de imagenes). Ambos enfoques estan basados en RNCs.

Sin embargo, a pesar de que las RNCs han traido consigo avances en el campo de la
clasificacion automadtica de imagenes, ain se encuentran lejos de alcanzar la capacidad

de reconocimiento de los sistemas de vision humana. Esto afecta, por consecuencia, al



problema de clasificacién automatica de plantas, el cual presenta varios retos adicionales,

entre los que encontramos principalmente:

» La gran cantidad de especies distintas de plantas que existen. En México existen
25,008 especies de plantas vasculares conocidas, pero se estima que puede haber

hasta 31,100 [5].

= El alto nivel de variabilidad intraespecie, lo cual se refiere a las diferencias que se

encuentran entre dos ejemplares de una misma especie.

= Las similitudes interespecie, la cual se refiere a las similitudes que se encuentran en-
tre ejemplares de especies cercanamente relacionadas pero distintas y que dificultan

la discriminacion entre estas.

= Las variaciones que se producen durante el proceso de adquisicion de imagenes, lo
cual se refiere a las diferencias en condiciones que se dan al tomar fotografias de
las plantas, tales como iluminacién, enfoque, dngulo, entre otros, y que introducen

incertidumbre en los algoritmos.

Como consecuencia de esto, la detecciéon automatica de plantas se ha convertido en
uno de los problemas de mayor interés en el ambito de aprendizaje profundo y vision por
computadora. Al mismo tiempo, los investigadores de Aprendizaje Profundo constante-
mente proponen nuevas y mejores arquitecturas y técnicas, lo cual presenta una ventana
de oportunidad para evaluar el desempeio estos nuevos desarrollos en problemas de clasi-
ficacion de plantas. Esto es importante debido a que permite tomar mejores decisiones al
disefar sistemas que apoyen a la clasificacién automética de plantas.

La clasificacion de especies de plantas es una tarea muy importante para los campos de
la agricultura y botanica, asi como para tareas de proteccion y conservacion de especies,
entre otras. Sin embargo, incluso para los botanicos expertos, el identificar correctamente
a una especie a partir de imdgenes digitales constituye también una tarea dificil. Al mismo
tiempo, las RNCs han logrado mejorar de manera considerable el desempefio de los mode-

los de clasificacion de imdgenes actuales, atin con sus limitaciones, y actualmente existen



proyectos orientados a la identificacion de plantas en regiones geograficas especificas, tales
como WTPlant [|6], el cual identifica especies que se encuentran en la regién de Hawaii.

En México, atn existe una necesidad de sistemas que apoyen a la identificacién de plan-
tas. En 2017, la agencia mexicana INEGI (Instituto Nacional de Estadistica y Geografia)
lanz6 una convocatoria en la que se destaca, para este trabajo, la demanda de una aplica-
cién para reconocimiento de especies vegetales y caracteristicas de los tipos de vegetacion
de México a partir de fotografias tomadas con dispositivos méviles, citando como princi-
pal motivo de interés la necesidad de una actualizacion practica para clasificar los tipos de
vegetacion existentes en el territorio nacional.

El resto de este trabajo se organiza de la forma siguiente: en el Capitulo 2 de esta tesis se
describe qué son las Redes Neuronales Convolucionales — su estructura y funcionamiento
general —, asi como conceptos basicos de Aprendizaje Profundo. También se hace referen-
cia a los métodos de clasificacion de plantas tradicionales, en el Capitulo 3 se detalla la
metodologia utilizada. Esto incluye las arquitecturas elegidas para los experimentos y las
herramientas que se desarrollaron para auxiliar el proceso. También se describe el conjunto
de datos utilizado, en el Capitulo 4 se presentan los resultados obtenidos a partir de los
experimentos realizados, asi como un andlisis y discusion de los mismos, y finalmente en

el Capitulo 5 se presentan las conclusiones y el trabajo a futuro.



Capitulo 2

Marco tedrico y estado del arte

En las secciones siguientes se describe el proceso general de clasificacion de plantas.
También se habla de manera breve acerca de los métodos de clasificacion automatizados
que preceden a aquellos basados en aprendizaje maquina. Adicionalmente, se describe la
estructura y funcionamiento de las redes neuronales artificiales, asi como las variantes uti-
lizadas en este proyecto, conocidas como redes neuronales convolucionales. Finalmente,
se habla sobre los trabajos de clasificacion automatizada de plantas realizados previamente

por diversos investigadores.

2.1. Clasificacion automatizada de plantas tradicional

Antes de entrar al tema de aprendizaje profundo para clasificacion de plantas, es im-
portante mencionar los métodos de clasificacion tradicionales. Los primeros esfuerzos por
automatizar la tarea de clasificacion de plantas (aquellos que preceden al aprendizaje pro-
fundo) se centraban en identificar y extraer caracteristicas generales en las formas de las
plantas. Estos primeros esfuerzos se orientaban a la clasificacion usando principalmente las
hojas de las plantas, esto con la finalidad de limitar la complejidad del problema, y también
porque las hojas son facilmente accesibles y poseen caracteristicas altamente discriminato-
rias de la especie [2].

Existen numerosos estudios orientados a la deteccion de plantas utilizando técnicas tra-

dicionales de aprendizaje maquina. El proyecto LeafSnap [[7] tiene como propdsito identi-



ficar especies de arboles a partir de fotografias de sus hojas. Para esto hace uso de técnicas
de segmentacion y extraccion de caracteristicas, en concreto medidas de curvatura de las
hojas. Asi mismo, ApLeaf 8] hace uso de extraccion de caracteristicas (principalmente la
forma de las hojas) para identificar especies vegetales de la zona del mediterraneo francés

a partir de fotografias de hojas.

2.2. Clasificacion de imagenes

En términos generales, el proceso de clasificacion de imagenes puede dividirse en cua-
tro fases [9]: adquisiciéon de imagenes, preprocesamiento de imagenes, extraccion y des-
cripcion de caracteristicas, y clasificacion.

Durante la primera fase, adquisicion de iméagenes, se obtienen las imagenes de las plan-
tas que se van a identificar. Esto puede implicar tomar fotografias o descargar imagenes de
internet.

La siguiente fase, preprocesamiento de imagenes, consiste en preparar la imagen, elimi-
nando ruido y enfatizando caracteristicas de la imagen que sean de utilidad para el proceso
de clasificacion (por ejemplo, al segmentar las imédgenes para eliminar el fondo y conservar
areas de interés).

Después, durante la fase de extraccion de caracteristicas, se toman medidas de areas de
interés en la imagen, para después almacenar esta informacién en vectores denominados
descriptores. Existe una amplia gama de descriptores, los cuales se basan en forma, color,
y textura, entre otros.

Finalmente, en la fase de clasificacion, las caracteristicas extraidas se concatenan en
un vector, el cual es posteriormente clasificado utilizando algoritmos como K vecinos més
cercanos (K-Nearest Neighbors), SVMs (Support Vector Machines), Arboles de decisién o
RNCs, por mencionar algunos.

De estas cuatro fases, la mas laboriosa es la extraccion y descripcion de caracteristicas.
Los algoritmos utilizados para extraer descriptores de caracteristicas se denominan detec-
tores de caracteristicas, e inicialmente su desarrollo se realizaba de forma manual — esto es,

los investigadores disefiaban manualmente los detectores basandose en las caracteristicas



de los objetos que estaban interesados en clasificar. Esto traia como resultado un modelo
altamente especifico, orientado tinicamente, por ejemplo, a la deteccion de flores u hojas
en ciertas especies predefinidas [10]. Por su parte, los descriptores de caracteristicas son
vectores que representan propiedades de las plantas u 6rganos. Existe una amplia gama
de descriptores, disefiados especificamente para clasificar diversas especies de plantas, los
cuales se basan en forma, color, textura, tamafio, asi como diversas combinaciones de los
mismos. Asi mismo, existen multiples descriptores “genéricos”, tales como SIFT (Scale-
invariant feature transform), SURF (Speeded-up robust features) y HOG (Histogram of
oriented gradients), los cuales presentan una ventaja sobre los enfoques que se centran
en caracteristicas morfoldgicas especificas de las plantas, al permitir un mayor grado de

generalizacion [9].

2.3. Redes Neuronales Artificiales

Las Redes Neuronales Artificiales (RNA) se basan vagamente en la estructura cerebral
de los animales. La idea tuvo sus inicios con la investigacion de Warren McCulloch y
Walter Pitts, quienes en 1943 presentaron un modelo computacional simplificado de como
las neuronas bioldgicas trabajan juntas para realizar calculos complejos, utilizando 16gica
proposicional [11]]. Esta fue la primera arquitectura de Red Neuronal Artificial. McCulloch
y Pitts presentaron un modelo simple de neurona artificial, el cual recibia como entrada
una serie de sefiales binarias (encendido/apagado), y se activaba (producia su propia sefal)

cuando un cierto numero de sefales de entrada se activaban.

2.3.1. Estructura

Como su nombre lo indica, las RNA estdn conformadas por colecciones de unidades o
nodos, denominados neuronas artificiales. Estas neuronas se estructuran en grupos llama-
dos capas. La primera capa de una red neuronal se denomina capa de entrada, puesto que
esta es la capa que se encarga de recibir los datos que procesard la red. La dltima capa se
denomina capa de salida, y constituye la respuesta de la red para una entrada determinada.

Finalmente, todas las capas intermedias se denominan capas ocultas.

6



Las neuronas en una capa procesan una serie de datos de entrada recibidos de la capa
anterior, generando un vector de activaciones. Posteriormente, este vector de activaciones
es enviado a la capa siguiente para ser procesado de una manera similar. La estructura

general de una RNA se puede apreciar en la Figura 2.1

Entrada Oculta Salida
Q
Q

Figura 2.1: Representacion visual de una Red Neuronal Artificial.

En una RNA tradicional, todas las neuronas de una capa determinada se interconectan
con todas las neuronas de la capas anterior y siguiente. Una neurona recibe como infor-
macion de entrada la suma de todas las activaciones en las neuronas de la capa anterior,
multiplicadas por el valor de su conexion a cada neurona individual. Posteriormente, las
neuronas aplican una funcién, denominada funcién de activacién, al valor resultante. El
resultado de esta funcidon representa la activacion de una neurona, y es la informacién que

se enviard a las neuronas de la capa siguiente para su procesamiento. Las conexiones entre



neuronas poseen una propiedad denominada “peso”, la cual corresponde a la intensidad de
la conexién entre dos neuronas. Mientras mayor sea la intensidad de la conexién de una

neurona con otra, la activacion de la primera tendrd una mayor influencia sobre la segunda.

2.3.2. Tensores

Las estructuras que representan los datos de entrada y salida de las capas convolu-
cionales de una red neuronal se denominan tensores. Un tensor, a grandes rasgos, es una
generalizacion de los conceptos de vectores y matrices, que puede conformarse de n di-
mensiones. El nimero de dimensiones que un tensor posee es dictado por su orden. Més
especificamente, un tensor de una dimension (vector) es un tensor de orden uno, un tensor
de dos dimensiones (matriz) es un tensor de orden dos, un tensor de tres dimensiones es un

tensor de orden tres, y asi sucesivamente. Los valores escalares son tensores de orden cero.

2.3.3. Entrenamiento

Existen diversos paradigmas de entrenamiento de modelos de aprendizaje maquina,
principalmente los denominados aprendizaje supervisado y no supervisado. Informalmen-
te, el aprendizaje supervisado puede definirse como aquel donde el modelo aprende a pro-
ducir respuestas correctas para datos no antes vistos a partir de datos cuya respuesta ya
conocemos. Por otro lado, el entrenamiento no supervisado intenta encontrar estructuras en
los datos, sin indicarle al modelo qué buscar de forma explicita. En el caso del problema
de clasificacion, se hace uso de aprendizaje supervisado para entrenar a las redes. Dicho
proceso consiste en entregar a la red ejemplos de informacion cuya respuesta deseada co-
nocemos de antemano. Posteriormente, se realiza una comparacion de la respuesta de la
red y la correcta, para obtener un valor de pérdida o error (loss). Finalmente, los valores
de los pesos de la red se modifican con el propédsito de reducir el valor de error. Una de
las funciones de error mds populares en problemas de clasificacion es Entropia Categorica

Cruzada, o Categorical Crossentropy, cuya férmula es la siguiente:
M
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Esta funcion se utiliza en problemas de clasificacion donde solo una respuesta puede
ser correcta, lo cual la vuelve ideal para el problema de clasificacién de plantas, donde cada
espécimen individual solo puede pertenecer a una sola especie.

Por su parte, el proceso de entrenamiento consiste en calcular las gradientes de el valor
de error con respecto de cada uno de los pesos en la red, para posteriormente realizar ajustes
en la direccion opuesta a la gradiente y asi reducir el valor de error. El algoritmo que hace
esto se conoce como Descenso de Gradiente, debido a que la direccion en la que se alteran
los pesos de la red es hacia “abajo”, o en descenso, y fue popularizado por Paul Werbos
en 1974 [12]. Este algoritmo hace uso de propagacion hacia atrds (backpropagation), para
calcular las gradientes del valor de error con respecto a los pesos en la red, partiendo desde
la ultima capa, o capa de salida, y culminando en la primera capa, o capa de entrada.

El paso de informacién a través de la red desde la capa de salida hacia la capa de en-
trada (en reversa) se denomina “pase hacia atrds” o backward pass, mientras que el paso
de la informacion desde la capa de entrada hasta la capa de salida para generar prediccio-
nes se denomina “pase hacia adelante”, o forward pass. Cada vez que se han calculado los
gradientes de todo el conjunto de datos, se dice que se ha completado una iteracién. Usual-
mente es necesario entrenar durante multiples iteraciones antes de que el modelo alcance
el estado de convergencia.

En aprendizaje mdquina, se dice que un modelo ha alcanzado un estado de convergencia
cuando su valor de pérdida se acerca a cero como consecuencia de la configuracién de sus

pesos, y los cambios al valor de pérdida subsecuentes se vuelven demasiado pequeios.

2.3.4. Parametros e Hiper-parametros

En el 4mbito del aprendizaje mdquina, se conoce como pardmetros a los valores inter-
nos que poseen los componentes de un modelo. En aprendizaje profundo, estos pueden ser
los valores de los pesos de las capas densas, los filtros de una capa convolucional, etc. Ge-
neralmente, estos no son definidos manualmente, sino que son aprendidos automaticamente
por el modelo durante la fase de entrenamiento. Por otro lado, los hiper-pardmetros son va-
riables externas al modelo que gobiernan el proceso de entrenamiento y, por lo tanto, no

pueden ser aprendidos. Ejemplos de hiper-pardmetros son la tasa de aprendizaje (descrito
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en la siguiente sub-seccion), el nimero de épocas que durard el entrenamiento, el algoritmo

de optimizacion y sus respectivos parametros, entre otros.

2.3.5. Tasa de aprendizaje

La tasa de aprendizaje, también conocida como learning rate, es un hiper-parimetro
propio de los métodos de entrenamiento basados en la propagacion hacia atras. Una vez
que se calculan los gradientes de una capa durante el proceso de entrenamiento, los valores
de estos son multiplicados por la tasa de aprendizaje. De esta forma, la tasa de aprendizaje
controla el tamano de los ajustes que se hacen a los parametros de las capas durante la
propagacion hacia atras. Un valor demasiado bajo para este hiper-parametro resultard en
cambios demasiado pequefios a los pesos de una red neuronal, lo cual puede causar que
la red se quede atrapada en un minimo local de su funcién de pérdida. Por otro lado, un
valor demasiado grande resultard en cambios muy grandes a los pesos, lo cual puede causar

inestabilidad durante el proceso de entrenamiento, dificultando la convergencia del modelo.

2.3.6. Transferencia de aprendizaje (Transfer-learning)

Algunas secciones de este documento hacen referencia a trabajos de investigacion que
utilizan una técnica conocida como transferencia de aprendizaje o transfer-learning. Esta
técnica consiste en tomar un modelo entrenado para una tarea especifica (e.g., clasificacion
de vehiculos automotrices de uso comtin civil), y re-entrenarlo en una tarea diferente, pero
relacionada con la tarea original para la cual se entrend el modelo (e.g., clasificacion de
vehiculos de una marca automotriz particular). Esta técnica permite a los modelos conver-
ger mas rapido, puesto que no requieren aprender filtros desde cero.

En el ejemplo de clasificacion de automodviles mencionado anteriormente, el modelo
clasificador ya posee filtros especializados en deteccion de caracteristicas particulares de
un automovil (llantas, parabrisas, cofre, etc.), los cuales aprendié cuando fue entrenado
para la primera tarea. Cuando el modelo es entrenado para clasificacion de automoviles de
una marca particular, el mismo es capaz de reutilizar los filtros especializados que ya posee,

simplemente ajustandolos para clasificacion de muestras del conjunto de datos nuevo. Este
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enfoque de transferencia de aprendizaje se conoce como afinacion o fine-tuning.

2.3.7. Perceptron

El Perceptron es una de las arquitecturas de RNA mads populares. Fue propuesto por el
psicélogo Frank Rosenblatt en 1957 [[13]]. Este se basa en un tipo de neurona artificial lla-
mada Linear Threshold Unit (LTU), en la que las entradas ya no son binarias, sino nimeros
reales, y cada conexion de entrada estd asociada con un peso. Las LTUs calculan la suma-
toria de sus entradas, y posteriormente aplica una funcién de activacién a dicha sumatoria.
El resultado de esta funcién corresponde a la sefial de salida. La Figura [2.2] presenta un
ejemplo de un perceptron que implementa la operacion logica OR, la cual retorna un valor
booleano verdadero si cualquiera de sus entradas es verdadera. Este perceptron multiplica
los valores de entrada por uno; esto producird un valor de salida positivo si cualquiera de

los valores de entrada son uno, y cero solo si ambos son cero.

XVy

Figura 2.2: Diagrama de un perceptrén que implementa la funcion l6gica OR.

2.3.8. Algoritmos de optimizacion

Los algoritmos de optimizacion son el mecanismo mediante el cual es posible entrenar
modelos de aprendizaje méquina. En esencia, son algoritmos cuyo objetivo es minimizar
una funcién de pérdida. La biblioteca utilizada en este trabajo, Keras, provee multiples

algoritmos de optimizacion, los cuales se describen a continuacion.
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Descenso de Gradiente

Anteriormente se hablo acerca del descenso de gradiente, el cudl es un algoritmo ite-
rativo que calcula el valor de los gradientes de la funcién de error .JJ(#) de un modelo de
aprendizaje profundo, para posteriormente modificar los pesos 6 del modelo con el objetivo

de reducir este valor de error:

:9—77~V9J((9)

El término 7 corresponde a la tasa de aprendizaje. En el descenso de gradiente clésico,
el ajuste a los pesos se obtiene a partir del promedio de los gradientes del valor de error
para cada muestra en el conjunto de datos. Esto significa que deben obtenerse los gradientes
para cada muestra antes de actualizar los pesos, lo cual se vuelve lento para conjuntos de

datos grandes.

Descenso de Gradiente Estocastico

El descenso de gradiente estocdstico es una variante del algoritmo de descenso de gra-
diente que calcula y aplica cambios a los pesos del modelo por cada muestra z° y etiqueta

y* del conjunto de datos:

0=0—n-Vol(0;2%y")

El algoritmo continua empleando todos los datos de entrenamiento para calcular los
gradientes. Esto significa que los pesos se actualizan con mayor frecuencia durante una
iteracion. El resultado es una funcién de optimizacién relativamente inestable, ya que los

ajustes a los pesos son imprecisos.

Descenso de Gradiente Estocastico por Mini-lotes

Esta variante del descenso de gradiente estocdstico calcula los gradientes de un sub-
conjunto relativamente pequefio del conjunto de datos, denominado lote o batch, usando
el promedio de estos gradientes. se conoce como descenso de gradiente estocastico por

mini-lotes:
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=0 — n - VQJ<0, wi:i—&—n; yi:i+n)

Esta variante del algoritmo es capaz de alcanzar un estado de convergencia con mayor

rapidez que la version clésica, y resulta mas estable que la variante estocastica.

Adagrad

Adagrad, o Adaptive Gradient es una variante del algoritmo de descenso de gradiente
estocéstico. Este algoritmo mantiene una tasa de aprendizaje para cada peso de la red. Las

actualizaciones a los pesos estan dadas por:

9t+1,z' = 9t,z’ SR Gti
\/Gt,ii +€
Donde g, ; es la derivada parcial de la funcion de error con respecto al pardmetro 0; en
un momento ¢, y GG es una matriz diagonal donde cada elemento diagonal i: es la suma de
los cuadrados de los gradientes ¢; en un momento ¢, y € es un término de suavizado.
La eleccion de tasa de aprendizaje en este algoritmo se vuelve menos relevante como
consecuencia de su adaptabilidad, lo cual representa una ventaja. No obstante, si los gra-

dientes de los pesos son demasiado grandes y frecuentes, es posible terminar con una tasa

de aprendizaje demasiado pequefia para ser significativa en muy poco tiempo.

Adadelta

Adadelta es una variante de Adagrad. Su diferencia radica en la estrategia de escala-
miento de la tasa de aprendizaje: en lugar de acumular todos los gradientes, Adadelta solo
mantiene un nimero fijo de gradientes previos, en la forma de un promedio mévil definido

por la siguiente ecuacion:

Elg’) = vE[g°]i-1 + (1 —7)g;

Donde g? representa los gradientes cuadrados de los pesos en un momento ¢ y 7y es un

término de escalamiento. Finalmente, la funcion de optimizacion toma la siguiente forma:
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RMSProp

RMSProp, o Root Mean Squares, es una variante de Adagrad altamente similar a Ada-
delta. En contraste con Adadelta, RMSProp utiliza el promedio movil de los gradientes

cuadrados para escalar la tasa de aprendizaje:

El¢*]; = 0.9E[¢%),_1 + 0.1¢7

Esto reduce la influencia de los gradientes mds antiguos sobre la tasa de aprendizaje, lo

cual reduce el riesgo de que esta se vuelva demasiado pequeiia o grande.

Adam

Adam es un algoritmo propuesto por Kingma y Ba [14]. Este algoritmo emplea el pro-
medio movil de los gradientes cuadrados para escalar la tasa de aprendizaje, de manera
similar a RMSProp. Adicionalmente, utiliza el promedio ponderado de los gradientes pa-
ra calcular las actualizaciones de los pesos. La ecuacién de actualizacion se define de la
siguiente forma:

A

9t+1 =0, — my

_n
V f)t +¢€
Doénde m, es el promedio de los gradientes anteriores y v; son los gradientes cuadrados

anteriores.

2.4. Redes Neuronales Convolucionales

Las RNA son capaces de realizar tareas de clasificacion de imagenes [15] [16]. Sin em-
bargo, realizar esta tarea haciendo uso de capas densas resulta computacionalmente costo-
so, debido a la gran cantidad de calculos producto de la interconectividad entre todas las

neuronas de cada par de capas. Por ejemplo, supongamos que tenemos una imagen a blanco
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y negro de 28 x 28 pixeles, como es el caso de las imdgenes de digitos del conjunto de datos
MNIST. Una RNA tradicional recibe como entrada vectores de tamafio fijo. Para poder dar
como entrada una imagen a una de estas redes, es necesario convertirla a un vector de dicho
tamafo. Para este fin, es posible “aplanar” las dimensiones de una imagen, es decir, orde-
nar las filas de manera consecutiva para obtener un vector. Asi, podriamos aplanar nuestra
imagen de 28 x 28 pixeles y convertirla en un vector de 784 elementos. Asi, una RNA con
784 neuronas en su capa de entrada podria procesar y clasificar imagenes de este tamaiio,
siempre y cuando estas sean aplanadas con anterioridad. Sin embargo, lo que vuelve a las
RNA imprécticas para este tipo de tareas es, como se menciond al principio de este parrafo,
la total interconectividad entre todas las neuronas de dos capas consecutivas. En el caso de
nuestra RNA de 784 neuronas en la capa de entrada, si consideramos una capa oculta de
1000 neuronas, nuestra red realizaria 784 x 1000 = 784000 operaciones tan solo en su pri-
mer capa oculta. Esto no es un problema al procesar imdgenes de baja resolucién con redes
relativamente poco profundas, pero cuando se incrementa la resolucion de las imédgenes o
se agregan mas capas a la red, el costo computacional se eleva rapidamente.

Las Redes Neuronales Convolucionales (RNC) son un tipo de Red Neuronal Artificial.
Estas fueron popularizadas por Krizhekvsky et al. [4] al presentar la arquitectura AlexNet.
Esta arquitectura hace uso de capas convolucionales consecutivas, ademds de la funcion
de activacion ReLU. Este fue el modelo ganador en el reto ImageNet LSVRC-2012. En
una RNC, las neuronas de la capa anterior solamente se interconectan con las neuronas
de una region de la capa anterior. Es decir, la influencia de las activaciones en una capa
solo influyen en un subconjunto de las neuronas de la capa siguiente. A esta region se le
conoce como campo receptivo. En la Figura se puede observar una descripcion visual
del campo receptivo: la informacion presentada en color verde de la capa N influye en la
activacion de una neurona particular de la capa N+1, también presentada en color verde.
A su vez, la informacion de la regién coloreada de amarillo en la capa N+1 influye en la
activacion de una sola neurona de la capa N+2, y asi sucesivamente. Este esquema reduce
el nimero de operaciones a realizar, lo cual permite a las RNC procesar entradas de mayor
volumen en un tiempo razonable. Las RNC se componen principalmente de tres tipos de

capas: capa convolucional, capa de agregacién o pooling, y capa densa.
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Figura 2.3: Ilustracion del campo receptivo.

2.4.1. Capa Convolucional

La capa convolucional consiste de una serie de filtros (también llamados kernels) que
se aplican a los datos de entrada. El proposito de estos filtros es detectar ciertas caracteristi-
cas en los datos de entrada. Las capas menos profundas detectan caracteristicas sencillas,
como bordes y esquinas. A medida que la red se vuelve mds profunda, las caracteristicas
que detectan las capas convolucionales se vuelven mas complejas. El concepto de convo-
lucién se ilustra en la Figura @ Una matriz K de tamafio n X m, la cual representa un
filtro o kernel, se desliza sobre una matriz de entrada /, realizando una operacion de mul-
tiplicacion de matrices sobre cada segmento de tamafio n X m de la matriz de entrada. El
valor resultante de dicha operacion se almacena en una matriz de salida, denominada mapa
de activaciones. Posteriormente, el filtro se mueve un cierto nimero de posiciones, para
luego volver a aplicar la operaciéon de multiplicacion. La distancia que el filtro se mueve
se denomina stride. Las operaciones que la capa convolucional realiza resultan en una re-
duccidn en la dimensionalidad sobre el volumen de entrada. Si se desea que los datos de
salida conserven la dimensionalidad de los datos de entrada, comunmente se incrementa la
dimensionalidad de los mismos, rellenando los bordes con ceros. Este proceso se denomina

rellenado o padding.
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Figura 2.4: Operacion de convolucion.

2.4.2. Capa de agregacion

La capa de agregacion tiene como propdsito unir o agrupar celdas del tensor de entrada.
Esto reduce la dimensionalidad de la informacidn, lo cual a su vez se traduce en una reduc-
cion del costo computacional. En estas capas, de forma similar a las capas convolucionales,
una matriz de un cierto alto y ancho se desliza sobre la matriz de entrada, y se asigna el
valor maximo (en el caso de una capa de agregacion maxima) que se encuentre en la ven-
tana a la posicién correspondiente de la matriz de salida. Lo anterior puede verse ilustrado
en la Figura [2.5] la cual presenta una operacion de agregacién maxima con un filtro de
2 x 2y un paso de 2 x 2 (dos pasos verticales y dos horizontales). En esta figura, la matriz
de 4 x 4 representa los datos de entrada, mientras que los cuadrantes de colores distintos
representan las posiciones que tomaré el filtro de agregacion. Finalmente, la matriz mas
pequena representa los datos de salida, dado que contiene los valores mas altos contenidos
en las submatrices de los colores correspondientes en la matriz de entrada. Existen tipos
adicionales de operaciones de agregacion, como agregaciéon minima, la cual toma el valor
mads pequeiio en el filtro, y agregacién media, la cual asigna el promedio de los valores en

el filtro. Sin embargo, en la prictica es mas prevalente la agregacion maxima.
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Figura 2.5: Operacién de agregacion maxima con un kernel de 2 x 2y paso de 2.

2.4.3. Capa densa

La capa densa corresponde a las capas de neuronas de las RNA tradicionales, donde
cada neurona en una capa particular se interconecta con cada neurona de la capa anterior.
Generalmente, las capas densas se sitdan en los bloques finales de las RNC para realizar la

clasificacion final.

2.4.4. Problemas comunes de redes neuronales

En esta sub-seccion se describen algunos de los problemas mas conocidos que surgen

al entrenar redes neuronales.

Saturacion

La saturacion en las redes neuronales es una condicion que ocurre cuando las capas
ocultas de una red neuronal arrojan valores que se encuentran en los extremos asintoticos
de su funcién de activacién [17]. Esto se traduce en gradientes muy pequefios durante el
proceso de propagacion hacia atrds, lo que ralentiza, y en algunos casos estanca, el entre-

namiento de la red.
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Gradiente que se desvanece y gradiente que explota

Como se menciond anteriormente, el entrenamiento de una red neuronal se realiza pro-
pagando un valor de error desde la capa final de la red hasta la capa inicial, calculando los
gradientes de los pesos de las capas con respecto del valor de error. Cuando los gradientes
de las capas son demasiado pequefios, el valor de error que se propaga se reduce también,
lo cual se traduce en cambios muy pequefios a los pesos de las capas. Esto se conoce como
la gradiente que se desvanece o vanishing gradient. Este problema es mds comun en redes
muy profundas, o cuyas capas cuentan con funciones de activacién propensas a saturarse.
Por otro lado, el problema de la gradiente que explota, o exploding gradient ocurre en con-
diciones opuestas: si las gradientes de las capas son demasiado grandes, el valor de error

tiende a crecer demasiado, lo cual se traduce en cambios muy grandes a los pesos de la red.

2.4.5. Funciones de activacion

Las funciones de activacién son operaciones matematicas que pueden aplicarse al re-
sultado arrojado por las capas de una red neuronal. Ayudan a la red neuronal a aprender

relaciones mas complejas entre los datos de entrada y salida.

Sigmoid
La funcién Sigmoid esta definida por la siguiente férmula:

S =1
14+e®
El comportamiento basico de esta funcion es recibir un valor de entrada y reducirlo a un
numero real entre cero y uno. Esta solia ser la funcién de activaciéon méds comun en las RNA,
debido a que se adapta a la idea de una neurona que se activa, siendo 1 equivalente a una
neurona completamente encendida y 0 equivalente a una neurona completamente apagada.
Sin embargo, debido a su propiedad de reducir cualquier valor a un espacio entre cero y
uno, cambios grandes en la entrada de la funcién provocan cambios muy pequefios en su

salida. Esto introduce el problema de la gradiente que se desvanece (vanishing gradient)

para redes muy profundas.
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Tanh

La funcién Tanh se define con la férmula:
e -
tanh(zr) = ﬂ
et +e”
Esta funcion se comporta de manera similar a la Sigmoid, dado que convierte su valor de
entrada a un nimero real en el rango entre -1 y 1. La ventaja de esta funcién es que sus
valores de salida tienen una media de cero, lo cual es favorable para el entrenamiento de las

RNA ya que reduce el riesgo de que las capas se saturen. Sin embargo, también es propensa

a introducir el problema de la gradiente que se desvanece en redes mds profundas.

RelLU

La funcion ReLLU (Rectified Linear Unit) es actualmente la funcién de activacién mas

popular en redes neuronales convolucionales. Se define de la forma siguiente:
f(x) = maz(0, 2)

Esta funcién presenta varias ventajas en contraste con Sigmoid y T'anh. Es computacio-
nalmente sencilla de calcular, no se satura en la regién positiva, y converge mucho maés

réapido [4].

2.5. Uso de RNC en tareas de clasificacion de imagenes

En contraste con los métodos tradicionales de clasificacion, las redes neuronales convo-
lucionales presentan la ventaja de ser capaces de encontrar por si mismas las caracteristicas
que mejor ayudan a discriminar entre las clases que se le presenten, eliminando la necesi-
dad de desarrollar manualmente detectores de caracteristicas especializados y permitiendo
su uso en diversas tareas de clasificacion.

El principal problema que se encuentra en el uso de RNCs es la alta cantidad de datos
que se requieren para su entrenamiento. Sin embargo, proyectos tales como ImageNet han

contribuido significativamente en la obtencion de datasets que cubren la alta diversidad de
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plantas en el mundo, y actualmente proyectos como Pl@ntNet y iNaturalist se valen de
comunidades de voluntarios para obtener y clasificar plantas alrededor del mundo.

En 2012, la arquitectura AlexNet [4] se convirti6 en la primera propuesta de RNC
en ganar el reto ILSVRC (ImageNet Large Scale Visual Recognition Challenge), el cual
es un reto anual que consiste en realizar tareas de clasificacion de imagenes, asi como
deteccion de objetos, usando imédgenes del conjunto de datos ImageNet. El equipo de Alex
Krizhevsky, comformado por investigadores de la Universidad de Toronto, propuso una
arquitectura de RNC que presentaba capas convolucionales consecutivas. Esta arquitectura
superd a las demads propuestas de la edicion 2012 de ILSVRC por un margen de 10.9 %
en tasa de error Top-5 (estd métrica de evaluacion, conocida como Top-K, se describe a
mayor detalle en la Seccion de esta tesis). Desde entonces, las RNC se han mantenido
al frente en tareas de clasificacion a partir de imédgenes, obteniendo resultados consistentes
en diversos retos de clasificacion como LifeCLEF, el cual consiste en proponer y medir
el desempeifio de modelos automatizados de identificacion de plantas, con la finalidad de
solucionar el problema de escasez de expertos capaces de realizar estas tareas.

En el estudio publicado por Lee et. al. [18]], se realizd una comparacion entre el uso de
RNC y los métodos de clasificacion tradicionales basados en la extraccién manual de ca-
racteristicas. Para esto, los investigadores construyeron un conjunto de datos con imdgenes
de hojas pertenecientes a 44 especies vegetales, tomadas del Jardin Botanico Real en Kew,
Inglaterra, el cual consiste en fotografias de 44 clases distintas de plantas. Este dataset se
denominé MalayaKew Leaf Dataset.

El estudio realiz6 una comparativa de desempefio de distintos clasificadores, principal-

mente:

= Perceptron Multi-Capa: modelos de aprendizaje profundo equivalentes a una Red
Neuronal Artificial clasica. Se conforman de capas de perceptrones densamente in-

terconectadas.

= Madquinas de Vectores de Soporte: modelos de aprendizaje maquina versatiles. Se

utilizan en tareas de clasificacion y regresion, entre otras.

= Funciones de Base Radial: funciones de una sola variable que se utilizan en aprendi-
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Caracteristica Clasificador Precision (%)
De RNC Profunda (D1) | MLP 0.977
De RNC Profunda (D1) | SVM (Lineal) 0.981
De RNC Profunda (D2) | MLP 0.995
De RNC Profunda (D2) | SVM (Lineal) 0.993
Leafsnap SVM (RBF) 0.420
Leafsnap NN 0.589
HCF SVM (RBF) 0.716
HCF-ScaleRobust SVM (RBF) 0.665
Combine Sum rule (SVM (Lineal)) | 0.951
SIFT SVM (Lineal) 0.588

Tabla 2.1: Comparativa de desempeiio en el dataset MalayaKew con clasificadores distin-
tos. MLP = Perceptron Multicapa (Multi-Layer Perceptron), SVM = Méquina de Vectores
de Soporte (Support Vector Machine), y RBF = Funcion de Base Radial (Radial Base Fun-

ction).

zaje maquina para aproximar funciones multivariable.

El estudio encontré que las RNC superan de manera significativa a los métodos tra-
dicionales basados en extraccién manual de caracteristicas, como se observa en la Tabla

Reyes et al. [19] aplicaron transferencia de aprendizaje (transfer learning) a una RNC
con arquitectura AlexNet modificada con una capa de prediccion adicional. Esta red fue
pre-entrenada usando 1.8 millones de imdgenes genéricas, la cual re-entrenaron con el da-
taset de LifeCLEF para el problema de identificacion de plantas. La transferencia de apren-
dizaje es una técnica de aprendizaje maquina para entrenar redes neuronales, previamente
descrita en la sub-seccién [2.3.6] La Tabla [2.2] muestra los resultados obtenidos por los
grupos participantes en la edicion 2015 de LifeCLEF, donde los investigadores del grupo
ECOUAN obtuvieron el cuarto lugar en 2015.

Lee et al. [[1] utilizaron una RNC con arquitectura VGG16 modificada para el reto
LifeCLEF 2016, cuyo objetivo es identificar 1000 especies vegetales a partir de imagenes

de siete 6rganos distintos (la arquitectura VGG16 se describe a detalle en la Seccion [3.2.2]
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Grupo Investigador | Precisién, imagen individual | Precision, observacion
SNUMED INFO 0.652 0.667
QUT RV 0.590 0.624
INRIA ZENTH 0.581 0.609
ECOUAN 0.486 0.487
MICA 0.194 0.209
SABANCI 0.153 0.160
UAIC 0.013 0.013

Tabla 2.2: Desempeiio del equipo ECOUAN en el reto de clasificaciéon LifeCLEF 2015.
La precision individual describe el desempefio del modelo con una sola imagen. La preci-
sién por observacion describe el desempeio utilizando un conjunto de cinco imédgenes de

distintos 6rganos de una misma planta.

de este documento). Las modificaciones a la red consistieron en la adicion de dos canales
de capas, orientados a la deteccion de dos elementos distintos: 6rgano y especie. Estos
dos canales comparten un subconjunto de capas iniciales. Posteriormente los mapas de
caracteristicas se concatenan para la clasificacion final.

Al mismo tiempo, se buscé rechazar especies desconocidas. Para esto, la arquitectura
desarrollada por los investigadores tenia dos clasificadores en paralelo para identificar ca-
racteristicas de especie y de 6rgano por separado. Estos dos clasificadores compartian un
cierto numero de capas iniciales, y fueron pre-entrenados con el conjunto de datos Ima-
geNet. Posteriormente, uno de los clasificadores fue re-entrenado para identificar érganos,
mientras que el otro fue re-entrenado para identificar especies. Una vez hecho esto, se agre-
garon capas de “fusion”, las cuales concatenaban la salida de las capas de 6rgano y las de
especie. Finalmente, la arquitectura fue refinada de principio a fin utilizando la misma tasa
de aprendizaje.

Ademas del modelo propuesto, los investigadores aplicaron aumentacion de datos (da-
ta augmentation) al conjunto de datos. Esta técnica consiste en aplicar transformaciones
aleatorias a las imédgenes, para incrementar la variedad en las imdgenes y ayudar al modelo
a aprender generalizaciones utiles para el proceso de clasificacion. El método particular

utilizado consisti6 en re-escalar las imagenes del conjunto de datos a diversos tamaiios, y
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Método Sin aumentacién | Con aumentacion
VGG16 con capa final refinada | 56.4 71.2
Modelo con fusién de alto nivel | 54.4 68.9

Tabla 2.3: Desempefio del clasificador propuesto por Lee et al. en el reto ImageNet 2016.

posteriormente extraer recortes aleatorios de 224 por 224 pixeles para entrenar a la red.

Los resultados obtenidos por los investigadores pueden observarse en la Tabla[2.3] Estos
resultados fueron obtenidos por su modelo con fusion de caracteristicas y comparados con
los de una red VGG16 con una capa final refinada. Al final, la precisiéon obtenida por la
red VGGI16 fue superior a la del modelo propuesto. Sin embargo, también se observd que
los modelos entrenados con aumentacion de datos obtuvieron resultados significativamente
mejores a aquellos entrenados con datos sin modificar.

Hang et al. [3]] utilizaron una RNC con arquitectura VGG16 para el reto LifeCLEF
2016. La red recibi6 algunas modificaciones. Primero, la tltima capa de agregacion fue re-
emplazada por una capa de agregacion piramidal espacial (Spatial Pyramid Pooling). Esta
capa de agregacion divide la imagen en subregiones de 1 x 1, 2 x 2 y 4 x 4, y poste-
riormente aplica agregacion de promedio a cada una de estas regiones. El resultado es un
vector de tamaiio fijo sin importar el tamafio de la imagen de entrada, lo que le permite
al modelo recibir entradas de tamaio arbitrario. Ademas de esto, la funcion de activacion
ReLU estandar fue reemplazada por ReLU paramétrica (Parametric ReLU), la cual es un
tipo de funcién ReLLU con “fuga”. Una funcién ReLU con fuga multiplica valores de en-
trada negativos por un factor muy pequefio, lo cual evita que las neuronas “mueran” como
consecuencia de la multiplicacion por cero que ocurre con una activacion ReLU comun. En
una funcién ReLU con fuga estandar, el valor por el cual se multiplica la entrada es fijo. En
contraste, ReLLU paramétrica convierte este valor en un parametro que la red puede ajustar.
La Tabla 2.4 muestra los resultados obtenidos por los participantes del reto. E1 modelo pro-
puesto por los investigadores alcanz6 un promedio de precisiones medias (en inglés Mean
Average Precision) o MAP de 0.827, el mas alto de entre todos los participantes del reto.

Esta métrica esta dada por la siguiente funcion:
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25:1 AveP(q)
Q

Donde Q es el nimero de muestras en el conjunto de validacién y AveP(q) es la preci-

MAP =

sion media para una muestra q.

Mehdipour et al. [20] pre-entrenaron, usando el conjunto de datos ILSVRC 2012, dos
RNC con arquitecturas Googl.eNet, la cual es una variante de la arquitectura Inception
descrita en la Seccién[3.2.2] de esta tesis, y VGG19, la cudl se describe en la Seccién[3.2.2]
Los modelos fueron posteriormente afinados con el conjunto de datos LifeCLEF 2015, esto
con el proposito de mejorar los resultados obtenidos en dicho conjunto de datos. Para esto,
experimentaron con distintas maneras de afinar sistemas de aprendizaje profundo, particu-
larmente usando diferentes tamafios de lote y numero de iteraciones, asi como haciendo
uso de aumentacion de datos. Adicionalmente, entrenaron GoogleNet para que rechaza-
ra imagenes que no correspondiesen a plantas en general. Esto se logr6 entrenando la red
Googl.eNet como un clasificador binario que decidia si una muestra es o no una planta. Al
final, el mejor modelo alcanz6 un puntaje MAP de 0.738 en el dataset PlantCLEF 2016.

Toma et al. [21] utilizaron transferencia de aprendizaje (transfer learning) con una RNC
tipo AlexNet para el reto de clasificaciéon PlantCLEF 2017. Los investigadores aplicaron
refinamiento con el conjunto de datos EOL (Encyclopedia of Life) de PlantCLEF 2017, el
cual consiste de aproximadamente 260,000 imagenes pertenecientes a 10,000 especies. El
modelo fue entrenado con una tasa de aprendizaje de 0.001 y un tamaino de lote de 512
imagenes. Para evitar el problema de sobreajuste, los investigadores aplicaron dos estrate-
gias distintas: primero, el proceso de entrenamiento era detenido cuando la precision media
de las dltimas 50 iteraciones era mayor a 99 %, y segundo, impusieron un factor de regula-
rizacién L2 de 0.001. Este factor L2 tiene como objetivo mitigar el riesgo de sobreajuste del
modelo. Esto se logra sumando un factor de penalizacion a la funcion de error, equivalente

a la suma de los cuadrados de los pesos del modelo, multiplicada por un factor A:

L2=X> "> wj

i=1j=1

Adicionalmente, el proceso de aprendizaje fue acelerado en la Gltima capa densa, mul-
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Corrida Puntaje MAP oficial | MAP restringido | MAP ignorando
a especies especies
potencialmente desconocidas
invasivas
Bluefield 4 0.742 0.717 0.827
SabanciUGebzeTU 1 | 0.738 0.704 0.806
SabanciUGebzeTU 3 | 0.737 0.703 0.807
Bluefield 3 0.736 0.718 0.820
SabanciUGebzeTU 2 | 0.736 0.683 0.807
SabanciUGebzeTU 4 | 0.735 0.695 0.802
CMP 1 0.710 0.653 0.790
LIIR KUL 3 0.703 0.674 0.761
LIIR KUL 2 0.692 0.667 0.744
LIIR KUL 1 0.669 0.652 0.708
UM 4 0.669 0.598 0.742
CMP 2 0.644 0.564 0.729
CMP 3 0.639 0.590 0.723
QUT 3 0.629 0.610 0.696
Floristic 3 0.627 0.533 0.693
UM 1 0.627 0.537 0.700
Floristic 1 0.619 0.541 0.694
Bluefield 1 0.611 0.600 0.692
Bluefield 2 0.611 0.600 0.693
Floristic 2 0.611 0.538 0.681
QUT 1 0.601 0.563 0.672
UM 3 0.589 0.509 0.652
QUT 2 0.564 0.562 0.641
UM 2 0.481 0.446 0.552
QUT 4 0.367 0.359 0.378
BME TMIT 4 0.174 0.144 0.213
BME TMIT 3 0.170 0.125 0.197
BME TMIT 1 0.169 0.125 0.196
BME TMIT 2 0.066 0.128 0.101

Tabla 2.4: Evaluacion de resultados ordenados por puntaje MAP oficial para el reto Life-

CLEF 2016.
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tiplicando por 10 la tasa de aprendizaje de ésta. Al final, el modelo entrenado alcanzé un
puntaje MRR (Mean Reciprocal Rank o Rango Reciproco Medio) de 0.361 en su mejor
corrida. El puntaje MRR es una métrica utilizada para evaluar procesos que producen una
lista de respuestas ordenadas por probabilidad de correccion. Esta dado por la siguiente
férmula:

L lel

|Q| = rank;

Donde rank; es la posicién en la cual se encuentra la respuesta correcta.

MRR =

Pawara et al. [22] utilizaron AlexNet y GoogleNet para clasificar clases de tres con-
juntos de datos diferentes: Folio [23]], AgrilPlant [24]], y Swedish Leaf [25]. A su vez,
utilizaron una serie de técnicas de aumentacion de datos (data augmentation) para contras-
tar el desempefio con modelos entrenados sin aumentacion de datos y asi medir la eficacia
de esta técnica. La conclusion a la cual llegaron los investigadores con sus resultados, es
que los métodos de aumentacién de datos son importantes cuando se busca incrementar la
precision de Redes Neuronales Convolucionales cuando los modelos son entrenados desde
cero. Esto demuestra la importancia de tener una alta cantidad de datos de entrenamien-
to. También concluyeron que las técnicas de rotacién-iluminacién y rotacién-contraste son
especialmente ttiles en este aspecto.

Barre et al. [26] disefiaron un sistema de identificacion de plantas basado en Redes Neu-
ronales Convolucionales, al cual denominaron LeafNet. Esta arquitectura posee médulos de
reduccion de dimensionalidad, los cuales consisten de capas convolucionales consecutivas.
En el caso de LeafNet, los mddulos se conforman de dos capas convolucionales seguidas
por una capa de agregacion maxima con filtro de 2 x 2. LeafNet se compone de cinco de
estos modulos, seguidos por una capa convolucional y una capa de agregacion, y termina
con tres capas densas al final.

Los modelos fueron entrenados utilizando en conjunto de datos LeafSnap [7]. Adi-
cionalmente, utilizaron aumentacion de datos para incrementar el tamafio del conjunto de
datos original. La red utilizada para LeafNet fue entrenada durante 200,000 iteraciones,
utilizando un valor de impulso de 0.9, lotes de 10 imagenes y una tasa de aprendizaje de

0.001. El valor de impulso o momentum consiste en un promedio ponderado de los gra-
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Dataset # especies | Top-1 | Top-5 | Puntaje MRR | Puntaje MAP
LeafSnap | 184 86.3% | 97.8% | 92.2 % 83.7 %
Foliage 60 95.8% | 99.6% | 97.6 % 95.3 %
Flavia 32 97.9% | 99.9% | 98.8 % 97.2 %

Tabla 2.5: Resultados de LeafNet en datasets Flavia, Foliage y LeafSnap

dientes previos. Agregar este término al valor por el cual se actualizan los pesos de un
modelo tiene como propdsito mantener la direccidon general en la que se mueve la funcién
de pérdida.

Al cabo de 100,000 iteraciones la tasa de aprendizaje se redujo a 0.0001 para fomentar
la convergencia del modelo. Ademads de LeafSnap, la red fue entrenada para dos conjuntos
de datos adicionales: Foliage y Flavia. Los resultados obtenidos por la red en cada dataset
se muestran en la Tabla 2.5 Al final, el sistema demostré tener un desempeilo superior a
métodos tradicionales con detectores de caracteristicas disefiados a mano para la clasifica-
cién de imagenes en los datasets Foliage, LeafSnap y Swedish Leaf.

Carpentier et al. [27]] entrenaron multiples redes con arquitectura ResNet, descrita en
la Seccion para identificar especies de drboles nativos de Canada a partir de image-
nes de cortezas. Para esto, contruyeron un conjunto de datos piblico que contiene mds de
23,000 imagenes de las cortezas de 23 especies disintas de arboles presentes en en parques
y bosques en la ciudad de Quebec, Canada, al cual denominaron BarkNet 10.0. Los investi-
gadores utilizaron modelos con arquitectura ResNet, en concreto ResNet-18 y ResNet-34,
pre-entrenados con el conjunto de datos ImageNet. La primera capa de los modelos fue
congelada (es decir, se deshabilité el ajuste de los pesos de esta capa), y posteriormente los
modelos fueron afinados con una tasa de aprendizaje inicial de 0.0001. La tasa de aprendi-
zaje se redujo en un factor de 5 en las épocas 16 y 33, mientras que el entrenamiento durd
40 épocas. El algoritmo de optimizacion utilizado fue Adam, con un valor de decaida de
pesos de 0.0001. Por su parte, las fotografias del conjunto de datos fueron reducidas en ta-
mafio a la mitad, esto con el propdsito de acelerar la velocidad de carga y preprocesamiento
de las mismas. Al final, los modelos entrenaros lograron una precision méxima de 97.81 %

al integrar las decisiones del clasificador sobre multiples imdgenes de un mismo arbol, y
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93.88 % clasificando imagenes de manera individual. La precision se obtiene dividiendo el
numero de clasificaciones correctas entre el niimero de clasificaciones totales.

Recientemente, los trabajos con RNC se han enfocado en optimizar las arquitecturas
de estas para obtener mejores grados de precision en las predicciones, asi como la clasifi-
cacion utilizando multiples 6rganos, por ejemplo Lee et al. [28]], quienes presentaron dos
frameworks de clasificacion. El primero, denominado Red Neuronal Convolucional Hibri-
da Genérico—()rgano (HGO CNN), combina caracteristicas particulares de los 6rganos de
las plantas con caracteristicas genéricas para realizar la clasificacién. La arquitectura del
modelo consiste en un bloque de capas compartidas. Estas tienen como propdsito detec-
tar caracteristicas de bajo nivel, como esquinas y bordes. Posteriormente, la salida de este
bloque es enviada a dos bloques paralelos. Uno de estos bloques se encarga de procesar
caracteristicas de los 6rganos, mientras el otro es entrenado para detectar caracteristicas
genéricas. Finalmente, la salida de ambos bloques es concatenada para realizar la clasifi-
cacion final. Ademés de GO CNN, los investigadores desarrollaron un enfoque basado en
Redes Neuronales Recurrentes (RNN por sus siglas en inglés), denominado PlantStruct-
Net. Las RNN son una clase de redes neuronales capaces de almacenar informacién de
datos de entrada anteriores, y asi mismo utilizar esta informacién en el procesamiento de
datos subsecuentes. El modelo PlantStruct-Net fue entrenado para modelar las dependen-
cias conextuales de alto nivel que existen entre imagenes de una misma planta vista desde
angulos diferentes.

Los resultados obtenidos por Waldchen et al. [10] en su revision del estado del arte
en materia de identificacion de plantas demuestran que las RNC se desempefian consis-
tentemente mejor que los métodos de clasificacidn tradicionales. Esto puede observarse en
la Tabla [2.6] Asi mismo, los autores identificaron un nimero de problemas por resolver
y direcciones futuras que puede tomar la investigacion de clasificacion de plantas, tales

como:

= La necesidad de crear conjuntos de datos de referencia mds representativos, dado
que los conjuntos de referencia actuales se encuentran limitados tanto en nimero de
especies como en nimero de observaciones. Esto trae como consecuencia una baja

representatividad de condiciones reales en estos conjuntos de datos, lo cual los hace
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poco utiles para aplicaciones reales.

La posibilidad de usar colaboracion masiva (crowdsourcing) para construir conjuntos
de datos. iNaturalist y PI@ntNET son dos ejemplos de proyectos que han tenido éxito

al usar colaboracidén masiva para construir conjuntos de datos.

Utilizar informacion contextual para apoyar al proceso de identificacion. Datos ta-
les como la ubicacién de una observacion, fecha, hora, tipo de suelo y condiciones

climdticas son potencialmente utiles para el proceso de identificacion.

La posibilidad de utilizar los avances mds recientes en materia de aprendizaje pro-
fundo. Los investigadores de aprendizaje profundo constantemente proponen nuevas
técnicas y algoritmos, los cuales pueden utilizarse para atacar el problema de clasifi-

cacion de plantas.

Utilizar los millones de ejemplares contenidos en herbarios alrededor del mundo para
agilizar el proceso de recoleccion de datos. Si bien los especimenes digitalizados en
herbarios se encuentran en condiciones muy distintas a los especimenes en entornos
naturales, la posibilidad de utilizar estos especimenes para entrenar modelos que
identifiquen especimenes en un entorno natural continua siendo de interés para los

investigadores.

Realizar colaboraciones interdisciplinarias entre expertos en computacion y expertos
en biologia. Los expertos en biologia pueden implementar técnicas de aprendiza-
je profundo de manera mas efectiva con la ayuda de los expertos en computacion,
mientras que estos Ultimos pueden obtener una mejor comprension del problema al

que se enfrentan con la ayuda de los bilogos.

30



Basados en modelos | Libres de modelos | Aprendizaje profundo
Dataset Precisién | Autor Precisién | Autor | Precisién | Autor
Swedish Leaf 82.0 % [29] 93.7 % [30] 99.8 % [22]
Flavia 90.3 % [31]] 95.9 % [32] 99.7 % [33]
Leafsnap 73.0 % (7] 72.6 % [24]] 97.6 % [24]
ICL 83.8% [34]] 91.3% [34]] 93.9 % [35]
Oxford Flower 17 | - 91.8 % [136] 96.6 % [137]
Oxford Flower 102 | - 90.2 % [138]] 96.6 % [139]

Tabla 2.6: Muestra del incremento en precision lograda con distintos enfoques sobre con-

juntos de datos de plantas conocidos.
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Capitulo 3

Metodologia

La propuesta consiste en medir la precision de varias arquitecturas de redes neuronales
existentes para identificar especies, elegir la arquitectura con el mejor desempefio y tomar
medidas para aumentar su precision. Las medidas posibles son intentar reducir el tamafio
de la red sin afectar su precision, y hacer alteraciones a la arquitectura con el objetivo de
aumentar su precision.

Las arquitecturas mas prometedoras fueron entrenadas con un conjunto de datos de la
flora nativa de México. Este conjunto de datos se obtuvo de diversas fuentes, en concreto
salidas a campo realizadas por equipos de fotégrafos guiados por bidlogos expertos, asi
como descargas de sitios como iNaturalist. Posteriormente las imagenes recolectadas fue-
ron recortadas utilizando un software disefiado especificamente para la tarea. El proposito
de estos recortes es aislar los 6rganos distintivos de las plantas, para asi mejorar el desem-
peio de los modelos de clasificacion, debido a que se reduce la cantidad de ruido, es decir,

informacion no util para el modelo.

3.1. Conjunto de datos

El conjunto de datos utilizado consiste en recortes de dreas de interés en fotografias.
Elementos distintivos de las plantas, aquellos que ayuden a su identificacion, tales como
flores, frutos y hojas, constituyen dreas de interés. De esta forma se espera mejorar la efi-

cacia de los modelos de clasificacion, debido a que se reduce la cantidad de ruido, es decir,
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informacion no util para el modelo.

El conjunto de datos utilizado en este trabajo consiste en 5560 imdgenes, divididas
en 75 especies distintas. De las imagenes de estas 75 especies, se extrajeron regiones de
interés correspondientes a elementos anatomicos distintivos de cada especie, obteniendo al
final 112 clases diferentes, cada una representando un 6rgano especifico de una especie en
particular.

Es relativamente sencillo proporcionar evidencia de algunas de las dificultades que pre-
senta la tarea de clasificacion de plantas en las imagenes del conjunto de datos. Por ejem-
plo, la apariencia de las plantas puede variar drasticamente dependiendo del dngulo del
cual fueron tomadas las fotografias. También es posible observar varios ejemplos de alta
variabilidad intraclase y baja variabilidad interclase en las imdgenes del conjunto de datos.
La alta variabilidad intraclase se presenta cuando ejemplares de una misma especie lucen
muy diferentes entre si. Esto puede observarse en la Figura En esta figura se mues-
tran cuatro imagenes de un mismo 6rgano de una especie particular, las cuales lucen muy
diferentes entre si.

Por otro lado, la baja variabilidad interclase se presenta cuando ejemplares de diferentes
especies lucen muy similares entre si. Un ejemplo de esto puede verse en la Figura [3.2]
donde puede apreciarse un alto grado de similitud en la forma de las flores de cinco especies

distintas.

Figura 3.1: Ejemplo de alta variabilidad intraclase. Todos los ejemplares mostrados perte-

necen a la especie Dodonaea viscosa.
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Figura 3.2: Ejemplo de baja variabilidad interclase. Los ejemplares mostrados correspon-
den a las siguientes especies: (A) Ipomoea purpurea, (B) Impomoea tricolor, (C) Ipomoea

pes-caprae, (D) Tagetes lunulata, (E) Turnera diffusa.

3.2. Herramientas

Para la implementacion de los diversos modelos de RNCs utilizadas en los experimen-
tos de esta tesis se utilizé Keras. Keras es una API orientada al disefio y manejo de modelos
de aprendizaje maquina, escrita en Python. Esta API se apoya sobre distintos backends ta-
les como Tensorflow, para simplificar y facilitar el trabajar con modelos de aprendizaje
maquina.

Se disefi6 un script en Python, que nos permite tomar una de las diversas arquitecturas
de RNC presentes en Keras (e.g., VGG16, Xception, ResNet) y entrenarla con cualquier
conjunto de datos de imdgenes. El script permite especificar todos los hiperparametros
involucrados en el entrenamiento de una red neuronal, desde nimero de épocas, tamaio de
lote, tasa de aprendizaje, algoritmo de optimizacion y sus pardmetros, etc.

Los modelos actuales de clasificacion visual trabajan con tamafios de imagenes fijos
(224 x 224 en el caso de VGGNet, por ejemplo). Esto quiere decir que una imagen que no

es del tamano de entrada estdndar del modelo tendra que redimensionarse para ser acepta-
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da por el mismo. Esto tiene como consecuencia pérdidas de informacion de la imagen al
reducir su resolucidn, y distorsionamiento en casos donde la imagen tenga que estirarse o
encogerse en uno de sus ejes para ajustarse a la relacion de aspecto requerida por el modelo.
El recortar las imdgenes nos ayuda a reducir este problema, puesto que todos los recortes

son de una dimensién estdndar proporcional al tamafio de entrada de los modelos.

3.2.1. Herramienta de recortes

Para llevar a cabo el pre-procesamiento de imagenes, requerido para construir el con-
junto de datos para entrenar los modelos construidos, fue necesario desarrollar un software
de etiquetado personalizado. Este software, denominado PitCrop, nos permite definir re-
giones de interés en las imdgenes de nuestro conjunto de datos. Un ejemplo de esto puede
observarse en la Figura [3.4] donde se ha seleccionado la regién correspondiente a la flor
de la planta. La informacion que describe las coordenadas y dimensiones de las regiones a
extraer de una imagen determinada es almacenada en archivos CSV durante el proceso de
definicion de regiones. Posteriormente, un script de Python se encarga de leer las regiones
especificadas de las imagenes correspondientes, para después almacenarlas como imagenes
nuevas en un directorio por separado. De esta forma, podemos extraer imagenes que corres-
ponden a los 6rganos de las plantas en las imdgenes, mientras que las imagenes originales
permanecen intactas. Dicho software fue desarrollado usando la versién de cédigo abierto
del framework Qt, y se encuentra a disposicion del publico bajo una licencia de uso libre,
de forma que pueda ser utilizado en otros proyectos de etiquetado de datos. La interfaz de

esta herramienta puede verse en la Figura[3.3]

3.2.2. Arquitecturas

En este apartado se describen las arquitecturas utilizadas en los experimentos realizados
por nosotros. Todas las implementaciones se encuentran gratuitamente dentro del frame-

work Keras.
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Herramienta de cortes

Accion

Navegacion Acciones Cortes Etiquetas calidad Filtrado Datos de imagen (50 de 287)
- FLOR | BUENA | W: 314 | H: 314 X: 752 | Y: 6 |[Z[e}L} EXCELENTE Tt Ruta
Siguiente HOJA | BUENA | W: 449 | H: 449 | X: 1104 | Y| FRUTO MUY BUENA .
cinrecortes /home/inegios/HDD/plantas/
R FLOR [BUENA | 128533/27858459.jpeg
TALLO REGULAR ® Con recortes
- ~ PLANTA COMPLETA Alto e EEEEED
ARBOL 1536 2048 0
- TRONCO

Figura 3.3: Interfaz de PitCrop.

Figura 3.4: Ejemplo de recorte.
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VGG16y 19

Las arquitecturas VGG [40] fueron propuestas en 2014, siendo utilizadas para clasificar
el conjunto de datos del reto ImageNet 2014, el cual contiene imagenes de 1000 clases
distintas de objetos, las cuales van desde animales hasta vehiculos. El estudio present6 seis
variantes: tres de estas contienen 133 millones de pardmetros (A, A-LRN, B), mientras que
el resto contiene 134, 138 y 144 millones (C, D y E, respectivamente).

Las arquitecturas VGG estdn compuestas por secuencias de bloques, los cuales a la vez
estdn conformados por cierta cantidad de capas convolucionales y una capa de agregacion,
seguidos por 3 capas completamente conectadas y una capa softmax al final. El tamafio de
las imdgenes de entrada es fijo, de 224 x 224.

VGG19 esta conformada por cinco de estos bloques: los dos primeros contienen dos
capas convolucionales de 64 y 128 filtros respectivamente; el bloque intermedio contiene
tres capas convolucionales de 256 filtros, y los dos ultimos contienen ambos tres capas
convolucionales de 512 filtros.

Los nimeros en VGG16 y VGG19 representan la cantidad de capas entrenables conte-
nidas en la arquitectura: 16 capas convolucionales y 3 capas densas en el caso de VGG19,
y 13 capas convolucionales y 3 capas densas en el caso de VGG16.

Las capas convolucionales cuentan con un campo receptivo de 3 X 3, paso (stride) de
1 x 1 y relleno (padding) de 1 pixel. Las operaciones de agregacion se realizan con un
kernel de 2 x 2 y un paso de 2 x 2. Cada capa oculta de la red cuenta con la funcién de
activacion ReLLU. La arquitectura completa estd descrita en la Tabla donde “Conv2D”
corresponde a una capa convolucional bidimensional, “Agreg. Max.” corresponde a una
capa de agregacion maxima, “Densa” corresponde a una capa densa, y “Sotfmax” corres-

ponde a una capa Softmax.
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Tipo N filtros/parametros
Conv2D 64
Conv2D 64
Agreg. Max, | N/A
Conv2D 128
Conv2D 128
Agreg. Max, | N/A
Conv2D 256
Conv2D 256
Conv2D 256
Conv2D 256
Agreg. Max, | N/A
Conv2D 512
Conv2D 512
Conv2D 512
Conv2D 512
Densa N/A
Conv2D 512
Conv2D 512
Conv2D 512
Conv2D 512
Agreg. Max. | N/A
Densa 4096
Densa 4096
Densa 1000
Softmax N

Tabla 3.1: Arquitectura de VGG19.
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Inception

Google presento la primera version de la arquitectura Inception en 2015, bajo el nombre
de GoogLeNet [41]. En su trabajo, los investigadores sefialan el problema de seleccionar
un tamafio de kernel correcto, debido a la potencial variacién en el tamafio y localizacién
de las dreas de interés en las imagenes.

Para solucionar esto, los investigadores disefiaron el modulo Inception, el cual consiste
de una combinacién de capas convolucionales paralelas, cuyos mapas de activacion se con-
catenan al final. En concreto, las capas del médulo Inception se estructuran en multiples
canales, de forma que cada canal recibe su propia copia de los datos de entrada, y realiza el
procesamiento de estos de forma unica. Lo anterior dicho se ilustra en la Figura donde
observamos el médulo Inception cldsico con cuatro canales: uno compuesto de una capa
de agregacion maxima seguida de una capa convolucional de 1 x 1, dos compuestos de dos
capas convolucionales cada uno, con una capa convolucional de 1 x 1 al principio pero con
tamafos de kernel diferentes en la segunda capa (3 X 3 y 5 X 5), y uno mds compuesto sola-
mente de una capa convolucional de 1 x 1. Todas las variantes de la arquitectura Inception

consisten en diversas configuraciones de este modulo.

Capa previa

[

l v . v

Convolucion 1x1

Convolucion 1x1

Convolucion Ix1

Max pooling 3x3

L d

L4

v

Convolucion 3x3

Convolucion 5x5

Convolucion 1x1

|

v

Concatenacion

Figura 3.5: Médulo Inception clasico [42].

La principal ventaja del médulo Inception con respecto a las RNC tradicionales, es
que le permite a la red decidir por cuenta propia el tamafio de filtro mas relevante para
aprender, ya que utiliza filtros de distintos tamaifios en sus capas convolucionales. Con el

proposito de mitigar el incremento en costo computacional, el médulo Inception hace uso
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de convoluciones de 1 x 1 para reducir la dimensionalidad de los datos antes de enviarlos a
las capas de convoluciéon de 3 x 3y 5 x 5. De esta forma es posible crear una red profunda

sin sacrificar demasiado en desempeiio.

Capa previa
[
v Convolucién 1x1 Convolucién 1x1 Max pooling 3x3
Convolucién 1x1 v v v
Convolucién 3x3 Convolucién 3x3 Convolucién 1x1

¥

Convolucion 3x3

v

Concatenacion

Figura 3.6: Mddulo Inception v2 [42]].

Adicionalmente, la arquitectura cuenta con dos clasificadores auxiliares, cuyo proposi-
to es mitigar el problema de la gradiente que se desvanece (vanishing gradient), el cual
ocurre cuando los valores de los ajustes a los pesos de la red (las gradientes) se vuelven
demasiado pequefios para ser significativos. En resumen, estos clasificadores producen dos
valores de error auxiliares, los cuales se suman parcialmente al valor de error real durante
el entrenamiento.

La segunda version de esta arquitectura se presentd en conjunto con la versioén 3. Como
puede verse en la Figura [3.6] la nueva version del médulo Inception era bastante similar a
la anterior, siendo el cambio mds notable la factorizacion de la capa convolucional de 5 x 5
a dos capas convolucionales de 3 x 3, esto con el fin de reducir el costo computacional.
Adicionalmente, las convoluciones de N x /N son reemplazadas por dos convoluciones con
las forma 1 x N'y N x 1 (Figura[3.7). Este método result6 ser hasta 33 % mds eficiente en
numero de operaciones que las convoluciones tradicionales.

Ademads de las mejoras presentes en la version 2, Inception v3 [42] posee convolucio-
nes de 7 x 7 factorizadas, normalizacion por lotes en los clasificadores auxiliares, y hace

uso de suavizado de etiquetas. La normalizacién por lotes es una técnica para mejorar el
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Capa previa

.

J

J

Convolucion 1x1

Convolucion 1x1

Max pooling 3x3

v

v

v

Convolucion 1xn

Convolucion 1xn

Convoluciéon 1x1

v v v

Convolucion 1x1 Convolucion nx1 Convolucion nx1

¥

Convolucion 1xn

v

Convolucién nx1

!

Concatenacion

Figura 3.7: Factorizacién de capas convolucionales en Inception v2 [42].

rendimiento y la estabilidad de las redes neuronales, normaliza la capa de entrada y las
capas ocultas, ajustando la media y la escala de las activaciones con el fin de evitar el sobre
ajuste (overfitting). El suavizado de etiquetas es un mecanismo para regularizar la capa de
clasificacion, consiste en asignar un peso a cada clase, en lugar de asignar a la etiqueta
correcta el peso completo, la red se sobreajustard menos en las etiquetas de entrenamiento,

y asi podrd generalizar mejor.

ResNet50

La arquitectura ResNet fue presentada por He et. al. [43]] en 2015. La idea detrds de
esta arquitectura es atacar el problema de degradaciéon de desempefio en redes neuronales
profundas. En su trabajo, los investigadores destacan como el desempefio de una red neu-
ronal de una cierta profundidad se degrada conforme se incrementa el nimero de capas. La
causa detrds de esto es un tema de debate, pero los investigadores denotan que no se debe
al problema de la gradiente que se desvanece, sino a una incapacidad de los modelos para
aprender la funcion identidad.

La funci6n identidad, F'(z) = x, en resumen, entrega sin alteraciones la informacion
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que recibe como entrada. Si las capas de una red fuesen capaces de aprender esta funcion,
seria posible agregar una cantidad arbitraria de capas a la red sin que hubiese degradacion
alguna en su desempeiio. Para solucionar este problema, He et. al. proponen el aprendizaje
residual. Como se aprecia en la Figura la conexion residual se salta las capas subse-
cuentes. La informacién que las capas reciben como datos de entrada se suman a sus datos
de salida. La hipétesis detrds de esto es que es mds sencillo para las capas de la red aprender

una funcién residuo en lugar de la funcién identidad.

/

Capa de pesos

f(X) . RelLU X

Capa de pesos

fX)+X <
¢ RelLU

Figura 3.8: Diagrama de una conexion residual [43]].

InceptionResNet

Luego de la introduccion de las conexiones residuales por parte de He et. al, los in-
vestigadores responsables de la arquitectura decidieron combinar la idea con el médulo
Inception. El estudio, llevado a cabo en 2016, dio como resultado la arquitectura Inception-
ResNet [44]]. La arquitectura posee tres modulos Inception redisefiados (A, B y C), menos
costosos que sus antecesores. Como se puede apreciar en la Figura [3.9] posee de igual

forma una conexién residual que omite las capas intermedias del médulo.

42



ReLU

Convolucion 1x1

v

Convolucion 1x7
v

Convolucion 1x1

Convolucion 7x1

Convolucion 1x1

ReLU

Figura 3.9: Mdédulo Inception-ResNet-B [44].

Xception

La arquitectura Xception fue presentada por Google en 2017 [45] y como su nombre
lo indica, estd inspirada en la arquitectura Inception, también desarrollada por Google. El
nombre Xception es una abreviacion de Xtreme Inception, el cual es un término con el cual
los investigadores denominan su version extrema del médulo Inception.

La arquitectura Xception se basa en convoluciones separables. Especificamente, Xcep-
tion hace uso de una variante de convoluciones separables en profundidad. Los investigado-
res mencionan dos puntos que distinguen al médulo Xtreme Inception de las convoluciones

separables convencionales:

= El orden de la operaciones. Las convoluciones separables por profundidad conven-
cionales aplican primero convoluciones espaciales a cada canal de la imagen de en-
trada y posteriormente aplican convoluciones de 1 x 1 a los mapas de activacion

concatenados. El médulo Xtreme Inception invierte el orden de estas operaciones:
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primero aplica convoluciones de 1 x 1 a los datos de entrada, y posteriormente aplica

convoluciones espaciales a cada mapa de activacion individual. Lo anterior se ilustra

en la Figura[3.10]

= La presencia o ausencia de una funcién de activacién después de la primer opera-
cion. Mientras que, en Inception, ambas operaciones son seguidas de una funcién de
activacion ReLU, las convoluciones separables en profundidad usualmente se imple-

mentan sin estas.

Capa previa

v

Convolucién 1x1

A

‘ Canales de salida por separado ‘

I l I l I ! I

Conv. 3x3 Conv. 3x3 Conv. 3x3 Conv. 3x3 Conv. 3x3 Conv. 3x3 Conv. 3x3

A

Concatenacion

Figura 3.10: Médulo Xception simplificado [45]].

DenseNet

La arquitectura DenseNet fue propuesta en 2017 por investigadores de la Universidad
de Cornell en conjunto con investigadores de la Universidad de Tsinghua y del departa-
mento de Inteligencia Artificial de Facebook [46]. Lo que distingue a este tipo de RNC es
la forma en la que se conectan sus capas convolucionales.

Tradicionalmente, los datos de entrada siguen una ruta mayormente lineal a través de
la red. Los datos de salida de la capa L seran los datos de entrada de la capa L+1, mientras
que los datos de salida de esta a su vez serdn los datos de entrada de la capa L+2, y asi

sucesivamente. Algunas arquitecturas, tales como Inception o ResNet, presentan arreglos
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donde la informacion se duplica y pasa a través de dos o mas capas, pero usualmente la

informacion era procesada de forma distinta para concatenarse al final.

Figura 3.11: Bloque denso de cuatro capas. Basada en una imagen presentada en [46].

Todas las conexiones entre capas van hacia adelante.

La arquitectura DenseNet se conforma principalmente de los llamados bloques densos,
en los cuales cada capa de un bloque en particular recibe como entrada los datos de todas las
capas en el mismo bloque que le preceden, haciendo uso de concatenacion por canales. De
esta forma, cada capa dentro de un bloque denso tiene acceso a toda la informacion de las
capas anteriores, lo cual les permite reutilizar caracteristicas previas seglin sea necesario.
La estructura de estos bloques puede visualizarse en la Figura[3.11] la cual ilustra un bloque
denso de cuatro capas, con conexiones entre cada capa L y las capas que le preceden. Por

su parte, las configuraciones de las arquitecturas Densenet-121, -169 y -201 se incluyen en

la Tabla

MobileNet

La primer version de la arquitectura MobileNet [47]] fue propuesta por investigadores de
Google, y esta orientada a dispositivos moviles y embebidos. Se caracteriza por su uso de la
convolucion separable en profundidad, o depthwise-separable convolution. Antes de hablar

sobre la convolucion separable en profundidad, es til recordar la operacién de convolucion
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Capas Tamafio de salida DenseNet-121 DenseNet-169 DenseNet-201

Conv 112x 112 7 x 7 conv, paso 2
Pool 56 x 56 3 x 3 Agreg. Max,, paso 2
Densa 1 56 x 56 [1x1conv,3x3conv]x6
56 x 56 1x 1 conv
Transicion 1 28 x 28 2 x 2 Agreg. Prom., paso 2
Densa 2 28 x 28 [1x1conv,3x3conv]x 12
L 28 x 28 1 x 1 conv
Transicion 2 14x 14 2 x 2 Agreg. Prom., paso 2
Densa 3 14x 14 [1x1conv,3x3conv]x24 ‘ [1x1conv,3x 3 conv]x 32 ‘ [1x1conv,3x3conv]x48
14x 14 1 x 1 conv
Transcicion 3 Tx7 2 x 2 Agreg. Prom., paso 2
Densa 4 T7x7 [1x1conv,3x3conv]x 16 ‘ [1x 1 conv, 3 x 3 conv] x 32 ‘ [1x 1 conv, 3 x 3 conv] x 32
14x 14 7 x 7 global Agreg. Prom.

Clasificacion

1000 neuronas, densa, activacién softmax

Tabla 3.2: Arquitecturas de Densenet-121, -169 y -201. La estructura de las redes es al-
tamente similar, con la excepcion de las capas densas 3 y 4, donde el nimero de filtros

utilizados difiere entre las tres.

tradicional.

La convolucion bidimensional tradicional opera sobre una ventana de N x M. Sin em-
bargo, también opera sobre todos las dimensiones del tensor de entrada; esto significa que
si el tensor de entrada es una imagen RGB (3 canales de profundidad), un kernel de convo-
lucién de 5 x 5 en realidad tendria la forma 5 x 5 x 3. Asi, cada operacion de convolucién
realiza 5 X 5 X 3 = 75 operaciones.

La convolucién separable en profundidad se constituye de dos operaciones de convolu-
cién: convolucién por profundidad y convolucién por punto. La convolucion por profundi-
dad aplica convoluciones por separado para cada dimension del tensor de entrada. Es decir,
una convolucion tradicional con un kernel de 5 X 5 en una imagen a color aplicard una
convolucién de 5 x 5 x 1 alos tres canales (rojo, verde y azul) de la imagen de entrada. Una
vez hecho esto, los mapas de activacion de estas convoluciones se concatenan sobre el eje
de profundidad, y se aplica una convolucion tradicional de 1 x 1 al tensor resultante (con-
volucidn por punto), la cual combina los canales de los mapas de activacion concatenados.
Al final, el nimero de operaciones realizadas por la convolucién separable en profundidad
se reduce a b X 5 4+ 3 = 28, lo cual la vuelve significativamente mas eficiente.

La arquitectura de la red MobileNet se basa en las convoluciones separables en profun-
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didad, con la excepcion de su primera capa, la cual es una capa de convolucion tradicional.
Todas las capas son seguidas de normalizacion por lotes y cuentan con la funcién de activa-

cion ReLLU, excepto la dltima capa densa. La arquitectura completa se describe en la Tabla

B3

47



Tipo / Paso

Forma de filtro

Tamafio de input

Conv / s2 3x3x3x32 224 x 224 x 3
Conv dw / sl 3x3x32dw 112x112x 32
Conv /sl Ix1x32x64 112x112x 32
Conv dw / s2 3x3x64dw 112x 112 x 64
Conv /sl Ix1x64x128 56 x 56 x 64
Conv dw / sl 3x3x128dw 56 x 56 x 128
Conv /sl Ix1x128x 128 56 x 56 x 128
Conv dw / s2 3x3x 128 dw 56 x 56 x 128
Conv /sl I1x1x128x256 28 x 28 x 128
Conv dw / sl 3x3x256dw 28 x 28 x 256
Conv /sl 1x1x256x256 28 x 28 x 256
Conv dw / s2 3x3x256dw 28 x 28 x 256
Conv /sl I1x1x256x512 14 x 14 x 256
Conv dw / sl 3x3x512dw 14 x 14 x 512
Conv /sl Ix1x512x512 14 x 14 x 512
Conv dw / s2 3x3x512dw 14x 14 x 512
Conv /sl Ix1x512x1024 | 7x7x512
Conv dw / s2 3x3x 1024 dw 7x7x1024
Conv /sl I1x1x1024x 1024 | 7x7x 1024
Agreg. Prom. /sl | Pool 7 x 7 7x7x1024
Densa /sl 1024 x 1000 1x1x1024
Softmax / s1 Clasificador 1 x1x1000

Tabla 3.3: Arquitectura de MobileNet
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Capitulo 4

Pruebas y analisis de resultados

En este capitulo se describen los experimentos realizados. Especificamente, se descri-
ben los conjuntos de datos con los cuales se entrenaron los modelos y los parametros de
entrenamiento. También se presentan las graficas de desempefio de los modelos durante el

entrenamiento y el desempefio final de cada modelo por cada clase individual.

4.1. Descripcion de experimentos

Como se menciono con anterioridad, el conjunto de datos o conjunto de datos utilizado
estd compuesto de 5560 imdgenes distribuidas en 112 clases. Estas 112 clases a su vez
corresponden cada una a uno de cuatro 6rganos (flor, fruto, hoja o tallo) de 75 especies
diferentes de plantas nativas de México.

Se realizaron dos tipos de entrenamiento: entrenamiento general y entrenamiento por
organo. Un entrenamiento general consiste en entrenar cada modelo individual para clasi-
ficar entre 112 clases disponibles — es decir, los modelos intentan clasificar imagenes de
los cuatro 6rganos establecidos.

Por su parte, un entrenamiento por 6rgano agrupa las 112 clases por 6rgano (es decir,
se crean grupos con clases unicamente de flores, otro de frutos, otro de tallos y uno més de
flores), y los modelos son entrenados individualmente en cada grupo. Esto quiere decir que
por cada arquitectura se entrenaron cuatro modelos diferentes: uno orientado a clasificacion

de imagenes de hojas, otro a imagenes de frutos, otro para tallos y finalmente uno para
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flores.

En ambos casos, los modelos fueron entrenados con el algoritmo de Descenso Es-
tocastico de Gradiente, o Stochastic Gradient Descent, utilizando valores distintos en los
parametros para cada ronda. Definimos una ronda como el proceso de entrenar al conjunto
completo de modelos, todos con los mismos datos de entrenamiento y validacidn, y utili-
zando los mismos hiperpardmetros.

Para entrenar los modelos, se desarroll6 un script de Python que hace uso de la bibliote-
ca Keras, disponible en el repositorio de GitHubhttps://github.com/zmoralesc/
tesis-maestria.git. Adicionalmente, el cédigo se incluye en la secciéon de Apéndi-
ces de este documento.

El script desarrollado organiza los datos de entrenamiento, para posteriormente entrenar
todos los modelos contemplados para este trabajo. Los hiperpardmetros a utilizar durante el
entrenamiento son definidos por el usuario, y se aplican de forma igual a todos los modelos.
Los modelos utilizados fueron las implementaciones de referencia incluidas por defecto en
Keras. Por su parte, el hardware utilizado fue una workstation con sistema operativo Ubuntu
18.04, con 32 GB de RAM, 2TB de almacenamiento secundario, procesador Intel Xeon W-
2133 de 12 ntcleos a 3.6GHz y una Unidad de Procesamiento de Graficos (GPU) NVIDIA
GTX 1080 con 8GB de NVRAM.

La métrica utilizada para medir la precision de los modelos, a la cual llamaremos Top-
K, consiste en obtener las K clases con mayor indice de confianza con las que responde
el modelo. Si la respuesta correcta se encuentra dentro de estas K respuestas, entonces
se dice que el modelo acertd. Asi, la respuesta Top-1 solo se considera un acierto si la
clase correcta corresponde a la clase con mayor indice de confianza, y la respuesta Top-5
se considera un acierto si la clase correcta se encuentra entre las cinco clases con mayor

indice de confianza.

4.1.1. Entrenamiento general, primera ronda

Para el entrenamiento general se generaron tres subconjuntos del conjunto de datos
general, cada uno con una cierta fraccion de las imédgenes del conjunto de datos general:

uno de entrenamiento con 70 % de las iméagenes, uno con 15 % para probar la precision
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Tabla 4.1: Resultados finales de entrenamiento general, primera ronda

Entrenamiento Prueba
Arquitectura Error | Precisién | Error | Precision
VGG16 0.0598 | 0.833 5.188 | 0.320
VGG19 0.000 | 1.000 17.677 | 0.268
INCEPTIONV3 3.105 | 0.522 5.532 | 0.265
RESNETS50 3.139 | 0.542 6.131 | 0.272
INCEPTIONRESNET | 1.727 | 0.683 3.541 | 0432
XCEPTION 1.824 | 0.689 3909 | 0413
DENSENETI121 3.973 | 0419 5.550 | 0.249
DENSENET169 4.052 | 0.440 5.826 | 0.260
DENSENET201 4.077 | 0.425 5.734 | 0.249
MOBILENETV2 1.393 | 0.687 3917 | 0.360

del modelo después de cada iteracion, y uno con 15 % para la validacion final. Al final, los
subconjuntos contenian 3893, 885 y 782 imagenes, respectivamente.

La primer ronda del entrenamiento general consistio en entrenar los modelos por 200
épocas cada uno. Como se mencioné anteriormente se utiliz6 el algoritmo de Descenso de
Gradiente Estocdstico, con los valores siguientes: La tasa de aprendizaje (learning rate)
se establecio en 0.01, impulso (momentum) en 0 y decaida de peso (weight decay) en 0.
Adicionalmente, se incluyd una capa de desactivaciones antes de la capa de clasificacion
final, con probabilidad de 0.6. Estos valores fueron elegidos a criterio del investigador,
como punto de partida para los experimentos.

En la Tablaf. 1] se reportan los valores de error y precision alcanzados por cada modelo
individual en la primer ronda de experimentos, tanto para el conjunto de entrenamiento

como el conjunto de validacion.

4.1.2. Entrenamiento general, segunda ronda

La segunda ronda del entrenamiento general consistié en entrenar los modelos por 300
épocas cada uno. Se utilizé el algoritmo de Descenso de Gradiente Estocdstico, con los

valores siguientes: la tasa de aprendizaje (learning rate) se estableci6 en 0.01, impulso
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Tabla 4.2: Resultados finales de entrenamiento general, segunda ronda.

Entrenamiento Prueba
Arquitectura Error | Precision | Error | Precision
XCEPTION 2.545 | 0.448 3.872 |1 0.279
INCEPTIONRESNET | 1.835 | 0.589 3.220 | 0.350
INCEPTIONV3 2.985 | 0.410 4.722 | 0.203
RESNETS50 4.354 | 0.351 6.200 | 0.204
DENSENET121 3.859 | 0.305 5.189 | 0.178
DENSENET169 4.179 | 0.339 5.350 | 0.211
DENSENET201 4.567 | 0.329 5.801 | 0.196
MOBILENETV2 2.765 | 0.390 4.211 | 0.211
VGG16 0.010 | 1.000 6.136 | 0.259
VGG19 0.000 | 1.000 7.645 | 0.270

(momentum) en 0.9 y decaida de peso (weight decay) en 0.005. Adicionalmente, se incluy6
una capa de desactivaciones antes de la capa de clasificacion final, con probabilidad de 0.7.
Los valores fueron ligeramente modificados de manera aleatoria con respecto de los valores
usados en la primera ronda, con el propdsito de buscar hiperparimetros que funcionen
suficientemente bien.

En la Tabla.2] se reportan los valores de error y precision alcanzados por cada modelo
individual en la segunda ronda de experimentos, tanto para el conjunto de entrenamiento

como el conjunto de validacion.

4.1.3. Entrenamiento general, tercera ronda

La tercera ronda del entrenamiento general consistio en entrenar los modelos por 150
épocas cada uno. Se utiliz6 el algoritmo de Descenso de Gradiente Estocdstico, con los
valores siguientes: la tasa de aprendizaje (learning rate) se estableci6 en 0.01, impulso
(momentum) en 0 y decaida de peso (weight decay) en 0. No se agregaron capas de desac-
tivaciones. Los valores fueron ligeramente modificados de manera aleatoria con respecto
de los valores usados en la primera ronda, con el propodsito de buscar hiperpardmetros que

funcionen suficientemente bien.
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Tabla 4.3: Resultados finales de entrenamiento general, tercera ronda.

Entrenamiento Prueba
Arquitectura Error | Precision | Error | Precision
XCEPTION 0.621 | 0.853 2412 | 0.534
INCEPTIONRESNET | 1.834 | 0.658 3.402 | 0.428
INCEPTIONV3 2.626 | 0.546 4.551 | 0.348
RESNETS50 3.696 | 0.460 5.282 | 0.297
DENSENET121 3.229 | 0.464 4.755 | 0.311
DENSENET169 3.637 | 0.450 5.360 | 0.276
DENSENET201 3.421 | 0.453 5.021 | 0.312
MOBILENETV2 1.230 | 0.722 3.335 | 0.419
VGG16 0.000 | 1.000 8.509 | 0.224
VGG19 0.004 | 1.000 9.816 | 0.200

En la Tabla[.3] se reportan los valores de error y precision alcanzados por cada modelo
individual en la tercera ronda de experimentos, tanto para el conjunto de entrenamiento

como el conjunto de validacion.

4.1.4. Entrenamiento general, cuarta ronda

La cuarta ronda del entrenamiento general consistié en entrenar los modelos por 150
épocas cada uno. Se utilizé el algoritmo de Descenso de Gradiente Estocdstico, con los
valores siguientes: la tasa de aprendizaje (learning rate) se establecio en 0.01, impulso
(momentum) en 0.9 y decaida de peso (weight decay) en 0.01. No se agregaron capas de
desactivaciones. Los valores fueron ligeramente modificados de manera aleatoria con res-
pecto de los valores usados en la primera ronda, con el propdsito de buscar hiperpardmetros
que funcionen suficientemente bien.

En la Tabla 4.4| se reportan los valores de error y precision alcanzados por cada modelo
individual en la cuarta ronda de experimentos, tanto para el conjunto de entrenamiento

como el conjunto de validacion.
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Tabla 4.4: Resultados finales de entrenamiento general, cuarta ronda.

Entrenamiento Precision
Arquitectura Error | Precision | Error | Precision
XCEPTION 2.829 | 0.439 3.895 | 0.297
INCEPTIONRESNET | 1.916 | 0.549 2.791 | 0.360
INCEPTIONV3 2.876 | 0.398 4.218 | 0.212
RESNETS50 4.152 | 0.268 4.862 | 0.215
DENSENET121 3.112 | 0.321 3.668 | 0.251
DENSENET169 3.594 | 0.317 4.181 | 0.228
DENSENET201 4.149 | 0.287 4.598 | 0.227
MOBILENETV2 2.787 | 0.345 3.743 | 0.215
VGG16 0.000 | 1.000 8.411 | 0.281
VGG19 0.000 | 1.000 9.574 | 0.205

4.1.5. Entrenamiento por érgano

El entrenamiento por érgano consistié en entrenar cuatro grupos de modelos por 300
épocas cada uno, donde cada grupo estd orientado a la clasificaciéon de un 6rgano en es-
pecifico. Asi, tenemos cuatro grupos de 10 modelos (40 modelos en total). Se utiliz6 el
algoritmo de Descenso de Gradiente Estocdstico, con los valores siguientes: la tasa e apren-
dizaje (learning rate) se establecio en 0.01, impulso (momentum) en 0.9 y decaida de peso
(weight decay) en 0.005. Adicionalmente, se incluy6 una capa de desactivaciones (dropout)
antes de la capa de clasificacion final en cada modelo, con probabilidad de 0.7. Los valores
fueron ligeramente modificados de manera aleatoria con respecto de los valores usados en
la primera ronda, con el propodsito de buscar hiperpardmetros que funcionen suficientemen-
te bien.

Asi mismo, el conjunto de datos general fue segmentado por 6érgano. Se asigné un 70 %
del conjunto de datos al conjunto de entrenamiento, 15 % para el de pruebas y 15 % para el
de validacién. En la Tabla [4.5] se describe las cantidades exactas de imdgenes que se asig-
naron a cada uno de los subconjuntos (entrenamiento, pruebas y validacién) para los cuatro

6rganos diferentes. Las Tablas [D.1] [D.2] [D.3]y [D.4] presentan los desempefios durante los

entrenamientos con los conjuntos de datos de flores, frutos, hojas y tallos, respectivamente.
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Tabla 4.5: Cardinalidad de los subconjuntos de datos para cada érgano individual

Organo | Clases | Entrenamiento | Pruebas | Validacién
Flores | 62 2160 493 432

Frutos | 7 245 56 49

Hojas | 38 1314 297 265

Tallos | 5 174 39 36

4.2. Analisis de resultados

En general, se realizaron cinco rondas de experimentos: cuatro rondas de entrenamien-
tos generales y una ronda de entrenamientos por 6rgano. Los resultados finales se han con-
centrado en gréaficas de barras, las cuales se presentan a continuacién. Cada arquitectura
presenta dos puntajes; Top-1, representado por la barra de color rojo, y Top-5, representada

por la barra de color azul.

4.2.1. Entrenamientos generales

En esta seccion se discuten los resultados de los entrenamientos generales. Los resulta-
dos de la primera ronda se pueden visualizar en la Figura[d.1] los de la segunda ronda en la
Figura[4.2] los de la tercera ronda en la Figura4.3] y finalmente los de la cuarta ronda en
la Figura Inicialmente, podemos observar que a pesar de usar técnicas muy distintas,
muchas de las arquitecturas de desempefan de manera similar. Creemos que esto se debe
a que ninguna de las técnicas utilizadas por si mismas es suficiente para permitir a una
arquitectura sobresalir. En contraste, podemos observar que arquitecturas como Inception-
ResNet, las cuales combinan multiples técnicas de otras arquitecturas, lograron alcanzar

precisiones mds altas que el resto.

VGG16y VGG19

Las redes VGG obtuvieron resultados decentes durante las rondas de entrenamiento
general, superando incluso a algunos de los modelos mas complejos. Sin embargo, y a

pesar de poseer una gran cantidad de pardmetros, creemos que estos modelos se vieron
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Figura 4.1: Ranking de puntajes Top-1 y Top-5 de arquitecturas, primera ronda.
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Figura 4.2: Ranking de puntajes Top-1 y Top-5 de arquitecturas, segunda ronda.
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Figura 4.4: Ranking de puntajes Top-1 y Top-5 de arquitecturas, cuarta ronda.
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superados debido a que carecen de las técnicas mas sofisticadas con las que cuentan los

demas modelos analizados.

DenseNet-121, -169 y -201

En el caso de la arquitectura DenseNet, las tres variantes obtuvieron resultados notable-
mente similares en ambas rondas de los entrenamientos generales. Algo que cabe destacar
es el hecho de que las variantes mds profundas no se desempefiaron mejor que las demés
necesariamente. Durante la primera ronda, DenseNet-121 — la variante menos profunda —
alcanz6 una precision Top-5 marginalmente mayor que las dos versiones restantes (0.01).
Sin embargo, la precision Top-1 fue un 0.01 menor que DenseNet-201 y 0.02 menor que
DenseNet-169. En ambos casos, DenseNet-201 fue superada por sus dos variantes menos
profundas. Esto apoya la nocién de que aumentar la profundidad de una red no siempre
traerd beneficios. En el caso de DenseNet, creemos que las variantes mas profundas son
afectadas por el problema del gradiente que se desvanece, lo cual afecta su desempefio en

nuestro conjunto de datos.

Xception

La arquitectura Xception fue una de las mejores arquitecturas durante las pruebas pre-
liminares, por lo cual esperdbamos verla sobresalir durante las pruebas generales. Si bien
obtuvo un desempeiio decente (0.32 y 0.66 de precisiéon Top-1 y Top-5 durante la prime-
ra ronda respectivamente, asi como 0.32 y 0.59 durante la segunda), en ambos casos se
vio superada por InceptionResNet. Creemos que esto se debe a la ventaja que tiene Incep-
tionResNet debido a las conexiones residuales que posee. Estas le permiten incrementar la

profundidad de la red de manera substancial sin reducir su desempefio.

ResNet50

La arquitectura ResNet50 fue una de las arquitecturas que no logré sobresalir durante
los experimentos preliminares, y aparentemente mantuvo el status quo durante las rondas

de entrenamientos generales. La arquitectura alcanz6 un desempefo similar a las demas
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durante la primera ronda (0.26 de precision Top-1 y 0.57 de Top-5), sin embargo fue supe-
rada por Xception, Mobilenet v2 e InceptionResNet en Top-5 y por casi todas las demds en
Top-5, salvo por DenseNet-201, -121 y ambas arquitecturas VGG. La segunda ronda vio
una reduccion en desempefio para todas las arquitecturas, sin embargo cabe mencionar que
de igual manera ResNet50 se vio superada por la gran mayoria de las otras arquitecturas,
incluyendo ambas versiones de VGG. Creemos que la complejidad de este modelo fue un
factor en su bajo desempeino contra VGG, dado que el riesgo de que un modelo se sobre-
ajuste a los datos de entrenamiento se incrementa con su complejidad. Por otro lado, este
modelo pudo verse superado por modelos tales como InceptionResNet y Xception debido a
que no implementa las técnicas sofisticadas que caracterizan a estos ultimos, como bloques

de capas especializados (modulos Inception) o convoluciones separables.

MobileNet v2

Durante la primera ronda, MobileNet v2 alcanzé un desempeiio decente (0.34 y 0.62),
terminando debajo tinicamente de Xception (0.39 y 0.66) e InceptionResNet (0.39 y 0.70).
En contraste con las demds arquitecturas, MobileNet v2 presentd una mejora substancial
tanto en Top-1 como en Top-5. Sin embargo, la caida general en desempefio de la segunda
ronda la posicioné por debajo de varias arquitecturas, més notablemente VGG16 y 19, tanto
en Top-1 como Top-35. El desempeiio poco sobresaliente de esta arquitectura puede deberse
de igual forma a su relativa simplicidad. Las arquitecturas MobileNet fueron disefiadas con
dispositivos mdviles en mente, por lo que poseen un ndmero relativamente reducido de

pardmetros en contraste con las demds arquitecturas.

Inception v3

Inception v3 fue otra arquitectura que no logré sobresalir durante ninguno de los entre-
namientos. Durante la primera ronda terminé como la quinta mejor arquitectura tanto en
Top-1 como en Top-5 (Top-5 empate con ResNet50). La segunda ronda terminé con resul-
tados idénticos a ResNet50, de igual forma debajo de multiples arquitecturas. En este caso,
los médulos Inception resultaron ser insuficientes para darle a esta arquitectura una venta-

ja sobre las demds. Creemos que esto se debe al relativamente alto nimero de capas que
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posee la red (complejidad), dado que las arquitecturas mas sencillas lograron resultados

equiparables a pesar de no implementar técnicas tan sofisticadas.

InceptionResNet

En la mayoria de experimentos generales, InceptionResNet se mantuvo como la arqui-
tectura de mejor desempefio, alcanzando puntajes Top-1 y Top-5 de 0.39 y 0.70 durante la
primera ronda y 0.34 y 0.65 durante la segunda. Por este motivo, consideramos Inception-
ResNet como la arquitectura individual mds apta para nuestro problema de clasificacion.
Creemos que el buen desempefio de esta arquitectura es atribuible a la combinacion de
técnicas que utiliza — esta arquitectura hace uso de moédulos Inception, los cuales permiten
a una red utilizar distintos tamafos de kernel para deteccion de caracteristicas, asi como
conexiones residuales, las cuales le permiten incrementar su profundidad sin sacrificar des-

empenfo.

4.2.2. Entrenamiento por érgano

Los entrenamientos por 6rgano produjeron resultados interesantes. Era de esperarse que
el desempeifio final de cada modelo se incrementara, debido a que el nimero de clases que
cada modelo debia identificar se redujo de forma dréstica en algunos casos (ver Tabla4.5]).
Sin embargo, no solo vimos arquitecturas mas simples superar a las mas complejas — la
diferencia en precisiones fue bastante acentuada en algunos casos. La discusion de estos

resultados se llevard a cabo por tipo de 6érgano, en lugar de por arquitectura.

Flores

VGG16 obtuvo un desempefio excelente en el dataset de flores, e incluso super6 a la
mayoria de las demds arquitecturas con puntajes de 0.88 y 0.93, quedando en segundo
lugar después de InceptionResNet para Top-5 y siendo la mejor en Top-1. Creemos que la
relativamente baja variabilidad en el desempeno de las arquitecturas con este conjunto de
datos se debe a que las flores son un 6rgano bastante distintivo de muchas plantas, puesto

que poseen formas y colores muy reconocibles. Los resultados de este entrenamiento se
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presentan en la Figura

Hojas

El entrenamiento con hojas es interesante considerando que el conjunto de datos contie-
ne menos clases que el conjunto de datos de flores (38 en contraste con 62), y sin embargo
las precisiones generales fueron menores que los modelos entrenados con flores. Esto de-
muestra la dificultad que conlleva identificar especies basdndose tinicamente en imagenes
de hojas. En este entrenamiento, de nueva cuenta VGG16 y VGG19 se desempefiaron mejor
que las arquitecturas mas complejas. Una posible explicacion de esto es que la simplicidad
relativa de estas arquitecturas en contraste con las demas les ayuda a mitigar el problema

de sobreajuste (overfitting). Los resultados de este entrenamiento se presentan en la Figura

Frutos

Como era de esperarse debido al reducido nimero de clases en el conjunto de datos
(solo 7), todos los modelos alcanzaron precisiones bastante altas al identificar frutos. Sin
embargo, solo cuatro alcanzaron precision de 1.0 en Top-5: Xception, VGG16, MobileNet
v2 e InceptionResNet. Finalmente, VGG16 supero al resto en Top-1, alcanzando una preci-
sion de 0.9. La arquitectura con peor desempeio tanto en Top-1 como Top-5 fue ResNet50,
con precisiones de 0.55 y 0.92 respectivamente. Debido al reducido tamaio de este conjun-
to de datos, es probable que el alto desempefo general de todas las arquitecturas se deba
a un caso de sobreajuste. Por este motivo, no es posible extraer conclusiones contundentes

en la tarea de clasificacion de frutos. Los resultados de este entrenamiento se presentan en

la Figura[4.6|

Tallos

Finalmente, el conjunto de datos de tallos fue el més pequefio de todos con solamente 5
clases. Evidentemente el valor de Top-5 es intitil en este caso. En cuanto al Top-1, el mejor

desempefio fue obtenido por InceptionResNet con 0.97 de precision, mientras que la peor
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arquitectura fue DenseNet-201 con 0.78. Al igual que con el conjunto de frutos, es altamen-
te probable que los modelos se hayan sobreajustado al conjunto de datos utilizado. Por este
motivo tampoco es posible extraer conclusiones contundentes en la tarea de clasificacion

de tallos. Los resultados de este entrenamiento se presentan en la Figura[4.8]
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Figura 4.5: Ranking de puntajes Top-1 y Top-5 de arquitecturas por 6rgano, flores.
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Figura 4.6: Ranking de puntajes Top-1 y Top-5 de arquitecturas por érgano, frutos.
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Capitulo 5

Conclusiones

En esta tesis se realiz6 un andlisis de diez arquitecturas de CNN distintas para clasifica-
cion de especies vegetales nativas de México. El objetivo principal fue atacar el problema
de la clasificacién automaética de plantas, el cual es significativamente mas complejo que
los problemas de clasificacion comunes debido no solo a la gran cantidad de especies dife-
rentes que existen, si no también al alto grado de variabilidad entre miembros de una misma

especie, asi como las similitudes que se presentan entre especies distintas. En concreto:

= Se desarroll6 una aplicacién con C++ y el framework Qt para facilitar el proceso de

recorte y etiquetado de imagenes.
= Se desarrollaron scripts en Python para automatizar la ejecucion de experimentos.

= Se ejecutaron tres rondas de experimentos: dos entrenamientos generales con el con-
junto de datos completo (112 clases) y una en donde se segmentd el conjunto de

datos por érgano.

Dado que el numero de clases en el conjunto de datos es relativamente pequefio, no
es posible declarar una arquitectura como superior a las demds. Sin embargo, es posible
observar ciertas arquitecturas que se desempefian mejor de forma consistente, como es
el caso de InceptionResNet. Esto nos permitird enfocarnos en las mejores arquitecturas
conforme el conjunto de datos crezca, y omitir aquellas que fueron incapaces de sobresalir,

ahorrando tiempo.
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Tomando en cuenta la complejidad de las arquitecturas que lograron sobresalir, es posi-
ble concluir que el nimero de pardmetros de una arquitectura de RNC, si bien es un factor
que influye en la capacidad de una red para resolver un problema, no es la cualidad més
importante en un modelo de RNC cuando se utilizan para realizar clasificacion de espe-
cies de plantas. Esto es evidente cuando se contrastan los resultados de las arquitecturas
VGG19 y Xception en, por ejemplo, la tercera ronda: con tan solo una fraccién del niimero
de parametros que posee VGG19 (143,667,240 de VGG19 contra 22,910,480 de Xception),
Xception alcanzé un desempeno significativamente mejor en el mismo conjunto de datos.
Al mismo tiempo, si bien es verdad que Xception es una arquitectura mucho mas profunda
que VGGI19 (126 capas en contraste con 26), la profundidad por si sola no es factor deci-
sivo. Esto se puede observar en los casos de las arquitecturas DenseNet, donde la variante
mads profunda, DenseNet-201, se desempefio igual y en algunos casos peor que las variantes
menos profundas (DenseNet-121 y -169).

Como lineas de trabajo futuro, se identificaron los siguientes puntos:

= Realizar entrenamientos de las arquitecturas con conjuntos de datos mas extensos.
Debido a la falta de recursos, el conjunto de datos utilizado en este trabajo resultd

relativamente limitado.

= Atacar el problema de desbalance de clases en el conjunto de datos utilizado. Existe
un alto grado de desbalance de clases en el conjunto de datos utilizado, producto
también de los recursos limitados con los que se contaba durante la realizacion de

este trabajo.

= Utilizar las arquitecturas de RNC que hayan sido propuestas posteriormente al desa-
rrollo de este trabajo. Nuevas técnicas y arquitecturas se proponen constantemente,
y puede resultar potencialmente ttil aplicar estos nuevos desarrollos al problema de

clasificacion de plantas.
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Anexo A
Codigo

A.0.1. Script de entrenamiento principal

#!/usr/bin/env python
def paramDictFormat(d: dict):
Formats_dictionary._into_a_comma—-separated _key=value_style_string’

return ’,_’.join ([ f {key}={val:.5f}  if isinstance(val, float) else f’{key}={val}’ for key, val in d.items()])
def main():
’Main’
from argparse import ArgumentParser
import os
# available architectures
models_list = [
Tvggl6’,
vegl9’,

inceptionv3’,
resnet50 ",
custom ’,
xception’,
inceptionresnet’,
mobilenet’,
*densenetl21’,
*densenetl69’,
*densenet201
nasnet’,
*mobilenetv2’

]

# available optimizers

optimizers-list = [’sgd’, ’adam’]

losses_list = [
‘categorical_crossentropy ’,
’sparse-categorical_crossentropy’,
‘binary_crossentropy ’,
’mean_-squared._error’,
‘mean_absolute_error’,
"mean_absolute_percentage._error’,
"mean.squared_logarithmic_error’,
*squared_hinge ’,
“hinge
‘categorical_hinge’,
*logcosh’,
*kullback_leibler_divergence ’,
’poisson’,
‘cosine_proximity’

]

# print these names for loss functions

losses_dict = {
"mean_squared._error’: 'MSE’,
"mean_absolute_error’: 'MAE’,
"mean_absolute_percentage._error’: 'MAPE’,
mean_squared_logarithmic_error’: 'MSLE’,
*squared_hinge ’: ’Squared._Hinge’,
“hinge’: ’Hinge’,
*categorical_hinge’: ’Categorical .Hinge’,
*logcosh’: "Log—Cosh’,
*categorical_crossentropy’: ’Categorial .Cross—entropy’,
*sparse_categorical_crossentropy’: ’Sparse_Categorical .Cross—entropy’,
*binary_crossentropy ’: ’Binary._.Cross—entropy’,
*kullback_leibler_divergence ’: ’Kullback—Leibler.Divergence’,
’poisson’: ’Poisson’,
‘cosine-proximity ’: ’Cosine_Proximity’

}

parser = ArgumentParser ()

parser.add_argument(’model’, help="which_model_to_use’,

type=str, choices=models_list)
parser.add_argument(’path’, help="path_to_data’, type=str)
parser.add_argument(’——loadfrom’, help="load_previous_model’, type=str)
parser.add_argument(
'—e’, ’——epochs’, help="epochs._.to_train_for’, type=int, default=30)
parser.add_argument (
’-b’, ’——batch’, help="training._batch_size’, type=int, default=8)
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parser.add.argument(’-o0’, ’'——optimizer’, help="optimizer_to_use’,
default="sgd”)

type=str, choices=optimizers_list,
parser.add_argument (

-s’, ’——split’, help="test_split_size’, default=0.2, type=float)
parser.add_argument(’—t’, '——testset’, help="path_to_test_data’, type=str)
parser.add_argument(’——loss’, help=’loss_function_to_use’,

choices=losses_list , default="categorical_crossentropy’)

parser.add_argument(’——nogpu’, help="disable GPU"’,

action="store_true’, dest="no.gpu’)
parser.add.argument(’——usemp’, help=’enable_multiprocessing_for_sequences’,
action="store_true’, dest="use.mp’)

parser.add.argument (

type=str ,

’——pretrained ’, help="load_pre—trained._weights’, action="store_-true’)
parser.add_argument (’——output’, help="output_file’, type=str)
parser.add.argument(’——extsum’, help="print_extended._summary’,

action="store_true’, dest=’print_extsum’)

parser.add.argument(’——sum’, help=’print_summary’,

action="store_true’, dest=’print_sum’)

parser.add.argument(’——json’, help="save._.model_as_ JSON._file’

parser.add_argument(’——log’, help="test_log_filename’,
type=str, default="tests_log.log")
parser.add_argument(

type=str)

’——shape’, help="input_shape_in.(height:width:depth)_format’, type=str)

parser.add_argument(
’——dropout’, help="dropout_probability_(default=0)

type=str, default=".", dest="pfldir"’)

parser.add.argument(’——decay’, help="weight_decay’,

type=float)
parser.add_argument(’——pfldir’, help="put_.pfl_files_here’,

default=0.005, type=float, dest="weight_decay’)
parser.add.argument (’-K’, help="apply_kernel_regularization’,
action="store_true’, dest="regularize_kernel’)

parser.add_argument(’-B’, help=’apply._bias_regularization’,

action="store_true’, dest="regularize_bias’)
parser.add.argument(’-A’, help=’apply._activity _regularization’,
action="store_true’, dest="regularize_activity’)

parser.add_argument(

—a’, ’——augment’, help="apply._perform_data_augmentation’, action=’store_true’)

parser.add_argument(
’——seed’, help="random_seed._for_train—test_split’,
args = parser.parse.args ()

from keras.callbacks import Callback

if args.pfldir:

os.makedirs (args . pfldir , exist_ok=True)
if args.output:

os.makedirs (args.output, exist_ok=True)

class PerformanceHistory (Callback):
def __init__(self, output_file: str):
super (). —-init__ ()
self . output_file = open(output_file , "wt’)
self.csv_file = csv.writer(self.output_file)
self.csv_file.writerow (
[ ’ACCURACY’, 'LOSS’, ’VALIDATION_ACCURACY’

def on_epoch_end(self, batch, logs={}):
self.csv_file.writerow ([logs.get( accuracy’),

type=int, default=7)

"VALIDATION._LOSS " 1)

logs . get(

>loss ), logs.get(’val_accuracy’), logs.get(’val_loss’)])

self . output_file . flush ()

def __del__(self):
self . output_file.close ()

if args.no_gpu:
os.environ [ "CUDADEVICE.ORDER"] = *PCI.BUS.ID"’
os.environ [ ’CUDA_VISIBLE.DEVICES’] = *~

image_dim = 224 if args.model in [’vggl6’, ’vggl9’, ’‘custom’] else 299

input_shape = (image.dim, image_dim, 3)
if args.shape is not None:
input_shape = [(int(y) if y != °’ else 1)

for y in args.shape.split(’:’)]
import keras.applications as apps

# preprocessing functions dictonary
input_preprocessing = {

*vggl6’: apps.vggl6.preprocess_input ,

*vggl9’: apps.vggl9.preprocess_input ,

‘inceptionv3’: apps.inception_v3.preprocess_input,

‘resnet50’: apps.resnet50.preprocess-input,

‘custom’: apps.vggl6.preprocess_input ,

’xception’: apps.xception.preprocess-input ,
mobilenet’: apps.mobilenet. preprocess_input ,
"densenetl121’: apps.densenet.preprocess_input,
densenetl169’: apps.densenet.preprocess_input,
"densenet201’: apps.densenet.preprocess-input ,
‘nasnet’: apps.nasnet.preprocess_input,
"mobilenetv2’: apps.mobilenet_v2.preprocess_input

}

from keras.layers import Dropout

from keras.regularizers import 12

from keras.models import load_model

from keras import Model

from optimizers import getOptimizer

from sklearn.model_selection import train_test_split
from sklearn.preprocessing import LabelBinarizer

inceptionresnet’: apps.inception_resnet_v2.preprocess_input,

from generator import AugmentedBatchGenerator, BatchGenerator

from extsum import extended_summary
import numpy as np
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import datetime as dt

import pickle

import csv

import subprocess

from random import shuffle, seed

# load default specified dataset
data_path = os.path.abspath(args.path)
Xoraw = []

y-raw = []

for d in os.listdir (data_path):
for f in os.listdir(data_path + */’ + d):
X_raw.append(’/’.join ([ data_path, d, f]))
y-raw.append(d)

1b = LabelBinarizer ()
Ib. fit (y-raw)
seed (args.seed)

if args.testset:
# if a test set was specified, load it
print (f Using_data_at_{args.testset}_as_test_set.’)

# shuffle training data

training-shuffled = list(zip(X.raw, y_raw))
shuffle (training_shuffled)

X.data, y-data = zip(xtraining-shuffled)

X_data, y_data = np.asarray(X_data), lb.transform(y_data)
X_train, y-train = X._data, y_data
data_path = os.path.abspath(args.testset)

[]
[]

for d in os.listdir(data_path):
for f in os.listdir(data_path + */’ + d):
X.raw.append(’/’.join ([ data_path, d, f]))
y-raw .append (d)

# shuffle test

test_shuffled = list(zip(X_raw, y_raw))
shuffle (test_shuffled)

X_raw, y.raw = zip(xtest_shuffled)

X_raw
y-raw

X_test, y_test = np.asarray(X.raw), Ib.transform (y.raw)
else:
# otherwise split default dataset
print (f’ Using_{args.split}_of_the_provided_dataset._as_test_set.’)

X_data, y.data = np.asarray(X_raw), Ib.transform(y.raw)
X _train, X_test, y-_train, y_-test = train_test_split(
X_data, y.-data, test_size=args.split, random_state=args.seed)

del X_raw
del y_raw

n_classes = y_data.shape[l]

models_dict = {

*xception’: apps.Xception,
vggl6é’: apps.VGGI6,
vggl9’: apps.VGGI9,
resnet50°: apps.ResNet50,
inceptionv3’: apps.InceptionV3 ,
inceptionresnet’: apps.InceptionResNetV2,
mobilenet’: apps.MobileNet,
’mobilenetv2’: apps.MobileNetV2,
*densenetl121’: apps.DenseNetl2],
densenetl169’: apps.DenseNetl169,
*densenet201’: apps.DenseNet201,
*nasnet’: apps.NASNetLarge

}
# load vanilla model with specified parameters
model = models_dict[args.model ](

classes=n_classes , input_shape=input_shape, weights="imagenet’
if args.pretrained else None)

if args.dropout is not None:
print (’Adding-weight_decay’)
# insert dropout layer and regularization
preds = model.layers[-1]
dp = Dropout(args.dropout)(model.layers[—-2].output)
preds = preds(dp)
model = Model(inputs=model.inputs , outputs=preds)

for layer in model.layers:
if args.regularize_kernel:

layer.kernel_regularizer = 12(args.weight.decay)
if args.regularize_bias:
layer.bias_regularizer = 12(args.weight_decay)
if args.regularize_activity:
layer.activity_regularizer = 12(args.weight_decay)
opt = getOptimizer(args.optimizer)

model. compile(loss=args.loss , optimizer=opt, metrics=["accuracy’])
if args.loadfrom:

print(’Loading’, args.loadfrom)

model = load_-model(os.path.abspath(args.loadfrom))

# iteratively rename performance file

pfldir = os.path.abspath(args.pfldir)
performance_file = os.path.join(
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pfldir, f’{args.model}_b{args.batch}_e{args.epochs}.pfl’)

foum = 1
while os.path.isfile (performance_file):
performance_file = os.path.join(
pfldir, f’{args.model}_b{args.batch}_e{args.epochs}_{fnum}.pfl")
fnum += 1

s.makedirs (pfldir , exist-ok=True)

if args.print_extsum:
extended_summary (model )
elif args.print_sum:
model . summary ()

perf_log = PerformanceHistory (performance_file)
# print test parameters to screen
print (*\n{:<20}{}’.format( Model’, args.model))
print (*{:<20}{} .format(’Input_shape’, input_shape))
print (*{:<20}{} .format(’Epochs’, args.epochs))
print (°{:<20}{} .format(’Batch_size’, args.batch))
print (" {:<20}{}’ .format(’Optimizer’, type(opt).__name__))
print (’{:<20}{} .format(’Optimizer_params’,
paramDictFormat (opt. get_config ())))
print (' {:<20}{} .format( Loss’, args.loss))
print (°{:<20}{}’ .format(’Multiprocessing’, On’ if args.use.mp else ’Off’))
print (*{:<20}{} .format(’Performance.log’, performance_file))
print (°{:<20}{} .format(’ Test_log’, args.log))
print (*{:<20}{} .format(’ Dataset’, args.path))
reg = []
ifgargs4regularize,kernel:
reg.append(’kernel”)
if args.regularize_activity:
reg.append(’activity’)
if args.regularize_bias:
reg.append(’bias’)
print (°{:<20}{}\n’.format(’ Regularization’,
’None’ if not reg else

7,7 join(reg)))
opt = getOptimizer(args.optimizer)
model . compile (loss=args.loss, optimizer=opt, metrics=["accuracy’])

# create training batch generator
if args.augment:
print (’Data_augmentation_enabled.’)
train.gen = AugmentedBatchGenerator(X_train, y-train, args.batch,
shape=input_shape , ops=[input_preprocessing[args.model]], pad=False)
else:
print (’Data_augmentation_disabled.’)
train.gen = BatchGenerator(X._train, y-train, args.batch, shape=input_-shape, ops=[
input_preprocessing[args.model]], pad=False)
# create testing batch generator
test_.gen = BatchGenerator(X_test, y_test, args.batch, shape=input_shape, ops=[
input_preprocessing[args.model]], pad=False)

# train model

train_start = dt.datetime .now ()

model. fit_generator (train_gen , epochs=args.epochs, use.multiprocessing=args.use.mp,
validation_data=test_gen , callbacks=[perf_log])

train_.end = dt.datetime .now()

# evaluate final model on train set

train_score = model.evaluate_generator (train_gen)
print(’Train_loss:’, train_score[0])
print(’Train_accuracy:’, train_score[l])

# evaluate final model on test set

test_score = model.evaluate_generator(test_gen)
print(’Test-loss:’, test_score[0])
print(’Test_accuracy:’, test_score[1])

# update tests log with current test data
date_format = ’{: %Y- %w % . H 9M} "’
log_format = "{:<20}{:<20}{:<20}{: <10} {: <10} {: <15} {:<15.5}{: <155} \
<1553 {:<15.53{: <303 {: <30} {: <70} {: <15} {: <15} {: <15} {: <15.5} {:<15.5}\n"
header_format = *{:<20}{:<20}{:<20}{: <10} {:<10}{: <15} {: <15} {: <15} {: <15} \
<153 <303 {: <30 {: <70 {: <15 H{: <15 H{: <15 H{: <15 H{: <15} \n”
with open(args.log, a+t’) as test_log:
if test_log.tell () <= 0:
test_-log . write (header_format.format(
BEGIN’, ’END’, 'ARCHITECTURE’, °BATCH’, ’EPOCHS’,
"OPTIMIZER’, 'TRAIN_LOSS’, 'TRAIN_ACC’, ’TEST.LOSS’,
"TEST_ACC’, 'DATA_FOLDER’, ’LOSS_FUNCTION’, ’OPTIMIZER._PARAMS’ ,
"KERNEL_.REG’, 'BIAS_REG’, ’ACTIV._REG’, 'DECAY’, 'DROPOUT’))
start_str = date_format.format(train_start)
end_str = date_-format.format(train_end)
data_folder = args.path.split(’/’)[-1 if args.path[-1] != ’/  else -2]

test_log.write(log_format.format(start_str , end_str, args.model.upper(),
args.batch, args.epochs, args.optimizer.upper(

), train_score [0], train_score[1],
test_score [0], test_score[l],

opt.get_config()),

YES® if args.regularize_kernel else 'NO’,

"YES® if args.regularize_bias else 'NO’,

"YES® if args.regularize_activity else 'NO’°,

args.weight_decay ,

args.dropout if args.dropout else 0.0))

1
1

data_folder , losses_dict[args.loss], paramDictFormat(

# save the model and class file if an output filename was specified
if args.output is not None:
print (f’Saving_model_as_{args.output}.h5")
os.makedirs(’/’.join(args.output.split(’/’)[:-1]), exist_ok=True)
model.save (f’{args.output}.h5")
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with open(f’{args.output}.bin’, "wb’) as fout:
pickle .dump((args.model, 1b), fout)

subprocess.run ([ "notify —send’, ’Entrenamiento_completado’,
f’Se_ha_completado_el_entrenamiento.del_modelo_{args.model}. ], check=False)

if __name._. == ’__main__":
main ()

A.0.2. Generador de lotes

#!/usr/bin/env python

import math

from keras.utils import Sequence

from keras.preprocessing.image import load_-img, img-to_array
import numpy as np

import cv2

import random

import imaug

def clamp(val, minimum, maximum):
*Clamp._value_between._a_.minimum_and._maximum’
if val < minimum:
return minimum
if val > maximum:
return maximum
return val

def loadImage (path: str, target_-size=None, grayscale=False):
color_flag = cv2.IMREAD.COLOR if not grayscale else cv2.IMREAD.GRAYSCALE
img = cv2.imread(path, color_flag)
if target_-size is not None:
img = cv2.resize (img, target_size)
return img
def getPadded (img: np.array, output-size: int):

*Returns_image.padded_so_that_height_and_width_are._the_same’
if img is None:
return None
if len(img.shape) ==
h, w, _ = img.shape
pixel.val = [0, 0, 0]
elif len(img.shape) == 2:
h, w = img.shape
pixel_val = [0]
else:
raise ValueError(’Unexpected_image_shape_{}’.format(img.shape))
top, bottom, left, right =0, 0, 0, 0
if h > w:
left = math. floor ((h-w)/2)
right = math.ceil ((h-w)/2)
elif h < w:
top = math. floor ((w=h)/2)
bottom = math.ceil ((w=h)/2)
padded = cv2.copyMakeBorder(img, top, bottom, left, right,
cv2 .BORDER.CONSTANT, value=pixel_val) if h != w else img
return cv2.resize (padded, (output_size, output_size))

def augment(img: np.array, vflip: bool, hflip: bool, rotation: int, translation_matrix: np.array):

cols , rows = img.shape[:2]
img = imaug. flip (img, vflip, hflip)
img = imaug.rotate (img, rotation)

if translation_matrix is not None:
img = cv2.warpAffine(img, translation_-matrix , (cols, rows))
return img

class BatchGenerator(Sequence):
*Batch_generator.class’

def __init__(self, x_set, y.set, batch_size: int, shape: tuple, pad: bool = False,
ops: list = [lambda a: a], grayscale: bool = False):

self.x, self.y = x_set, y_set

self .batch_size = batch_size

self.shape = tuple(shape)

self .pad = pad

self.ops = ops

self . grayscale = grayscale

def __len__(self):
return int(np.ceil(len(self.x) / float(self.batch_size)))

def __getitem__(self, idx):
batch_x = self.x[idx % self.batch_size:(idx + 1) * self.batch_size]
batch_y = self.y[idx % self.batch_size:(idx + 1) * self.batch_size]

image_list = [cv2.resize(cv2.imread(f, cv2.IMREAD.COLOR), (224, 224))
for f in batch_x if f is not None]
image_tensor = np.array(image_list).astype(np.float32)

for op in self.ops:
image_tensor = op(image-tensor)
return image_tensor.astype(np.float32), np.array(batch.y)

class AugmentedBatchGenerator(Sequence):
*Batch_generator_.class._.with_data_augmentation’
def __init_._(self, x_set, y.set, batch_size: int, shape: tuple, pad: bool = False,

ops: list = [lambda a: a], vflip: bool = True, hflip: bool = True,
rotation_range: int = 360, grayscale=False, flip_probability: fleat = 0.5,
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1, y-translation_range: int =

1):

0.0, 1.1)

X-translation_range
y-translation_range

return int(np.ceil(len(self.x) / float(self.batch_size)))

x-translation_range: int =

self.x, self.y = x_set, y._set
self .batch_size = batch_size
self .shape = tuple(shape)
self.pad = pad
self .ops = ops
self.grayscale = grayscale
self . flip-prob = clamp(flip-probability ,
self . rotation_range = rotation_range
self . vflip = vflip
self . hflip = hflip
self.x_translation_range =
self .y_translation_range =
self .i =0

def __len__(self):

def __getitem__(self, idx):

batch_x
batch_y

= self.x[idx =

= self.y[idx =

if self.pad:
image_list

else:
image_list = [loadImage (
f, grayscale=self.grayscale ,
for f in batch_x if
auglist = []

for img in image_list:
# augment

vflip = (random.uniform (0,
self . flip_prob) if
hflip = (random.uniform (0,
self . flip_prob) if

rotation_angle

y-trans
X-trans

random. randint (1,
random. randint (1,

M = np.float32 ([[1, O,
a augment (img, vflip ,

self.batch_size:(idx + 1) =*
self.batch_size:(idx +

[ getPadded (loadImage (f,
self.shape[:2])) for f in batch_x

random. randrange (0,

y-trans],
hflip ,

self.batch_size]

1) = self.batch_size]

grayscale=self . grayscale), max(
if f is not None]

target_size=self.shape[:2])

f is not None]

D>
self .
>

self .

vflip else False

hflip else False

self . rotation_range)
self . y_translation_range)
self.x_translation_range)

[0, 1,
rotation_angle ,

X-trans ]])
M)

auglist.append(a)

image_tensor = np.array (auglist).astype(np.float32)

for op in self.ops:
image_tensor = op(image-tensor)
return image_tensor.astype(np.float32), np.array(batch_.y)

A.0.3. Optimizadores

import configparser
default_opt.cfg = ’optimizers.cfg’

def writeDefaultConfig ():
*Write_default_values_to_optimizer_configuration_file’

cfg = configparser.ConfigParser ()
cfg[’sgd’] = {’Ir’: ’0.01°, 'momentum’: 0.0,
decay’: 0.0, ’nesterov’ *False '}
cfg[’rmsprop’] = {’Ir’: *0.001", "rho’: 0.9,
>epsilon’: 'None’, ’decay’: ’0.0°}
cfg[’adagrad’] = {"Ir’: *0.01°, ’epsilon’: ’None’, ’decay’: '0.0°}
cfg[’adadelta’] = {"1r°: *1.0°, ’rho’: °0.95",
*epsilon’: 'None’, ’decay’: '0.0°}
cfg[’adam’] = {’1r’: >0.001°, ’“beta_1’: °0.9°, *beta-2’: ’0.999°,
*epsilon’: 'None’, ’decay’: *0.0’, ’amsgrad’: ’False’}
cfg[’adamax’] = { 1r’: 0.002°, ’beta_l’: *0.9°,
‘beta_2’: ’0.999°, ‘epsilon’: 'None’, ’decay’: 0’}
cfg[’nadam’] = { Ir’: °0.002°, ’beta_1’: 0.9°,
‘beta_2’: ’0.999°, “epsilon’: ’None’, ’schedule_decay’: ’0.004°}

with open(default_opt.cfg, ’w’) as f:

cfg. write (f)

def parseParam(target_optimizer: str, param: str, opt_cfg: configparser.ConfigParser):

*Parse_and_return._.parameter_value’
a = opt_cfg[target_optimizer ][ param].upper ()
if a 'NONE” :

return None
if a == 'FALSE':

return False
if a == 'TRUE’:

return True
return float(a)

def getOptimizer(opt: str):

*Returns._a_Keras_optimizer_object’
import os
from keras import optimizers

as k_opt

if not os.path.isfile(default_opt_cfg):
writeDefaultConfig ()

opt_cfg configparser.ConfigParser ()

opt_cfg.read(default_opt_cfg)

if opt == ’sgd’:

return k_opt.SGD(lr=parseParam(opt, ’Ir’, opt-cfg), momentum=parseParam (opt, ’momentum’, opt_cfg),
decay=parseParam (opt, ’decay’, opt_cfg), nesterov=parseParam(opt, ’nesterov’, opt_cfg))
if opt == ’rmsprop’:
return k_opt.RMSprop(lr=parseParam(opt, "Ir’, opt_cfg), rho=parseParam(opt, ’rho’, opt_cfg),
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epsilon=parseParam (opt, ’epsilon’, opt_cfg), decay=parseParam(opt, ’decay’, opt-cfg))
if opt == ’adagrad’:
return k_opt.Adagrad(lr=parseParam(opt, ’Ir’, opt.cfg), epsilon=parseParam(opt, ’epsilon’,
opt_cfg), decay=parseParam(opt, ’decay’, opt_cfg))
if opt == ’adadelta’:
return k_opt.Adadelta(lr=parseParam(opt, ’Ir’, opt.cfg), rho=parseParam(opt, ’'rho’, opt.cfg),
epsilon=parseParam (opt, ’epsilon’, opt_cfg), decay=parseParam (opt, ’decay’, opt_cfg))
if opt == ’adam’:
return k_opt.Adam(lr=parseParam(opt, ’Ir’, opt.cfg), beta_l=parseParam(opt, ’'beta_l’, opt.cfg),
beta_2=parseParam (opt, ’'beta_.2’, opt_cfg), epsilon=parseParam(opt, ‘epsilon’, opt.cfg),
decay=parseParam (opt, ’'decay’, opt-cfg), amsgrad=parseParam(opt, ’amsgrad’, opt.cfg))
if opt == ’adamax’:
return k_opt.Adamax(lr=parseParam(opt, ’Ir’, opt.cfg), beta_l=parseParam(opt, ’beta_l’, opt_cfg),
beta.2=parseParam (opt, ’beta.2’, opt_cfg), epsilon=parseParam(opt, ’epsilon’, opt.cfg),
decay=parseParam (opt, ’decay’, opt_cfg))
if opt == ’nadam’:
return k_opt.Nadam(Ilr=parseParam (opt, ’Ir’, opt.cfg), beta_l=parseParam(opt, ’beta_l’, opt.cfg),
beta_2=parseParam (opt, ’beta.2’, opt_cfg), epsilon=parseParam(opt, ’epsilon’, opt.cfg),
schedule_decay=parseParam (opt, ’schedule.decay’, opt_cfg))
raise ValueError(’ Unrecognized_optimizer.({})’.format(opt))

A.0.4. Sumarizador de modelos

from keras.models import Model

def extended_summary (model: Model):
cfg = model. get_config ()
fields = (’#’, 'Name’, 'Type’, ’Activation’, ’Trainable’, ’Filters’,
*Kernel_size’, ’Strides’, ’Padding’, ’Pool.Size’, ’Units’)
print (" %-10s %—30s %—30s %—20s %—15s %—15s %—15s %—15s %—15s %—15s %—15s° % fields)
i=

for 1 in cfg[’layers’]:

values = (i, 1[’name’], 1[’class_.name’],

1[’config’ ][ "activation’] if “activation’ in 1[ ’config’] else -7,
1[ config’ ][ "trainable’] if ’trainable’ in 1[ config’'] else '-’
I["config’ ][ filters ] if ’filters’” in 1[’config’] else ’'-’,
1[’config’ ][ kernel_size’] if 'kernel.size’ in 1[’config’] else -,
1[’config’ ][ *strides’] if ’strides’ in I[’config’] else ’-’
1[’config’ ][ padding’] if ’padding’ in I[’config’] else '-’
1[’config’][ pool_size’] if ’pool_size’ in 1[ config’] else -7,
1[’config’ ][ "units’] if ’units’ in 1[’config’] else -’

)

print (° %-10i %-30s %-30s %—20s %—15s %—15s %—15s %—15s %—15s %—15s %—15s* % values)
i+=1
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Anexo B

Entrenamiento de modelos
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VGG16
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Figura B.1: Desempefio de VGG16 durante el entrenamiento general, primera ronda.
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Figura B.2: Desempefio de VGG19 durante el entrenamiento general, primera ronda.
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Inception v3
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Figura B.3: Desempefio de Inception v3 durante el entrenamiento general, primera ronda.
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Figura B.4: Desempeifio de ResNet50 durante el entrenamiento general, primera ronda.
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InceptionResNet
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Figura B.5: Desempeiio de InceptionResNet durante el entrenamiento general, primera ron-
da.
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Figura B.6: Desempeiio de Xception durante el entrenamiento general, primera ronda.
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DenseNet121
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Figura B.7: Desempefio de DenseNet121 durante el entrenamiento general, primera ronda.
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Figura B.8: Desempefio de DenseNet169 durante el entrenamiento general, primera ronda.
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DenseNet201
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Figura B.9: Desempefio de DenseNet201 durante el entrenamiento general, primera ronda.
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Figura B.10: Desempefio de MobileNetv2 durante el entrenamiento general, primera ronda.
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VGG16
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Figura B.11: Desempeifio de VGG16 durante el entrenamiento general, segunda ronda.
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Figura B.12: Desempeifio de VGG19 durante el entrenamiento general, segunda ronda.
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DenseNet121
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Figura B.13: Desempefio de DenseNet121 durante el entrenamiento general, segunda ron-
da.
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Figura B.14: Desempefio de MobileNet v2 durante el entrenamiento general, segunda ron-
da.
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DenseNet201
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Figura B.15: Desempefio de DenseNet201 durante el entrenamiento general, segunda ron-
da.
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Figura B.16: Desempefio de DenseNet169 durante el entrenamiento general, segunda ron-
da.
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ResNet50
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Figura B.17: Desempeno de ResNet50 durante el entrenamiento general, segunda ronda.
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Figura B.18: Desempeiio de Xception durante el entrenamiento general, segunda ronda.
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InceptionResNet
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Figura B.19: Desempeiio de InceptionResNet durante el entrenamiento general, segunda
ronda.
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Figura B.20: Desempeiio de Inception v3 durante el entrenamiento general, segunda ronda.
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VGG16
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Figura B.21: Desempefio de VGG16 durante el entrenamiento general, tercera ronda.

VGG19

Precision

1.0+

0.8 1

0.6 1

0.4 1

-2 £ R AISAANIAN
029 Entrenamiento

—— Prueba

0.0 = T T T T T T T
] 20 40 60 80 100 120 140

Error

—— Entrenamiento
—— Prueba

0 T — u T T T T T
0 20 40 60 80 100 120 140

Figura B.22: Desempefio de VGG19 durante el entrenamiento general, tercera ronda.
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DenseNet121
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Figura B.23: Desempefio de DenseNet121 durante el entrenamiento general, tercera ronda.
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Figura B.24: Desempefio de MobileNet v2 durante el entrenamiento general, tercera ronda.
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Figura B.25: Desempefio de DenseNet201 durante el entrenamiento general, tercera ronda.
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Figura B.26: Desempefio de DenseNet169 durante el entrenamiento general, tercera ronda.
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ResNet50
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Figura B.27: Desempefio de ResNet50 durante el entrenamiento general, tercera ronda.
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Figura B.28: Desempefio de Xception durante el entrenamiento general, tercera ronda.
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InceptionResNet
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Figura B.29: Desempefio de InceptionResNet durante el entrenamiento general, tercera
ronda.
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Figura B.30: Desempefio de Inception v3 durante el entrenamiento general, qtercera ronda.
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VGG16
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Figura B.31: Desempefio de VGG16 durante el entrenamiento general, cuarta ronda.
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Figura B.32: Desempefio de VGG19 durante el entrenamiento general, cuarta ronda.
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Figura B.33: Desempeino de DenseNet121 durante el entrenamiento general, cuarta ronda.
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Figura B.34: Desempefio de MobileNet v2 durante el entrenamiento general, cuarta ronda.
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Figura B.35: Desempeino de DenseNet201 durante el entrenamiento general, cuarta ronda.
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Figura B.36: Desempefio de DenseNet169 durante el entrenamiento general, cuarta ronda.
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ResNet50
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Figura B.37: Desempeiio de ResNet50 durante el entrenamiento general, cuarta ronda.
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Figura B.38: Desempeifio de Xception durante el entrenamiento general, cuarta ronda.
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Figura B.39: Desempeiio de InceptionResNet durante el entrenamiento general, cuarta ron-
da.
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Figura B.40: Desempeiio de Inception v3 durante el entrenamiento general, cuarta ronda.
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VGG19
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Figura B.41: Desempefio de VGG19 durante el entrenamiento por érgano, primera ronda,
flores.
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Figura B.42: Desempefio de DenseNet201 durante el entrenamiento por érgano, primera
ronda, flores.
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Figura B.43: Desempeiio de ResNet50 durante el entrenamiento por érgano, primera ronda,
flores.
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Figura B.44: Desempefio de Inception v3 durante el entrenamiento por érgano, primera
ronda, flores.
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MobileNet v2
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Figura B.45: Desempeiio de MobileNet v2 durante el entrenamiento por 6rgano, primera
ronda, flores.
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Figura B.46: Desempeiio de DenseNet169 durante el entrenamiento por érgano, primera
ronda, flores.
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DenseNetl21
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Figura B.47: Desempefio de DenseNetl121 durante el entrenamiento por érgano, primera
ronda, flores.
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Figura B.48: Desempeiio de InceptionResNet durante el entrenamiento por 6rgano, primera
ronda, flores.
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Xception
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Figura B.49: Desempefio de Xception durante el entrenamiento por 6rgano, primera ronda,
flores.

105



VGG16
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Figura B.50: Desempefio de VGG16 durante el entrenamiento por érgano, primera ronda,
flores.

DenseNet121

Precision

1.0 A
0.8 4
0.6 1
0.4 4

Ry Entrenamiento

—— Prueba
0.0 T T T T T T
50 100 150 200 250 300

Error

2 4+ — Entrenamiento
—— Prueba

] T T T T T T T
50 100 150 200 250 300

Figura B.51: Desempefio de DenseNet121 durante el entrenamiento por érgano, primera
ronda, frutos.
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Xception
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Figura B.52: Desempefio de Xception durante el entrenamiento por érgano, primera ronda,
frutos.
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Figura B.53: Desempeiio de DenseNet169 durante el entrenamiento por érgano, primera
ronda, frutos.
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DenseNet201
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Figura B.54: Desempefio de DenseNet201 durante el entrenamiento por organo, primera
ronda, frutos.
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MobileNet v2
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Figura B.55: Desempeifio de MobileNet v2 durante el entrenamiento por 6rgano, primera
ronda, frutos.
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Figura B.56: Desempefio de VGG16 durante el entrenamiento por érgano, primera ronda,
frutos.
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InceptionResNet
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Figura B.57: Desempeiio de InceptionResNet durante el entrenamiento por érgano, primera
ronda, frutos.
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Figura B.58: Desempefio de VGG19 durante el entrenamiento por érgano, primera ronda,
frutos.
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Inception v3
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Figura B.59: Desempefio de Inception v3 durante el entrenamiento por érgano, primera
ronda, frutos.
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Figura B.60: Desempeiio de ResNet50 durante el entrenamiento por érgano, primera ronda,
frutos.
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DenseNet169
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Figura B.61: Desempefio de DenseNet169 durante el entrenamiento por organo, primera
ronda, hojas.
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Figura B.62: Desempeiio de InceptionResNet durante el entrenamiento por érgano, primera
ronda, hojas.
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Inception v3
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Figura B.63: Desempefio de Inception v3 durante el entrenamiento por 6rgano, primera
ronda, hojas.
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Figura B.64: Desempefio de VGG19 durante el entrenamiento por érgano, primera ronda,
hojas.
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DenseNet201
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Figura B.65: Desempefio de DenseNet201 durante el entrenamiento por érgano, primera
ronda, hojas.
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Figura B.66: Desempeiio de MobileNet v2 durante el entrenamiento por 6rgano, primera
ronda, hojas.
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DenseNet121
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Figura B.67: Desempefio de DenseNet121 durante el entrenamiento por érgano, primera
ronda, hojas.

ResNet50
Precision
1.04
0.8
0.6 7
0.4+
R g Entrenamiento MAAA A A e M e A e e e
—— Prueba
0.0 T T T T T T T
o 50 100 150 200 250 300
Error
84
6
4
24
—— Entrenamiento
—— Prueba
o T T T T T T T
[} 50 100 150 200 250 300

Figura B.68: Desempeiio de ResNet50 durante el entrenamiento por érgano, primera ronda,
hojas.
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Xception
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Figura B.69: Desempefio de Xception durante el entrenamiento por 6rgano, primera ronda,
hojas.
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Figura B.70: Desempefio de VGG16 durante el entrenamiento por érgano, primera ronda,
hojas.
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Figura B.71: Desempefio de Xception durante el entrenamiento por érgano, primera ronda,
tallos.

MobileNet v2

Precision

10+

0.8 1
0.6 7
0.4 1

Ry g Entrenamiento

—— Prueba
0.0 T T T T T T T
o 50 100 150 200 250 300

Error

24— Entrenamiento
—— Prueba

] 50 100 150 200 250 300

Figura B.72: Desempeifio de MobileNet v2 durante el entrenamiento por 6rgano, primera
ronda, tallos.
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Figura B.73: Desempefio de DenseNet201 durante el entrenamiento por érgano, primera

ronda, tallos.

Figura B.74: Desempefio de VGG16 durante el entrenamiento por érgano, primera ronda,

tallos.
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DenseNet169
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Figura B.75: Desempefio de DenseNet169 durante el entrenamiento por érgano, primera
ronda, tallos.
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Figura B.76: Desempefio de Inception v3 durante el entrenamiento por érgano, primera
ronda, tallos.
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InceptionResNet
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Figura B.77: Desempeiio de InceptionResNet durante el entrenamiento por drgano, primera
ronda, tallos.
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Figura B.78: Desempeiio de ResNet50 durante el entrenamiento por érgano, primera ronda,
tallos.
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DenseNetl21
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Figura B.79: Desempefio de DenseNet121 durante el entrenamiento por organo, primera
ronda, tallos.
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Figura B.80: Desempefio de VGG19 durante el entrenamiento por érgano, primera ronda,
tallos.
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Anexo C

Desempenos por clase, entrenamientos
generales

En la Tabla [C.1] se presenta el desempefio Top-1 de los modelos para cada clase indi-
vidual. Los ndmeros en las filas corresponden a una clase particular del conjunto de datos,
mientras que las cifras en cada columna de dichas filas corresponden a la precision alcan-
zada por cada modelo en esa clase particular. Para facilitar la visualizacion de estas tablas,
las casillas se colorean de rojo a medida que la precision de los modelos bajan — es decir, a
menor precision el rojo se vuelve més intenso, mientras que este se debilita para precisio-

nes mds altas. La P al final denota el promedio del modelo para todas las clases, es decir, la

precision general del modelo.
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Tabla C.1: Desempeiio Top-1 por clase, primera ronda. Los nombres de los modelos han si-
do abreviados en los encabezados de la tabla de la forma siguiente: VG16 = VGG16, VG19
= VGG19, XC = XCEPTION, MB2 = MOBILENETV2, RN50 = RESNET50, INRN =
INCEPTIONRESNET, IN3 = INCEPTIONV3, D121 = DENSENET121, D169 = DENSE-
NET169, D201 = DENSENET201
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En la Tabla[C.2]se presenta el desempeifio Top-1 de los modelos para cada clase indivi-

dual. Esta tabla se adhiere al formato descrito para la Tabla|C.1]

CLS
| 001
| 002
1 003
| 004
| 005
| 006
007
008
1 009
1010
011
012
013
014
015
016
017
018
019
020
021

022

D169

0.57

0.71

VG16

XC

0.57

0.86

0.71

0.57

0.57
0.57

0.57

0.57

1.00

0.86

INRN | RN50 | D121

0.57

0.86

0.57

0.57

0.86

0.86

0.71

0.86

023
024
025
026
027
028
029
1 030
| 031
| 032

0.86

0.71

0.57

1.00

0.71

0.71

0.86

0.71

0.57

0.86

0.57

0.57
1.00

1.00

0.57

0.57
0.57
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MB2
0.57
0.57

0.71
0.71

0.71
0.86

0.86
0.71
0.86

D201

0.57

0.71

0.57

0.57

0.57

0.71

0.86

IN3

0.57

0.86

0.57

0.71

VGI9
0.57

0.71
0.57
0.86

0.57
0.57

0.57

0.57

0.71

0.57




033
034
035

036
037
038

039
040
041

042
043
044

045
046

047

049
050
051

052
053
054

055
056
057

058
1059
1 060
| 061
| 062
| 063

064
065

066
067
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068
069
070
071
072
073
074
075
076
077
078
079
080
081
082
083
084

| 085

| 086
087
088
089
090
091
092
093
094
095
096
097
098
099
100
101
102
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103
104
| 105
106
107
108
109
110
111
112

Tabla C.2: Desempeiio Top-1 por clase, segunda ronda. Los nombres de los modelos han si-
do abreviados en los encabezados de la tabla de la forma siguiente: VG16 = VGG16, VG19
= VGG19, XC = XCEPTION, MB2 = MOBILENETV2, RN50 = RESNET50, INRN =
INCEPTIONRESNET, IN3 = INCEPTIONV3, D121 = DENSENET121, D169 = DENSE-
NET169, D201 = DENSENET201

En la Tabla [C.3]se presenta el desempeiio Top-1 de los modelos para cada clase indivi-

dual. Esta tabla se adhiere al formato descrito para la Tabla|C.1]

1 008 . . . . 057 | 1.00
| 009 062 | 0.62
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050
051

o \ \ \ 057 [043 ]
o \ \ \ \ \
054 | 0.57 | | |
053 \ \ \ 071 o
056 \ ot | \
o5t 057 043 | 071 \
\ \ \ \
o \ \ \
o6l \ \ \ \
| 062 1.00 | . |
o \ \ \ \ \
E \ \ \ \ \
o6 \ \ \ \ \
057 [0 | \ \ \
IG \ \ \ \
o6t \ \ \ \ \
\ \ \
070 0.71 | 1.00 1.00 | 086 | 0.71 0.71 | 0.86
071
| 073 | 0.57 1057 | 057 0.57
074 0.86 | 1.00 | 1.00 100 | 086 | 086 |071 |086
075 0.71 | 0.57 071 057 |071 |071 |0.57
076
077 0.71 0.71
078 | 0.57 0.57 0.57
o \ \ \ \
o \ \ \ \ \
o1 \ \ \ \ \
o \ \ \ \ \
\ =
o \ \ \

131



085
086
087
088
089
090
091
092
093
094
095
096
097
098
099
100
101
102 0.71

103 0.5

105 071 | 1.00 |086 |0.86

l

106
107 071 | 071 |0.57 1.00
108 1.00 | 1.00 | 0.86 1.00
109
110
111
112

Tabla C.3: Desempeiio Top-1 por clase, tercera ronda. Los nombres de los modelos han sido
abreviados en los encabezados de la tabla de la forma siguiente: VG16 = VGG16, VG19
= VGG19, XC = XCEPTION, MB2 = MOBILENETV2, RN50 = RESNET50, INRN =
INCEPTIONRESNET, IN3 = INCEPTIONV3, D121 = DENSENET121, D169 = DENSE-
NET169, D201 = DENSENET201
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En la Tabla[C.4]se presenta el desempeifio Top-1 de los modelos para cada clase indivi-

dual. Esta tabla se adhiere al formato descrito para la Tabla|C.1]

CLS | IN3 D201 | VG19 | INRN | XC VG16 | D121 | RN50 | D169 | MB2
001

005 0.71
007

008 0.57 0.86

009

010

011 0.86 0.57 0.57 0.71
012 0.71 0.71 0.57

013

017
018 . . 057 |
019 : 0.86 |
020
021
022 . 0.57
023
025
026 0.71
027
028

030 0.71 0.57
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033
| 034
| 035
| 036
| 037
| 038
1 039
1 040
041
| 042
| 043
| 044
| 045
| 046
| 047
| 048
049
1 050
| 051
| 052
| 053

054
| 055
| 056
| 057
058
1059
1 060
| 061
| 062
| 063
| 064
| 065
| 066

067

0.57

0.57

0.57

0.71

0.57

0.57

0.71

0.57

0.71
0.57
0.57
0.71
1.00
0.57 | 0.71
0.86 | 0.86
0.57
0.71 0.57
0.57 | 0.57
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0.57
0.57
0.86
0.57
0.57
0.57
0.57
0.57

0.71

0.57

0.86
0.71

0.57

0.71
0.71

0.57

0.57

0.71

0.57



068
069
070

071
072
073

074
075
076

077
078

079
080
081

082
083
084

085
086

087
088
089

090
091
092

093
1 094
1 095
| 096
| 097

098
099
100

101
102
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103
104 . 0.57 |0.86 |0.71 0.57 | 0.57
105 0.71 0.57 | 0.71 0.71 0.71
106

109
110
111
112

Tabla C.4: Desempeiio Top-1 por clase, cuarta ronda. Los nombres de los modelos han sido
abreviados en los encabezados de la tabla de la forma siguiente: VG16 = VGG16, VG19
= VGG19, XC = XCEPTION, MB2 = MOBILENETV2, RN50 = RESNET50, INRN =
INCEPTIONRESNET, IN3 = INCEPTIONV3, D121 = DENSENET121, D169 = DENSE-
NET169, D201 = DENSENET201
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Anexo D

Desempeiios por clase, entrenamientos
por 6rgano
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CLS | DI21 [ D169 | D201 | INRN [IN3 | MB2 | RN50 | VG16 | VG19
001 | 086 |071 |0.71 |0.86 071 | 057 |0.86
002 057 |08 |071 |08 |071 |057 |057 |086 |0.86
003 | 0.86 057 | 1.00 | 086 |086 |071 |1.00
| 004 0.71 0.86
1005 |086 |1.00 [057 |1.00 |1.00 | 1.00 071 |0.57
| 006 100|071 |057 |057 |071 |086
| 007 057 | 057 1.00 | 0.71
008 | 1.00 057 | 057 |071 |071 |1.00
| 009 0.86 0.57 | 0.86
010 | 0.71 100 | 086 |086 |071 |057 |1.00 |057
o011 0.71 0.86
012 071 | 0.86 071 |0.71 0.57
013 057 | 057 | 071 |057 | 057 |057 |086
014 |071 |086 |057 |0.71 1.00 0.71
015 |086 |086 |086 |086 |086 |1.00 1.00 | 0.57
016 057 | 057 |086 | 071 |07l 1.00
017 071 | 057 |0.71 071 | 1.00
018 | 0.57 100 |08 |08 | 100 |08 |0.86
019 057 |071 |071 |086 |086 |0.57 0.71
| 020 0.83 |0.57
| 021 0.57 100|071 071 |08 |08 |071
022 |08 |08 |086 |1.00 |1.00 |071 |057 |0.71
023 0.71
024 0.86 1.00

XC
0.86

0.57
0.71
0.86
1.00

0.57

0.71
0.86
1.00
0.57

0.86

0.86
0.71
0.71




138

025 0.57 1.00 [0.57
026 | 057 |071 0.86 | 1.00 |0.71 0.86 0.71
027 | 071 071 |0.71 0.86 0.86

028 057 | 057 |071

029 (057 |071 057 | 1.00 071 | 086 |1.00 |057 | 1.00

1 030 057 |08 |071 |057 057 |071 |071 |0.57

| 031 0.57 1.00 | 1.00 0.86 1.00

032 0.57 071 | 057 | 0.86 0.57

| 033 0.86 071 | 071 |071 |071 |0.86 0.71

| 034 0.86

| 035 057 | 1.00 |1.00
036 | 057 |0.57 086 | 057 |0.71 0.86 0.86
037 |08 |086 |08 |08 |057 |057 |071 |0.386 0.86

| 038 1.00

1039 071 | 057 057 | 071 |0.86 071 |0.71

| 040 071 |0.57 0.86 | 0.86

041 057 |071 |071 |1.00 |086 [057 |071 |0.86 1.00

042 0.71 1.00 0.57

| 043 0.67 0.83 |0.57

| 044 071 | 1.00 [0.57

| 045 0.71 1.00 | 086 057 |071 | 1.00 0.71
046 | 0.57 0.57 057 | 086 |071 |0.71
047 071 |0.86 1.00 057 | 0.86 071 | 057 |071

| 048 0.57 0.86 | 0.71 0.71

1049 | 0.86 086 |0.86 |0.57 071 | 0.86 0.71

| 050 0.71 0.86 086 | 086 |1.00 |0.86 | 1.00

051 086 |057 |071 |057 | 057 |071 071 | 1.00 |0.71

| 052 086 | 071 |057 |057 |1.00 |057 |0.71
053 | 0.57 0.86 086 | 086 |057 | 086
054 | 071 |086 |08 |1.00 057 |08 |071 |100 |071 | 086
055 071 | 071 | 086 |0.86 0.57 | 1.00 1.00

| 056 0.57 057 | 0.71 0.86 0.57
0s7 1057 |071 |071 |08 |08 |071 |057 |0.86 1.00
058 |1.00 |1.00 |086 |100 |1.00 |1.00 0.86 1.00

| 059 057 | 057 |0.71 071 | 1.00 0.57




Tabla D.1: Desempefio Top-1 por clase, primera ronda por 6rgano, flores.
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CLS | MB2 | INRN | VG19 | IN3 D201 | XC D121 | D169 | VG16 | RN50

001 0.71 0.86 1.00 1.00 | 0.57 1.00 0.86 | 0.71 0.57

002 0.71 0.86 1.00 | 0.71 0.86 0.71 0.86 | 0.71 0.57

003 0.57 | 0.86 1.00 0.71 0.86 |0.86 | 0.71 0.86 | 0.71

004 0.86 | 086 |0.71 0.71 0.71 0.86 [0.57 | 0.86 1.00 | 0.57

005 1.00 1.00 1.00 1.00 | 0.86 | 0.71 0.57 | 0.71 1.00

006 1.00 | 086 |0.71 0.86 | 086 |08 |0.71 0.57 1.00 | 0.86

007 086 |08 |08 |0.57 | 0.86 H 0.71 0.71 1.00

p 082 |08 |09 073 078 |069 |063 |0.76 |090 |0.55
Tabla D.2: Desempefio Top-1 por clase, primera ronda por 6rgano, frutos.

CLS | D169 | IN3 INRN | MB2 | D201 | VG16 | VG19 | RN50 | D121 | XC

001 0.57 0.71 0.71

002 0.86 1.00 0.71

003 0.71 1.00

004 0.57 | 0.71 0.71 0.71 1.00 | 0.86 1.00

005 0.86 0.71

006 0.86 | 057 |057 |0.71 0.71 0.71 0.86 0.71

007 0.57 | 057 |0.57 0.86 |0.86 |0.71 0.71

008 0.86 | 0.86 1.00 1.00 0.71

009 0.67 0.67 0.83 | 0.67

010 0.86 | 0.57 0.57

011 0.71 0.57 1.00 1.00 0.57

012 1.00 | 0.86 0.71

013 0.57 0.86 | 0.71

014 0.86 0.86 1.00 0.57 | 0.57

015 0.71 0.86 0.57

016 0.57 | 0.86 0.86 0.57



017

018

019

020

021

022

023

024 . 0.71
025 .
027 0.71

028 0.71 0.71
030 1.00 | 0.86

031 0.71 1.00 | 1.00

032 0.71

033 0.86 | 0.86

034 0.86 0.86 | 0.71

035 0.86 | 0.71

036 0.86 | 0.71

037 0.86 1.00 | 1.00

038 086 | 0.71

P 0.82 | 0.81

Tabla D.3: Desempefio Top-1 por clase, primera ronda por 6rgano, hojas.

CLS | D201 | D121 | D169 | INRN | VG16 | MB2 | VGI9 | IN3 RN50 | XC

001 0.71 0.86 | 0.71 0.86 | 0.86 1.00 | 086 |08 |08 |0.71

002 0.71 0.86 | 0.71 1.00 | 0.86 1.00 1.00 | 0.71 1.00 1.00

003 0.86 | 0.71 0.86 1.00 1.00 | 0.86 1.00 | 086 | 086 | 0.86

004 0.86 | 0.86 1.00 1.00 1.00 1086 |0.86 | 0.86 1.00 1.00

005 0.75 1.00 | 0.88 1.00 1.00 1.00 1.00 | 0.88 0.88 1.00

P 0.78 0.86 0.83 0.97 094 094 |094 | 0.83 092 |0.92

Tabla D.4: Desempeiio Top-1 por clase, primera ronda por 6rgano, tallos.
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