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CApPiTULO 1
INTRODUCCION

En las dltimas décadas se ha observado un crecimiento significativo en el desarrollo
de métodos eficientes para el procesamiento y analisis de senales de electrocardiogra-
mas (ECG) digitales, ya que la informacién que ofrecen sobre la condicién médica del
corazon ayuda a la prevencion o deteccién de condiciones cardiacas [52]. Una sefial de
ECG se obtiene mediante la colocacién de electrodos en el pecho, brazos y piernas,
generando asi diversas derivaciones. Una derivacién es el registro de la diferencia de
potenciales eléctricos entre dos puntos, ya sea entre dos electrodos o entre un punto
virtual y un electrodo [70]. Cabe aclarar que a lo largo de este trabajo, nos referimos
como senal de ECG digital a cada derivacién de manera independiente.

La disponibilidad de bases de datos de senales es de gran importancia tanto para
el desarrollo como para la evaluacién de algoritmos del procesamiento de senales [56].
Algunas de estas bases de datos pueden encontrarse en la web gracias a repositorios
como Physionet, que es un portal en linea creado para la concentracion e intercambio
de senales biomédicas en un banco de datos denominado PhysioBank [21, 42, 43]. En
Physionet se pueden encontrar diversas bases de datos con diversos tipos de senales
biomédicas, entre ellas, senales de ECG digitales. Sin embargo, estas senales se en-
cuentran en un formato no estructurado y no estandarizado, por lo que requieren un
tratamiento especial y una conversion para que sea posible su utilizacién en casos
especificos.

La administracién y estandarizacion de datos se facilita gracias al uso de Sistemas
Gestores de Bases de Datos (SGBD). Un SGBD se define como un software especia-
lizado en la creacién, administracion y consulta de grandes colecciones de datos de

manera eficiente [19, 53]. Cuando se habla de utilizar un SGBD para el almacena-



miento de senales de ECG digitales, debe establecerse un modelo de almacenamiento
abstracto que se encuentre propiamente estructurado y que permita la creacion de
herramientas para su posterior consulta.

Dentro del campo del procesamiento de senales de ECG digitales, la busqueda
por semejanza ha sido un foco de atencién por parte de la comunidad médica, con el
fin de buscar y encontrar patrones que puedan representar un potencial peligro en la
salud cardiaca de los pacientes [18]. De manera concreta, la bisqueda por semejanza
sobre senales de ECG digitales se encarga de buscar patrones definidos dentro de
estas, asi como la posiciéon dentro de la senal donde el patron fue encontrado. Es por
ello que, guiados por la hipdtesis de que es posible implementar operadores basicos
que conformen los algoritmos para realizar biisqueda por semejanza sobre senales de
ECG digitales como funciones propias de un SGBD, se proponen dos modelos de
almacenamiento que preserven la estructura de cada senal de ECG. En este trabajo
de tesis, nos referimos a estructura como las caracteristicas principales de una senal de
ECG digital. Dichas caracteristicas son: a) Cada senal de ECG digital cuenta con un
identificador tinico, b) Los valores dentro de cada senal de ECG digital se encuentran
representados por un tipo de dato nativo del SGBD, ¢) Los valores dentro de cada
senal de ECG cuentan con un indice que permite asignarles un orden secuencial. Con
ello, se busca que los datos almacenados puedan ser replicables, comprensibles y a su
vez, accedidos y representados por las herramientas y tipos de datos nativos proveidos
por el SGBD. Junto a los modelos de almacenamiento, también se proponen distintas
maneras de consultar la informacion con el fin de encontrar aquella combinacion que

nos ofrezca el mejor rendimiento en términos de eficiencia.



1.1. Definicion Formal del Problema

Una serie de tiempo, puede representarse formalmente como una secuencia de va-
lores reales [13]. Una secuencia s puede ser descrita formalmente como s = (s[0], s[1],
...,8[n — 1]), donde s[x] hace referencia al valor de s en la posicién z y s[z] € R.
Una subsecuencia propia de s se describe formalmente como s’ = s[i : j] tal que
0<i<n—-1,0<j7<n-—1,i <j. Con base en lo anterior, podemos formalizar el
problema atacado en este trabajo de la siguiente manera.

Sea S un conjunto con M senales de ECG digitales, cada una de las senales s; puede
ser tratada como una secuencia de valores, representada como s; = (s;[0], s;[1], ..., s;[n;—
1]) tal que s;[z] € R, s; € S. Sea O un conjunto de operadores utilizados dentro del
campo de bisqueda por semejanza de la forma O = {o;|1 < j < N}. Cada uno de
los operadores o; puede ser considerado una funcién que puede tomar una de cuatro
distintas formas. La primera forma f, (t1) = p1, cuyo dominio ¢; € T1: S x S, y cuya
imagen es una secuencia p; no necesariamente p; € S. La segunda forma f,s(t2) = po,
cuyo dominio ¢, € T2 : S x N y su imagen es una secuencia ps no necesariamente
pa € S. La tercera forma fy3(t3) = p3, cuyo dominio to € Tp : S X R, y su imagen es
un valor numérico ps € N. Por dltimo, la cuarta forma es fy4(t4) = p4, con dominio
ty €Ty: S xNeimagen py € R

Con base en lo anterior, dado un conjunto de senales de ECG, S, y un conjunto
de operadores O, se busca encontrar una forma de almacenar S dentro de un SGBD
que permita definir operaciones para realizar busqueda por semejanza y gestionar
los datos de manera eficiente. Se busca también implementar los operadores o; como
herramientas propias del SGBD. De tal manera que cualquier operaciéon dentro del
campo de busqueda por semejanza sobre senales de ECG digitales sea representada
por una funcién global f,(t) = oy (0y_1(y_s(...(0 (¢, "), 7")...),r"),7"), tal que ' €
SUNURU({}, el dominiode f, =t €T : S x SU{} x RU{} x NU{}, y su imagen

se encuentre conformada por la composicion de las imagenes de los N operadores



necesarios por la aplicacién de la funcién sobre ¢ y el parametro acumulado 7’ [65].

1.2. Motivacion

El electrocardiograma (ECG) es quizd la fuente de informacién biomédica mads
estudiada en el campo de la medicina, siendo un foco de atencion desde hace ya mas de
50 afios [51]. Una senal de ECG digital puede tener distintas derivaciones [18, 55, 56].
El ECG refleja la actividad eléctrica del corazon y se caracteriza por ciclos cardiacos.
Cada ciclo cardiaco en una senal de ECG consiste en un conjunto de ondas secuenciales
identificadas como P-QRS-T. En la Figura 1.1 se ilustra la representacién grafica de
un ciclo cardiaco con las ondas P-QRS-T, adaptado de [70]. La naturaleza misma del
ECG puede evidenciar la presencia de anormalidades cardiacas, que pueden llegar a
aparecer de manera aleatoria sobre una escala de tiempo [3]. Por lo tanto, el muestreo
de datos del ECG y la variabilidad en el comportamiento del corazén podria llegar a
ser analizado por largos periodos de tiempo. Por ejemplo, una senal de ECG digital con
6 derivaciones, cada una con una duracién de 24 horas y muestreada a una frecuencia
de 400Hz, pudiera requerir hasta 1,384 MB (Megabytes) de almacenamiento si se
utiliza un tipo de dato numérico de doble precision (8 bytes) para cada uno de los
valores dentro de las derivaciones. Por esta razon, el volumen de los datos a manejar
puede llegar a ser en la mayoria de los casos, muy alto. Como consecuencia, el estudio
de estos volimenes de datos puede resultar tedioso y consumidor de tiempo para un
analista humano.

Si bien en los tiempos actuales el problema de la gran acumulacién de senales de
ECG digitales en bases de datos puede considerarse resuelto gracias al constante cre-
cimiento en las capacidades de almacenamiento en sistemas computacionales actuales,
debemos prestar especial atencion en qué hacer con ellos una vez almacenados. Dada
esta situacion, el acceso eficiente a los datos, asi como el desarrollo de herramien-

tas para la extraccion de informacion oportuna que permita la toma de decisiones
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Figura 1.1: Representacién de un Ciclo Cardiaco con las Ondas P-QRS-T.

son requeridos para proveer evidencia objetiva y apoyo fidedigno sobre las decisiones
tomadas por médicos, investigadores, estudiantes de medicina y/o pacientes [13].

A pesar de la facilidad con la que pueden conseguirse actualmente los medios
necesarios para el almacenamiento masivo de senales de ECG digitales, su manejo
no se encuentra disponible y/o respaldado por los SGBD actuales. Estos sistemas
no brindan un soporte nativo para el almacenamiento de senales de ECG digitales
como tipo de dato estandar. Por consecuencia, los SGBD actuales tampoco brindan
funciones para la consulta y tratamiento de sefiales de ECG digitales [39]. El modo
comun para el tratamiento de senales de ECG digitales se basa en el uso de herra-
mientas ad-hoc, cada una con una funcion especifica. Esto se ve afectado a la hora
de exportar e importar informacién por un problema conocido como cuello de botella
(12, 39, 47, 50].

Por las razones mencionadas anteriormente, los expertos en el area de la medicina
no contemplan el uso de una herramienta tinica para el tratamiento de senales de
ECG digitales. Para que se pueda contemplar una tnica herramienta como entorno
de analisis y tratamiento, esta requiere contar con todas las capacidades y funcio-
nes requeridas durante el procesamiento. Por ello hemos propuesto agrupaciones de
operadores basicos para no implementar cada uno de los algoritmos presentes en el

tratamiento de senales de ECG digitales como una funcién ad-hoc sobre el SGBD. En



su lugar, se propone dar al SGBD la capacidad de proveer dichos algoritmos como una
serie de operadores que pueden a su vez ser reutilizados en la construccion de diversas
consultas que representan operaciones utilizadas dentro del campo del procesamiento

de senales de ECG digitales.

1.3. Principales Logros y Aportaciones del Presente Trabajo

El presente trabajo propone la implementaciéon de un conjunto de operadores
bésicos para realizar busqueda por semejanza sobre senales de electrocardiogramas
(ECG) digitales dentro de un Sistema Gestor de Bases de Datos (SGBD). Con el
uso del SGBD podemos evitar problemas de pérdida de consistencia e integridad
referencial. Los operadores desarrollados permiten estructurar el procesamiento de
las senales de ECG digitales y nos permite a su vez plantear los algoritmos de analisis
como consultas utilizando el lenguaje de consultas estandar SQL (Structured Query
Language). A la vez, dichos operadores pueden ser reutilizados en distintos algoritmos
de andlisis que forman parte del campo del procesamiento de senales de ECG digitales.

Ante la falta de propuestas de estandarizacién para el tratamiento y almacena-
miento de senales de ECG digitales dentro de una misma herramienta informatica,
este trabajo pretende aportar tal estandarizacion. La utilizacion de herramientas no
integradas durante el andlisis de senales de ECG digitales puede llevar a procesos
complejos y tiempos muertos entre exportacién e importacién de datos [48, 50]. En
este trabajo se ha logrado implementar la gestion y almacenamiento de senales de
ECG digitales asi como la realizacién de busqueda por semejanza dentro de una sola
herramienta, un SGBD. Se han podido integrar distintas operaciones que los SGBD
nos ofrecen de manera nativa pero que son necesarias dentro del campo del procesa-
miento de senales de ECG digitales.

Proponemos también el uso de dos modelos de almacenamiento l6gico de datos

para la estructuraciéon y correcta representacion de las senales de ECG digitales dentro



del SGBD. Denominamos a estos modelos como modelo de almacenamiento horizontal
y modelo de almacenamiento vertical, respectivamente. Con la implementacion de
ambos modelos de almacenamiento podemos lograr que las senales de ECG digitales
puedan ser almacenadas y consultadas utilizando el lenguaje SQL.

Para ambos modelos de almacenamiento proponemos consultas estructuradas, ex-
presadas en el lenguaje de consulta estandar SQL. Cada una de las consultas se com-
ponen por funciones nativas del SGBD y funciones definidas por el usuario (UDFs).
Las consultas propuestas utilizan también distintos medios de almacenamiento tem-
poral para su estructuracién, ofrecidas por el propio SGBD. Con estas bases, se ha
logrado realizar busqueda por semejanza sobre senales de ECG digitales dentro de
un SGBD de forma estandarizada, presentando tiempos de ejecucién muy cercanos a
los obtenidos por una aplicacién ad-hoc para realizar buisqueda por semejanza sobre

senales de ECG digitales.

1.4. Organizacién Restante del Trabajo

El resto del presente trabajo se estructura de la siguiente manera. En el Capitulo
2 se describen los trabajos encontrados en la literatura en el campo del procesamiento
de senales de ECG digitales. Para la etapa de btisqueda por semejanza sobre senales de
ECG digitales, se detallan los métodos y algoritmos propuestos. Se detalla también el
uso en la literatura de los SGBD asi como su extension mediante el uso de UDF's. Tras
la revision de los trabajos en la literatura, se identifican las areas de oportunidad que
se presentan para este trabajo de tesis, resaltando principalmente la falta de soporte
nativo para algunas funciones o tipos de datos por parte del SGDB para el tratamiento
de senales de ECG digitales y la falta de estandarizacion para su almacenamiento.

En el Capitulo 3 se describen las técnicas y algoritmos utilizados para implementar
buisqueda por semejanza dentro de un SGBD con la ayuda de UDFs. Posteriormente

se describen nuestras propuestas para el almacenamiento de senales de ECG digitales



dentro de un SGBD, denominadas almacenamiento horizontal y almacenamiento ver-
tical. También se describen los operadores identificados para implementar busqueda
por semejanza asi como la estructura general que las consultas requieren para cada
uno de los modelos de almacenamiento de los datos.

En el Capitulo 4 se describe la evaluacién experimental donde se implementaron
los operadores bésicos requeridos para realizar busqueda por semejanza sobre senales
de ECG digitales en un SGBD comercial. Primeramente se describe el conjunto de
datos de prueba utilizado para nuestra experimentacién. Posteriormente se describe
el tratamiento previo de los datos requerido para la identificacién y preservacion de
la informacién de interés, con el fin de poder lograr su almacenamiento de manera es-
tructurada. Después se detalla la implementacion de los modelos de almacenamiento
horizontal y almacenamiento vertical dentro del SGBD, asi como los requerimientos
de almacenamiento que cada uno conlleva. Por tltimo en este capitulo, se detallan las
consultas utilizadas durante nuestra etapa de experimantacién, analizando posterior-
mente los tiempos de ejecucion de cada una de ellas con el uso de distintos métodos de
manejo de informacion generada entre las subconsultas que componen a una consulta
estructurada.

Finalmente, en el Capitulo 5 se presentan las conclusiones de el presente trabajo,
asi como la formulacién de interrogantes que pueden abrir camino hacia una investi-

gacién y trabajo futuro.



CAPITULO 2
ESTADO DEL ARTE

Las senales de electrocardiogramas (ECG) digitales han sido objeto de estudio
por mas de 100 anos [18]. La primera grabacién de la actividad eléctrica del corazén
fue realizada en 1887 por el fisidlogo inglés August Waller, quien usé electrodos de
superficie colocados en la piel de un paciente mediante un electrometro capilar. A
pesar de ello, se considera como padre de la electrocardiografia a Willem Einthoven,
quien en 1902 grabd el primer ECG haciendo uso de un galvanémetro de cuerda.
Desde entonces y hasta nuestra fecha, el tratamiento de senales de ECG digitales ha
presentado un gran nimero de retos a resolver para su manejo y analisis.

Hoy en dia, una de las lineas més predominantes en el campo del tratamiento de
senales de ECG digitales es el procesamiento digital de las mismas. En esta area se
han propuesto una gran cantidad de métodos y algoritmos con el fin de; a) mejorar
la calidad de las senales de ECG digitales, b) detectar correctamente los latidos pre-
sentes en ellas, ¢) extraer las caracteristicas propias de las senales de ECG digitales
y, d) clasificarlas de manera eficiente [18, 56, 67]. A pesar de la extensa revisién de la
literatura, hasta donde tenemos conocimiento no existe trabajo alguno que explicita-
mente haga uso exclusivo de un Sistema Gestor de Bases de Datos (SGBD) para el
almacenamiento y administracién de datos de senales de ECG digitales. Esto tltimo
representa el principal foco de atencién del presente trabajo. Los trabajos encontra-
dos en la literatura hacen referencia a bases de datos de secuencias [5, 35, 58, 66],
bases de datos de series de tiempo [14, 16, 64] o simplemente bases de datos [20, 35].
A continuacién de describen a detalle el marco referencial sobre el cual se apoya el

presente trabajo.



10

2.1. Procesamiento de Senales de ECG Digitales

El procesamiento de senales de ECG digitales es el area de la ingenieria que se
centra en la manipulacién de senales de ECG con el objetivo de permitir la extraccion
de informacién de la senal por medios automatizados [59]. El procesamiento de una
senial de ECG digital necesita (en la mayoria de los casos) realizar un gran nimero de
calculos. En particular, el procesamiento de senales de ECG digitales ha contribuido
de manera significativa hacia el entendimiento del ECG y sus propiedades dinamicas,
observadas por cambios en el ritmo cardiaco y en la morfologia de sus latidos.

Cada senal de ECG digital contiene informacién obtenida a partir de la actividad
eléctrica producida por las contracciones del corazén. Un ciclo cardiaco encontrado
dentro de una senal de ECG consiste en una serie de latidos, también conocidos como
ondas PQRST. Esta serie de ondas puede ser dividida en tres ondas basicas: P, QRS,
y T, cada una de las cuales representa un fenémeno eléctrico especifico encontrado
dentro de la senal de ECG. La onda P representa la despolarizacion auricular. La
onda QRS (también conocido como complejo QRS) representa la despolarizacion
ventricular. Por su parte, la onda T representa la repolarizacién ventricular [59].
En un ciclo cardiaco normal, la onda P ocurre primero, seguida por el complejo
QRS y la onda T. Las secciones entre las ondas presentes en las senales de ECG y
los complejos se denominan segmentos. Cada senal de ECG se caracteriza por tres
segmentos denominados: segmento PR, segmento ST y segmento TP, cuya ubicacion
se da entre las ondas que componen sus respectivos nombres.

En la literatura cientifica se definen una serie de etapas inherentes al procesamiento
de senales de ECG digitales, y que se muestran en la Figura 2.1. Para cada una de
las etapas se ha propuesto una gran cantidad de algoritmos. Sin embargo, el presente
trabajo de tesis se centra en la etapa de busqueda por semejanza, marcada en la

Figura 2.1.
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ECG Preprocesamiento Deteccion de
de Senales Latidos
Extraccién de Clasificacién y/o Diagnostico
Caracteristicas Bisqueda por Semejanza

Figura 2.1: Etapas del Procesamiento de Senales de ECG Digitales

2.1.1. Etapas Previas a la Bisqueda por Semejanza en el Procesamiento

de Senales de ECG Digitales

La primera etapa del procesamiento de senales de ECG digitales es conocida como
preprocesamiento 6 en algunos casos también llamada supresién de ruido [4, 18, 55,
29]. Especial atencién debe debe ser prestado a esta etapa, debido a que necesita
ser aplicada solamente cuando la informacion de interés no se distorsione tras su
aplicacién [55]. Tipicamente, la entrada que reciben los algoritmos de esta etapa
son senales de ECG digitales en su mas puro estado, es decir, no han sido tratadas
previamente. Existen altas probabilidades (si no es que en todos los casos) de que cada
senal de ECG digital estara siempre contaminado por varios tipos de ruido [18, 55].

Los tipos de ruido mas comunes se describen a continuacién.

= Ruido por contacto de electrodos: Es interferencia transitoria provocada por la
pérdida de contacto entre los electrodos y la piel. La duracion de este tipo de
ruido suele ser de 1 segundo y la amplitud suele ser la maxima que se registra

en toda la senal.

= Ruido por movimiento: Son cambios transitorios en la onda base de la senal
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causados por impedancia entre electrodos y la piel. La amplitud de las ondas y
la duracion de este tipo de ruido suelen variar. La duraciéon promedio ronda los

400-500ms con una amplitud 5 veces mayor que lo normal.

= Ruido por contracciones musculares: Este ruido se genera por las contracciones
musculares por parte del paciente, causando variaciones a un nivel potencial
mili voltaico. La variacién en amplitud suele estar entre el 5-10% mads de lo

normal y su duraciéon ronda los 40-50ms.

= Curvatura de la onda base: Esta alteracion causa problemas en la deteccion de
latidos. La alteracion a baja frecuencia suele ser causada por la respiracién o
por movimientos del paciente. La variacién de amplitud causada es del 15 %.

Este ruido debe ser removido del ECG antes de la extracciéon de caracteristicas.

Una senal de ECG digital libre de ruido nos ofrece informacién detallada sobre
la electrofisiologia de los problemas del corazén y cambios que en él podrian ocurrir.
Para poder ofrecer un soporte en la toma de decisiones clinicas, las senales de ECG
digitales deben ser claramente comprensibles y libres de todo ruido [55, 51].

La segunda etapa en el procesamiento de senales de ECG digitales es la deteccion
del complejo QRS. La presencia de un latido y el tiempo de su ocurrencia es infor-
macion basica requerida para el resto de las etapas en el procesamiento de senales de
ECG digitales. Dado que el complejo QRS es la onda mas notable dentro de la senal
del ECG, la etapa de deteccion de latidos es sinénimo de la deteccién de complejos
QRS [59]. Un algoritmo para la deteccién de complejo QRS debe ser capaz de recono-
cer una gran variedad de morfologias QRS para que este sea aceptado clinicamente.
La mayoria de los algoritmos para la detecciéon de complejo QRS encontrados en la
literatura han sido desarrollados con un enfoque ad hoc y validaciones experimenta-
les. Para lograr detectar correctamente el complejo QRS dentro de la senal de ECG
digital es necesaria la aplicacién de un preprocesamiento. La idea de este paso previo

es resaltar el complejo QRS mientras se suprimen los ruidos presentes en la senal
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[69]. Una vez que la senal ha sido preprocesada y (opcionalmente) caracterizada, la
senal es analizada utilizando una ventana deslizante. Una ventana deslizante es una
estructura que permite analizar todas las posibles subsecuencias de longitud n’ den-
tro de una senal de tamano n. Junto con ello, se establece un conjunto de reglas de
decisién para determinar si el complejo QRS se encuentra o no en la ventana actual.
Estas reglas pueden ser tan sencillas como aplicar un umbral de amplitud, pero puede
aplicarse también una comprobacién de la forma de la onda [59].

La tercera etapa en el campo del procesamiento de senales de ECG digitales es la
extraccion de caracteristicas. En ella existe un interés interdisciplinario en la repre-
sentacion de las senales para su procesamiento, almacenamiento y posterior analisis.
Esto es atendido por el area de transformacion de senales, también conocida como ca-
racterizacion o extraccion de caracteristicas [16, 30, 64, 67]. Una caracteristica es una
medida distintiva, una transformacién o un componente estructural extraido de una
secuencia [55]. De esta manera, el objetivo de la etapa de extraccién de caracteristi-
cas de una senal de ECG digital es encontrar tan pocas propiedades como sea posible
dentro de la misma que permitan detectar anormalidades en las ondas correctamente
y un pronéstico correcto.

En los ultimos anos se han propuesto métodos para extraer las ondas P-QRS-T de
seniales de ECG digitales. Cada onda (o combinacién de ondas) corresponde a algin
padecimiento cardiaco [25]. La onda P, por ejemplo, puede ser normal, inusualmente
alta o inusualmente amplia. El complejo QRS puede tener solamente tres anormali-
dades: puede ser muy amplio, muy alto o contener una onda QQ anormal. El segmento

ST puede ser normal, elevado o decaido.
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2.1.2. Clasificacién y Busqueda por Semejanza

La cuarta etapa en el campo del procesamiento de senales de ECG digitales
estd compuesta por la clasificacion y bisqueda por semejanza. En los ultimos anos,
la clasificacion automatica de senales de ECG digitales ha recibido gran atencion
por parte de la comunidad de ingenierfa biomédica [62]. La clasificacién asistida por
computadora puede lograr altos niveles de exactitud y con ello lograr una mayor se-
guridad en los diagnésticos clinicos. Para que un sistema de clasificacion de senales
de ECG digitales logre un alto nivel de eficacia es necesario encontrar las formas
caracteristicas de las ondas que lo componen que discriminen efectivamente entre las
categorias de la clasificacién. Tipicamente, cada latido dentro de una senal de ECG
digital es caracterizado mediante distintas mediciones tales como la magnitud, dura-
cién, amplitud y rango entre otras. Dichas caracteristicas son abstraidas dentro de
un vector caracteristico que puede ser utilizado para la clasificacion de los latidos
asignandoles cominmente una categoria que corresponde a latidos normales y latidos

anormales [55, 52].
Clasificacion

Una gran variedad de métodos se han propuesto para la clasificacion de senales
de ECG digitales. Saxena et al. [54] utilizan redes neuronales artificiales para la clasi-
ficacion de senales. Tras aplicar diversas variaciones en el nimero de capas ocultas y
nimero de nodos en cada una de ellas, la mejor topologia de la red para la clasifica-
cién de senales consistio en dos capas ocultas con cuatro nodos en cada una de ellas.
Las caracteristicas que toma como entrada el clasificador se basan en la amplitud,
pendiente y duracion de los latidos encontrados dentro de cada intervalo RR presentes
en las senales.

Zhao et al. [70] proponen el uso de maquinas de vectores de soporte con un kernel

Gaussiano para clasificar diferentes latidos presentes en senales de ECG digitales. El
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vector caracteristico de cada latido se compone de 32 coeficientes { < wy, ws..., w3y >}
obtenidos tras una transformacién de onduletas Daubechies, concatenado del vector
de cuatro coeficientes {< aq, as, as,ays >} obtenidos de un modelo de auto regresion.
Por dltimo, PCA es usado para reducir la dimension de 36 a solo 3 dimensiones,
generando el vector de entrada para el clasificador.

Tadejko y Rakowski [61] proponen el uso de morfologia matemdtica en la etapa
de extraccién de caracteristicas para evaluar el rendimiento de un clasificador au-
tomaético de latidos anormales. El clasificador fue desarrollado utilizando mapas auto
organizados y algoritmos de aprendizaje de cuantificacién vectorial sobre las carac-
teristicas obtenidas de las senales de ECG digitales. Cada senal dentro de una ventana
de 550ms es convertida a un vector caracteristico de 20 dimensiones utilizando opera-
dores de erosién, dilatacién, cerradura y apertura. El intervalo RR también se utiliza
como una caracteristica para formar finalmente un vector de 21 dimensiones que el

clasificador toma como entrada.
Busqueda por Semejanza

En el campo de busqueda por semejanza, dado un patréon ¢ denominado secuencia
consulta, se trata de encontrar dentro de un conjunto de secuencias S a todas aquellas
secuencias s; o subsecuencias s; consideradas suficientemente semejantes a ¢ dada una
funcién de semejanza Sem(s,, q) [5, 15, 66].

Tipicamente los algoritmos utilizados para la bisqueda por semejanza se enfocan
en encontrar las k secuencias s; mas similares a ¢, o bien todas aquellas secuencias
s; que tienen una semejanza con g por encima de un umbral de semejanza, €. Esto
dos enfoques son enmarcados dentro de dos problematicas conocidas como vecinos
més cercanos (K-NN) [14, 35, 39, 58, 66] y bisquedas por rango (e-search) [5, 16, 44],
respectivamente.

La busqueda por semejanza en el caso de secuencias puede ser dividida en dos

categorias distintas: Busqueda de secuencias completa y busqueda de subsecuencias.
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En la busqueda de secuencias completa, se trata de encontrar todas las secuencias
s; consideradas suficientemente semejantes a ¢. En este caso, s; y ¢ tienen la misma
longitud. En la busqueda de subsecuencias, se trata de encontrar todas aquellas se-
cuencias s; tal que contengan alguna subsecuencia s, que se considere suficientemente
semejante a ¢, asi como las posiciones donde se encuentra la mayor semejanza. En
este caso s, y ¢ deben tener la misma longitud. Cabe mencionar que la busqueda de
subsecuencias es una generalizacién de la busqueda completa [44].

Agrawal et al. [5] proponen un algoritmo para solucionar el problema de e-search,
realizando una busqueda de secuencias completa. En el algoritmo, cada secuencia
s; de longitud n es representada con los primeros f coeficientes de la transformada
discreta de Fourier (f < n). El vector f-dimensional resultante es almacenado e
indexado en una base de datos utilizando un método de indexacién denominado R*-
tree. Después, la secuencia de consulta ¢ es también transformada a un punto f-
dimensional y se busca un conjunto de secuencias candidatas mediante el uso del
método R*-tree. Dada entonces una secuencia de consulta ¢, el indice R*-tree es
utilizado para construir un conjunto de secuencias candidatas, el cual consiste en todos
aquellos vectores f-dimensionales que tienen una semejanza con respecto a ¢ sobre
el umbral de semejanza e-tree. El algoritmo de obtencion de candidatos garantiza
que no habra falsas destituciones, es decir, se garantiza que el algoritmo obtenga del
indice todas aquellas secuencias cuya semejanza se encuentra por encima del valor del
umbral. Sin embargo, el algoritmo puede causar falsas alarmas debido a que utiliza
solo f caracteristicas en lugar de n. Por ello, para cada secuencia candidata obtenida,
la secuencia original es leida de disco y se calcula de nuevo la semejanza con respecto a
q utilizando la funcién de semejanza. Cada candidato que resulte ser una falsa alarma
es descartado en un paso denominado etapa de post-procesamiento.

Faloutsos et al. [16] propusieron el primer algoritmo para la buisqueda de subse-
cuencias sobre la problematica e-search como una generalizaciéon de la busqueda de

secuencias completa. En el algoritmo de construccion del incide, este método divi-
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de las secuencias s; de longitud n en ventanas deslizantes de longitud w, generando
n—w+ 1 subsecuencias. Cada una de las subsecuencias generadas es transformada en
un punto f-dimensional que es almacenado individualmente con el uso de un indice
denominado Indice-F. Faloutsos et al. utilizan rectangulos de delimitadores minimos
(MBR, Minimum Bounding Rectangles) que pueden contener cientos de puntos utili-
zando métodos heuristicos, y almacenan dichos MBR en el indice. Asi, al especificar
un patron de busqueda ¢ y un umbral de semejanza €, Faloutsos et al. dividen el
patrén ¢ en Len(q)/w ventanas (a las cuales llaman ventanas separadas) de tamano
w y realizan una busqueda por rango y general el conjunto de sequencias candidatas
utilizando el indice-F' y la distancia Euclideana como funciéon de semejanza. Final-
mente, aplican la etapa de post-procesamiento para descartar falsas alarmas.

En el trabajo de Moon et al. [45] se propone un nuevo método para la bisqueda
de subsecuencias que busca resolver los problemas en el trabajo de Faloutsos et al.
[16], utilizando de manera similar algoritmos para la construccién de indices y para
la bisqueda de subsecuencias similares. Este método se denomina Dual Match. Dual
Match se basa en el trabajo de Faloutsos et al. para la representacion de las sub-
secuencias de s; como ventanas separadas y la secuencia de consulta ¢ en ventanas
deslizantes. De esta manera, Dual Match reduce el nimero de puntos que se alma-
cenan en una razén de 1/w veces con respecto al trabajo de Faloutsos et al. Por lo
tanto, Dual Match es capaz de almacenar puntos individuales en lugar de conjuntos
de puntos en el indice, utilizando un menor espacio en disco que Faloutsos et al.. Para
la biisqueda de subsecuencias, Dual Match divide la secuencia de consulta en ventanas
deslizantes de longitud w y las transforma en un vector f-dimensional con el uso de
un indice R*-tree. Con ello se crea un conjunto de secuencias candidatas comparando
cada punto que se encuentra en el indice contra los vectores f-dimensionales obte-
nidos de ¢. Finalmente, aplica la etapa de post-procesamiento para descartar falsas

alarmas.



18

General Match [44] fue después propuesto por Moon et al. Este método busca re-
solver el problema del incremento en el nimero de falsas alarmas cuando se utilizan
ventanas deslizantes de longitud corta encontrado en Dual Match. General Match se
enfoca en la busqueda de subsecuencias bajo la problematica de e-search. General
Match consiste en tres etapas, 1) inicializacién, 2) bisqueda en el indice y 3)post-
procesamiento. En la etapa de inicializaciéon, se construyen MBRs que se usaran en
la busqueda con ayuda de un indice R*-tree. Las secuencias s; son divididas en ven-
tanas deslizantes generalizadas denominadas j-ventanas deslizantes y cada ventana
es transformada en un punto f-dimensional. Con los puntos generados por cada se-
cuencia s; se crea el MBR y se almacena en el indice. En la etapa de busqueda en
el indice la secuencia de consulta ¢ es dividida en ventanas separadas generalizadas
denominadas j-ventanas separadas, y cada una de ellas es transformada en un punto
f-dimensional. Con ello se construye un conjunto de secuencias candidatas utilizan-
do cada MBR almacenado y cada punto obtenido de ¢, utilizando una funcién de
semejanza y un valor de umbral de semejanza e. Finalmente, en la etapa de post-
procesamiento se seleccionan aquellas subsequencias similares descartando las falsas
alarmas que se encuentran en el conjunto de candidatos.

Lopez et al. [39] proponen el uso de funciones definidas por el usuario (UDF's) para
implementar la busqueda de subsecuencias dentro de un sistema gestor de bases de
datos (SGBD). Un SGBD es un software especializado en la creacién, administracién
y consulta de grandes conjuntos de datos de manera eficiente [19, 53]. Una UDF
forma parte del estandar SQL, y se define como una subrutina escrita en un lenguaje
de programacién de alto nivel (C o C++, por ejemplo) [49]. Una vez escrita, la
UDF es compilada y después enlazada con el propio SGBD. De esta manera, la UDF
puede ser llamada mediante la utilizaciéon de una consulta de tipo SELECT [49].
Lépez et al. almacenan las senales de ECG digitales de dos maneras distintas, como

archivos de texto plano y como BLOBs (Binary Large Objects). Sin embargo, ambas
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propuestas de almacenamiento carecen de operadores nativos por parte del SGBD
para su tratamiento, por lo que se basa completamente en el uso de una UDF a la
medida para realizar busqueda por semajanza sobre cada cada uno de los modelos de
almacenamiento utilizados. El trabajo de Lopez et al. concluye que es posible extender
la funcionalidad del SGBD utilizando UDF's para realizar buisqueda por semejanza en
senales de ECG digitales. De igual manera su evidencia experimental demuestra que
los tiempos de ejecucion necesarios con el uso de BLOBs se aleja significativamente del
tiempo promedio requerido por aplicaciones ad-hoc. Por otro lado, el uso de archivos
de texto plano presenta tiempos de ejecucién muy cercanos a los tiempos necesarios
por una aplicaciéon ad-hoc. Sin embargo, con ello su propuesta sigue dependiendo
directamente del sistema de archivos del sistema operativo, lo que conlleva a riesgos

que no pueden ser controlados por parte del SGBD.

2.2. Sistemas Gestores de Bases de Datos

La cantidad de datos disponible para manejar en nuestros tiempos se esta incre-
mentando de manera constante. Para llegar a obtener el mejor provecho de grandes
y complejos conjuntos de datos se requiere de herramientas que simplifiquen las ta-
reas para su tratamiento y andlisis en el menor tiempo posible, asi como para su
almacenamiento [53].

Una manera de aprovechar y manejar el potencial de las bases de datos es utili-
zando un software denominado Sistema Gestor de Bases de Datos (SGBD) [19]. Un
SGBD es un software especializado en la creacion, administracién y consulta de gran-
des conjuntos de datos de manera eficiente [19, 53]. Los primeros SGBD aparecieron
a finales de los anos 60’s, y revolucionaron la manera de manejar y almacenar datos.

En el ano 1970, Edgar F. Codd propuso un nuevo marco para la representacion
de los datos denominado modelo de datos relacional [11]. Codd establecié que los

SBGD debian presentar al usuario una vista de datos organizada a manera de tablas,
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denominadas relaciones, ademés de otros conceptos principales como atributos, tu-
plas, esquemas, dominios, entre otros, y que son detallados en su trabajo. Con esta
representacion de datos, las consultas de datos podrian ser expresadas en un lenguaje
de muy alto nivel. De esta manera se dio lugar a la aparicion de los Sistemas Gestores
de Bases de Datos Relacionales (SGBDR), basados en el modelo relacional propuesto
por Edgar F. Codd y que sigue vigente hasta nuestros dias. Al utilizar un SGBDR,
el uso de relaciones es inherente a la aplicacién. Dentro del campo de los SGBD,
hacemos referencia a una relacién como la unidad bésica para la representacion de
datos [40]. Una relacién estd compuesta por uno o mas atributos. Cada atributo se
encuentra asociado a un tipo de dato (entero, cadena, decimal, etc.). Dentro de una
relacion, los datos son almacenados como tuplas. Como resultado, una relacién puede
parecerse a una tabla, donde los atributos representan elementos individuales de los
datos y las tuplas identifican registros completos de los datos. En la Figura 2.2 se
puede observar la estructura basica de una relacién denominada “Personas”. La rela-
cion “Personas” tiene cuatro atributos y tres tuplas. El primer atributo llamado “ID”
tiene asignado un tipo de dato entero. El segundo atributo, denominado “Nombre” es
de tipo cadena de caracteres. El tercer atributo, “Edad” tiene también asignado un
tipo de dato entero. Finalmente, el cuarto atributo, denominado “Sueldo” tiene un
tipo de dato de punto flotante. Las tuplas hacen referencia a tres personas diferentes
y la descripcién de sus caracteristicas. Una relacion consta también de un esquema y
una instancia. El esquema de la relacién especifica el nombre de la misma, el nombre
de cada atributo, y el dominio de cada atributo. La instancia de una relaciéon es un
conjunto de tuplas, cada una con el mismo nimero de atributos especificados en el
esquema de la relacién [40, 53].

Los beneficios del modelo relacional han sido ampliamente reconocidos, a tal punto
de que el uso de SGBD relacionales para el manejo de datos se ha mantenido como una
practica hasta nuestros tiempos. Algunos de los beneficios brindados por el modelo

relacional se listan a continuacién [53].



21

ID Nombre Edad Sueldo
1 Marcos Aguilar 23 5,234.5
2 Juan Esquerra 42 4,420.9
3 Luis Ibarra 25 4,928.7

Figura 2.2: Representacion Gréfica de una Relacién llamada “Personas”.

Independencia de Datos: El SGBD provee una vista abstraida de los datos, la
cual oculta a otras aplicaciones los detalles de representacion y almacenamiento

fisico de los datos.

Acceso Eficiente a Datos: El SGBD utiliza técnicas sofisticadas para el almace-

namiento y consulta de datos de manera eficiente.

Integridad de Datos: Mientras los datos sean accesados mediante el SGBD, este
puede imponer restricciones de integridad, lo que le permite asegurar que los

datos se apegan a la realidad y se encuentren actualizados.

Acceso Concurrente y Recuperacién de Fallos: EI SGBD permite el acceso a

varios usuarios de manera paralela.

Atomicidad: El SGBD garantiza transacciones completas (conjunto de 6rdenes
que se ejecutan como una unica orden), que delimitan a una operacién, o bien

a realizarse completamente, o a no realizarse.

Consistencia: El SGBD asegura que ante la ejecucién de una transaccién, la

base de datos es llevada siempre de un estado valido a otro estado vélido.

Persistencia: El SGBD asegura que una vez realizada una operacién, ésta persis-
tird (se mantendra guardada) y no podré deshacerse incluso aunque el sistema

mismo falle.
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En el ano 2005, Michael Stonebraker presenté el diseno para un nuevo SGBD op-
timizado para la realizacién de consultas analiticas (OLAP, On-Line Analytical Pro-
cessing) denominado C-Store [57]. En ese entonces, la mayoria de los SGBD estaban
implementados como sistemas orientados a transacciones (OLTP, On-Line Transac-
tion Processing). Entre las principales diferencias que presenté C-Store con respecto
a los SGBD existentes se encuentran: el almacenamiento fisico de datos por atributos
y no por tuplas, uso de técnicas de ordenamiento y compresion de valores que reducen
los requerimientos de almacenamiento y por ultimo, el reemplazo de tablas e indices
por una coleccion de proyecciones columnares. C-Store mantiene el soporte para el
modelo l6gico relacional de datos. En consecuencia, el lenguaje de consulta para la
informaciéon almacenada en C-Store continta siendo SQL, el lenguaje de consulta
estdndar dentro de un SGBD [46].

En la actualidad, los SGBD se enfocan en la optimizacién de operaciones de en-
trada/salida de datos a disco [57]. Un bloque de disco representa la unidad minima
de almacenamiento presente en un dispositivo de almacenamiento. En los SGBD es-
pecializados en la ejecucién de consultas de tipo OLTP (y a los cuales a lo largo de
este trabajo nos referimos como SGBD Row-Store), pocas escrituras a disco bastan
para almacenar toda la informacion referente a una tupla, debido a que usualmente
almacena la informacién de una misma tupla dentro de un mismo bloque de disco (o
en su defecto, un conjunto de bloques de disco). Por esta razén, se obtiene un gran
rendimiento en escritura, y se le denomina a dicho SGBD un sistema optimizado pa-
ra escritura [57]. Por otro lado, un SGBD orientado a columnas (y al cual a lo largo
de este trabajo nos referimos como SGBD Column-Store), estd especializado en la
ejecucion de cargas de trabajo que requieren de muchas lecturas a disco sobre pocos
atributos. Este comportamiento se presenta gracias a que se almacena toda la infor-
macién referente a un mismo atributo dentro de un mismo bloque de disco, evitando
la lectura de bloques que contienen datos de atributos innecesarios en la consulta.

Por esta razén a los SGBD Column-Store se les denomina como sistemas optimizados
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1 V11 V12 V13

ID [ Cl | c2 | c3 | c4 B1
V14
1 V11 Vi2 V13 V14 2 V21 V22 V23
B2
V24

2 V21 V22 V23 V24

B3 3 V31 V32 V33
3 V31 V32 V33 V34 V34

(a) Representacién Légica de los Datos en un(b) Representacién Fisica de los Datos en un
SGBD Row-Store. SGBD Row-Store.

Figura 2.3: Almacenamiento en un SGBD Row-Store.

para la ejecucién de consultas OLAP [57].

2.2.1. Sistemas Gestores de Bases de Datos Row Store y Column Store

Histéricamente, la implementacion y desarrollo sobre los SGBD se han enfocado
en los SGBD Row-Store [1, 57]. El éxito de estos sistemas se ha visto agrandado
gracias a que presentan un buen desempeno ante las aplicaciones mas comunes para
bases de datos (consultas OLTP). En un SGBD Row-Store, los datos de una relacién
son almacenados tupla por tupla en los bloques de disco. De esta manera, los datos
de una tupla se almacenan a nivel fisico de manera contigua. La Figura 2.3 ilustra
como es almacenada una relacién légica 2.3a y fisicamente 2.3b compuesta por cinco
atributos y tres tuplas dentro de un SGBD Row-Store, utilizando dos bloques de disco
etiquetados como B1 y B2.

Gracias al hecho de que cada vez emergen mas aplicaciones que requieren de
analisis, planeacién e inteligencia de negocios, ha surgido un mayor interés en el
desarrollo de nuevos trabajos que comparan el rendimiento de SGBD Column-Store
y SGBD Row-Store [1, 2, 24, 57]. En un SGBD Column-Store los datos de un mismo
atributo son almacenados de manera contigua en un bloque de disco. En la Figura 2.4

se ilustra como es almacenada una relacién compuesta por cinco atributos y tres tuplas
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Bl B2 B3 B4 B5

ID C1l c2 c3 c4
1 Vi1 Vi2 Vi3 V14

1 Vi1 Vi2 Vi3 Vi4
2 V21 V22 V23 V24

2 V21 V22 V23 V24
3 V31 V32 V33 V34

3 V31 V32 V33 V34

(a) Representacion Légica de los Datos en un(b) Representacién Fisica de los Datos en un
SGBD Column-Store. SGBD Column-Store.

Figura 2.4: Almacenamiento en un SGBD Column-Store.

dentro de un SGBD Column-Store, utilizando cinco bloques de disco etiquetados como

B1, B2, B3, B4 y B5.

2.2.2. Diferencias Entre Row Store y Column Store

En el trabajo de Abadi [1] se mencionan algunas de las diferencias de mayor impor-

tancia entre los SGBD Column-Store y los SGBD Row-Store, listadas a continuacién.

= Las consultas OLAP operan sobre atributos mas que sobre tuplas. Tanto en
un SGBD Row-Store como en un SGBD Column-Store es necesario leer de
disco aquellos bloques que contienen la informacién de los atributos presentes
en la consulta. Sin embargo, en un SGBD Row-Store la cantidad de informacién
leida de disco y que no es necesaria para procesar la consulta suele ser mayor,
existiendo un desperdicio de lectura debido a que en el mismo bloque pueden
existir atributos no requeridos por la consulta, sobre todo cuando una tupla

tiene muchos atributos (cientos).

» Las relaciones con un gran nimero de atributos representan un gran reto para
los SGBD Row-Store. Imaginemos que contamos con una relacion, en la cual
se tienen mil atributos y 500 mil tuplas. Imaginemos ahora que tenemos una

consulta en la que se requiere calcular el promedio de un atributo y la sumatoria
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de otro atributo. Para que un SGBD Row-Store ejecute la consulta, necesita leer
de disco todos aquellos bloques que contienen los dos atributos que se necesitan.
Con esta accion se leeran también todos aquellos atributos irrelevantes que se
encuentren en el mismo bloque de disco. Un SGBD Column-Store por su parte,
requiere leer de disco solo aquellos bloques que contengan los dos atributos
que se necesitan, sin necesidad de traer consigo la informacién de atributos

irrelevantes para la construccion del resultado.

= Cuando una nueva tupla es agregada a la base de datos, necesitan también ser
agregados multiples atributos. Para realizar la insercién de dichos atributos,
un SGBD Column-Store necesita escribir distintos bloques de disco, uno para
cada atributo. Un SGBD Row-Store, podria llegar a requerir solamente la lec-
tura/escritura de un bloque de disco si la informacién de la tupla no sobrepasa

el tamano del bloque.

2.2.3. Sistemas Gestores de Bases de Datos Hibridos

En el trabajo de Abadi et al. [2] se ha demostrado que los SGBD Column-Store
tienen un mejor desempeno que los SGBD Row-Store para las cargas de trabajo de na-
turaleza analitica. La principal razon de esto es la eficiencia que presentan los SGBD
Column-Store en términos del nimero de operaciones de lectura necesarias ante con-
sultas OLAP. Como resultado del rendimiento observado ha surgido la inquietud de
saber si existe la posibilidad de obtener los beneficios de un SGBD Column-Store
dentro de un SGBD Row-Store.

En la literatura se encuentran tres enfoques principales para la combinacién de
un SGBD Column-Store con un SGBD Row-Store. El primero de estos enfoques se
basa en el uso de un SGBD Row-Store sobre el cudl se emula el comportamiento de
un SGBD Column-Store, mediante una técnica denominada particionamiento vertical

de tablas [32]. Este enfoque no necesita modificar el cédigo del SGBD, solamente se
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necesita de la modificacion del esquema de las relaciones. El segundo enfoque rea-
liza una modificacion sobre el administrador de almacenamiento en disco para que
almacene fisicamente las relaciones atributo por atributo. El esquema de las tablas se
mantiene intacto, y el motor de ejecucion de consultas no necesita ser modificado. El
tercer enfoque requiere de modificaciones tanto en el administrador de almacenamien-
to en disco para que escriba los datos de manera columnar, y del motor de ejecucién
de consultas para que lea y procese los datos también de manera columnar. De esta
manera, se le brinda el funcionamiento de un SGBD Column-Store completamente
a un SGBD Row-Store. La dificultad de implementaciéon que presentan los enfoques
mencionados anteriormente va de mas facil a mas dificil respectivamente.

La diferencia en rendimiento de los tres enfoques ha sido revisada en el trabajo de
Abadi et al. [2], en donde se comparé el rendimiento del SGBD orientado a columnas
C-Store [57] contra distintos SGBD Row-Store comerciales. El trabajo concluye que
es posible obtener algunas de las ventajas de un SGBD Column-Store implementado
sobre un SGBD Row-Store. Sin embargo, para poder obtener la mayor cantidad de los
beneficios que ofrece un SGBD Column-Store, se necesita realizar cambios tanto en el
administrados de almacenamiento en disco como en el motor de ejecucion de consultas,
tal y como lo describe el tercer enfoque. Por lo tanto, los beneficios ofrecidos por cada
uno de los enfoques anteriores, es inversamente proporcional a la dificultad de su
implementacion. Cabe mencionar entonces, que la construccién y/o modificacién de
un SGBD Row-Store que pueda simular el funcionamiento de un SGBD Column-Store
donde el almacenamiento por atributos se desempene de manera eficiente representa

un problema interesante para seguir siendo investigado.
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2.3. Areas de Oportunidad

La utilizacion de herramientas por separado para la gestion del almacenamiento de
senales y andlisis de informacién presenta serias desventajas que deben ser resueltas,
principalmente la falta de estandarizacién para la representacion de informaciéon no
estructurada y los cuellos de botella existentes entre importacion y exportacién de
datos. En este Capitulo se resalta la falta de informacién en la literatura que haga uso
exclusivo de un SGBD para la gestién de datos de senales de ECG digitales utilizando
una serie de operadores que a su vez puedan ser reutilizados y ademas ofrezca una
solucion cuyos tiempos de ejecucion se aproximen a los de una aplicacion ad-hoc. Esto
nos da una idea inicial para la propuesta de nuestros modelos de almacenamiento y
técnicas de acceso a los datos utilizando tinicamente un SGBD para el tratamiento
de senales de ECG digitales. En especial, para realizar buisqueda por semejanza de
patrones en senales de ECG digitales.

Gracias a la facilidad ofrecida por los SGBD actuales, podemos extender su fun-
cionalidad mediante el uso de UDFs. De esta manera, queda abierto un campo de
oportunidad que sea capaz de combinar los beneficios que cada una de las lineas del
conocimiento descritas en este capitulo nos ofrecen. Primeramente, la identificacién de
los métodos y algoritmos del procesamiento de senales de ECG digitales que pueden
ser implementados dentro de las capacidades de los SGBD actuales. Una vez identifi-
cados, la propuesta de representacion para las senales de ECG digitales dentro de un
SGBD seria una gran aportacion para establecer un estandar en su almacenamiento.
Aunado a esto, son necesarias las consultas que se requieren para tratar y consultar la
informacion almacenada, asi como la implementacién y vinculaciéon de las funciones
necesarias al SGBD y que deseablemente nos permitan obtener tiempos de ejecucién

aceptables.
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CAPITULO 3

IMPLEMENTACION DE OPERACIONES PARA
REALIZAR BUSQUEDA POR SEMEJANZA SOBRE
SENALES DE ECG DIGITALES

En este Capitulo se demuestra que es posible utilizar inicamente el Sistema Gestor
de Bases de Datos (SGBD) para aplicar operadores que se encuentran dentro del
campo de busqueda por semejanza sobre senales de ECG digitales. Esto nos permite
evitar el uso de herramientas adicionales y problemas de compatibilidad. Al mismo
tiempo nos permite reducir los tiempos de espera entre la exportacion e importacién
de datos. En la Figura 3.1 se ilustra la estructura general utilizada en este trabajo de
tesis para lograr la implementaciéon de un nicleo de operadores basicos en el campo
del procesamiento de senales de ECG digitales dentro de un SGBD. En primer lugar
se contempla el almacenamiento de las senales de ECG digitales dentro del SGBD,
para lo cual es necesario definir los modelos de almacenamiento que se van a utilizar
(Figura 3.1a).

En este trabajo de tesis se propone el uso de dos modelos légicos de almacena-
miento, denominados Almacenamiento Horizontal y Almacenamiento Vertical, res-
pectivamente. De forma paralela al disenio de los modelos de almacenamiento (Figura
3.1b) se puede realizar la seleccién de algoritmos utilizados en campo de biisque-
da por semejanza sobre senales de ECG digitales que se deseen implementar como
funcionalidad del SGBD. Una vez que los algoritmos han sido seleccionados, el si-
guiente paso es identificar los operadores basicos que los componen. Especificamente,
en este trabajo describimos el desarrollo de los operadores necesarios para una de
las etapas identificadas en la literatura. Esta etapa corresponde a la busqueda por

semejanza, analizando las problemaéticas de bisqueda por vecinos mas cercanos (K-
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NN) y bisqueda por rango (también conocida como e-search) por su relevancia en la
literatura cientifica [5, 15, 16, 20, 35, 66].

Una vez que los operadores basicos para implementar buisqueda por semejanza han
sido identificados, el siguiente paso es implementarlos dentro del SGBD. Para ello, se
pueden utilizar funciones proveidas por el propio SGBD si se adecuan a nuestras ne-
cesidades. Sin embargo, la falta de estandarizacién para el almacenamiento de senales
de ECG digitales por parte de los SGBD actuales nos orilla a la implementacion
de nuestras propias funciones mediante mecanismos que nos permiten extender las
capacidades del SGBD, denominados Funciones Definidas por Usuario (UDFs). Por
ultimo, una vez que los modelos de almacenamiento han sido definidos y los operado-
res basicos necesarios han sido identificados e implementados, se necesita describir la
estructura general que las consultas SQL deben tener para cada uno de los modelos
de almacenamiento propuestos. Cada una de estas consultas se encuentra a su vez
estructurada por una serie de subconsultas representando los operadores identificados
previamente. A continuacién se describen a detalle cada uno de los pasos seguidos en

este trabajo de tesis.

3.1. Propuesta de Modelos de Almacenamiento

Una senal de ECG digital puede ser abstraida como una serie de tiempo, la cual
a su vez, omitiendo el indice que representa el tiempo puede ser representada como
una secuencia de valores reales de la forma s = (s[0],[1],..., s[n]), donde s[n] € R
[13]. Partiendo de la definicién de secuencia, a continuacién se detalla la definicién y
caracteristicas de los SGBD actuales, seguido por nuestras propuestas para el alma-

cenamiento de senales de ECG digitales dentro de un SGBD comercial.
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Definir el Modelo Légico
a) para el Almacenamiento
de Seniales

Identificar los Operadores
Baésicos para
Implementar Busqueda
por Semejanza

Extender la

Funcionalidad del
SGBD

Implementar Consultas
de Procesamiento de
Senales con SQL

Figura 3.1: Pasos Necesarios para Realizar Algoritmos de Bisqueda por Semejanza
Sobre Senales de Electrocardiogramas Digitales Dentro de un Sistema Gestor de
Bases de Datos.

3.1.1. Almacenamiento Horizontal

Para nuestra primera propuesta, denominada almacenamiento horizontal, una re-
lacién Sy almacena senales de ECG digitales s; abstraidas como parte de una tupla.
Dicha tupla tiene la forma Ty; = (i, s;), donde i representa el identificador de la senal
y s; representa a cada senal como un atributo de S. De esta manera, todas las senales
s; son almacenadas dentro de Sy de la forma Sy = {Th;} donde 1 < i < N. Asi, el

esquema de la relacién Sy para nuestra propuesta de almacenamiento horizontal es:
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Sy <id,ecqg >

Donde id representa un identificador inico de una senal y ecg representa la senal de

ECG digital almacenada.

3.1.2. Almacenamiento Vertical

Para la implementacién de nuestra segunda propuesta, denominada almacena-
miento vertical, una relaciéon Sy almacena N senales de ECG digitales s; abstraidas
como un conjunto de tuplas de la forma Ty; = {(i, J, s;[j])}, donde i representa el
identificador de la sefial, y s;[j] representa el valor de s; en la j-ésima posicién. De
esta manera, se almacenan n X N tuplas en Sy. Cada una de las senales s; puede ser
obtenida de manera individual mediante todas aquellas tuplas con un mismo identifi-
cador ¢ y ordenadas posteriormente por indice j. Con esto, el esquema de la relacién

Sy para el almacenamiento vertical es:
Sy < id,indice,valor >

Donde id representa un identificador tinico de cada senal, indice representa la posi-
cién dentro de la senal y valor representa propiamente el valor almacenado en dicha

posicion.

3.2. Desarrollo de Algoritmos de Bisqueda por Semejanza

La busqueda por semejanza es un area en crecimiento dentro del procesamiento
de senales de ECG digitales [5, 15, 16, 20, 35, 66]. Esta édrea se divide en dos partes
principales, denominadas busqueda completa y bisqueda de subsecuencias. Estas dos
ultimas se dividen a su vez en busquedas denominadas Top-k y bisquedas por rango,
las cuales son mejor conocidas como las probleméaticas K-NN y e-search respectiva-
mente, y cuyos algoritmos desarrollados son descritos en las siguientes secciones. La

Figura 3.2 ilustra la division de areas a partir de la bisqueda por semejanza. En el
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Busqueda por Semejanza

Busqueda Completa Busqueda de Subsecuencias
Top-k Busqueda por Top-k Busqueda por
Rango Rango
KNN e-search KNN e-search

Figura 3.2: Division de Areas en el Campo de Busqueda por Semejanza.

resto de este trabajo nos enfocamos en la descripciéon y desarrollo de la busqueda de
subsecuencias bajo las problematicas K-NN y e-search sobre senales de ECG digitales
almacenadas dentro de un SGBD.

Dado un conjunto de sefiales de ECG digitales S = {s1, 9, ..., Sn }, con sefales de
la forma s; = (s;[0], s;[1], ..., s;[n; — 1]), una subsecuencia de s; es definida como s, =
si[p : ], la cual comprende los valores que se encuentran en s; desde el indice p hasta [,
siendo (I —p)+1 la longitud de s;. Dado un conjunto de patrones Q = {q1, go, ..., qu },
para cada patrén ¢; = (g;[0],¢g;[1], ..., ¢;[m; — 1]), la bisqueda de subsecuencias se
encarga de encontrar tripletas de la forma (7, p, Sem(s}, ¢;)), donde i es el identificador
de la senal s; y, p es la posicién donde se encuentra la subsecuencia s; considerada
suficientemente semejante a ¢; mediante alguna funciéon de semejanza Sem(s), q;)
(Seccién 3.2.1). Para poder obtener las subsecuencias s; € s; nos enfocamos en una
busqueda exhaustiva dentro de s; para calcular la semejanza con respecto a g;. Es
decir, para cada senal s; se extraen (n —m) + 1 subsecuencias s, contra las cuales se
calcula la semejanza respecto a g;. De esta manera se genera una serie de semejanzas
D = (dy,ds, ..., d(n—m)+1), de donde posteriormente se obtiene la informacién necesaria
para que los algoritmos propuestos tanto para resolver K-NN como e-search regresen

sus respectivos resultados.
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La propuesta realizada en nuestro trabajo tiene como objetivo demostrar que es
posible realizar el procesamiento de senales de ECG digitales dentro de un SGBD.
El analisis y la propuesta de algoritmos eficientes en el campo del procesamiento de
senales de ECG digitales es un tema sin duda interesante. Sin embargo, por razones
de tiempo se encuentra fuera del alcance de este trabajo de tesis el desarrollo de la
solucién 6ptima. De esta manera, exponemos el escenario mas complejo que podemos
atacar, y con ello, se da como base una propuesta que pueda ser mejorada en trabajos

futuros.

3.2.1. Medidas de Semejanza

Una medida de semejanza cuantifica la diferencia en términos de forma o distan-
cia entre dos secuencias [7]. Formalmente, una medida de semejanza es una funcién
d(s1, s2), que toma como argumento dos secuencias $; y Sa, y regresa un valor numéri-

co:
d(s1,82) :7x1T—=>R

Una medida de semejanza es el componente principal para muchos algoritmos de cla-
sificacién y busqueda [26, 66]. El valor numérico devuelto por d(sy, s2) se interpreta
como un indice de semejanza entre s; y so. De manera intuitiva, entre menos seme-
jantes son s; y S, el valor de d(si, s2) es mas grande, sin embargo, el sentido que se
le da a dicho valor depende totalmente de el algoritmo que se utilice para el cédlculo
de semejanza. Las medidas de semejanza mas prominentes en la literatura cientifica
para secuencias incluyen: Distancia FEuclideana [5, 8, 15, 16, 28, 35, 37, 38, 39, 63, 68],
Distorsion Dindmica de Tiempo (DTW, Dynamic Time Warping) [31, 67] e Indice de
Correlacion Cruzada [10, 33]. A continuacién se describen dichas medidas se seme-
janza. Nuestra metodologia es capaz de incluir cualquier medida de semejanza para
el célculo de d(sy, s2), y poder ser implementada como una funcién propia del SGBD

(una UDF).
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= Distancia Euclideana: La distancia Euclideana entre dos secuencias s; y sa,
ambas con la misma longitud n, se describe como la raiz cuadrada de la su-
matoria de las diferencias al cuadrado entre el j-ésimo valor de s; y el j-ésimo

valor de s5, como se observa en la Ecuacion 3.1.

n—1

Dewels1,52) =, | >_(s1[4] — s2[4])? (3.1)

j=0
El resultado de D.,. es un valor entre 0 e oo, donde 0 (cero) indica que s;
es idéntico a sy. En la Figura 3.3 se ilustran tres secuencias obtenidas de tres
senales diferentes de ECG digitales, denominadas S, Sy y S3 con una misma
longitud n. Es importante mencionar que la distancia Euclideana es sensible
a las unidades de medida de las variables, por lo que tanto s; como sy deben
estar sobre la misma escala, tal es el caso de S7, Sy y S3 en la Figura 3.3.
La distancia Euclideana también es sensible al desplazanmiento de los valores,
como sucede con S7 y S5 en la Figura 3.3. El calculo de semejanza entre S, S
y S3 utilizando distancia Euclideana es realizado punto a punto, tal y como se
ilustra en la Figura 3.4. El resultado de distancia Euclideana establece que las
secuencias mas semejantes son S; y S3 mientras que el valor semejanza entre
S1 y S2 es menor a pesar de que sus formas son visualmente mas semejantes

(Figura 3.7a).

» Indice de Correlacién Cruzada (ICC): Dadas dos secuencias s; y sp, am-
bas de longitud n, el ICC(sy,s2) (Ecuacién 3.2) corresponde al célculo de la
covarianza de s; y so (Ecuacién 3.3), entre la raiz cuadrada del producto de la
varianza de s; por la varianza de sy (Ecuacion 3.4), Donde 4 corresponde a la
media aritmética de s. A diferencia de la distancia Euclideana, ICC se beneficia
de la correlacién existente entre las variables de las secuencias. A pesar de que
las amplitudes de s; y s9 se encuentren en escalas diferentes, ICC se es capaz de

comparar la morfologia de las secuencias més que la distancia entre sus valores
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Figura 3.3: Tres Secuencias Denominadas 57,59 y S3 de Misma Longitud n = 100.

[10]. El resultado de IC'C(sy, s2) es un valor entre —1 y 1, denotando el sentido
en el que s1 y $5 estan correlacionadas. Un valor de 1 indica que cuando un valor
s1[] incrementa o decrementa, el valor ss[i] se comporta de la misma manera.
Un valor de -1 indica una correlacién total negativa, es decir, cuando un valor
s1[¢] incrementa o decrementa, el valor s[i] se comporta de manera inversa. Por
ultimo, un valor de 0 indica que los valores de s; y s no tienen correlacion
alguna.

1CC(sy, 50) = 220 (51 52) (3.2)

- Vvar(sy)var(sy)

D (sfi] = gy ) (s2[d] = prsy)

covar(sy, s3) = =2 " (3.3)
5 (ol - )?
var(s) = =2 (3.4)
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(b) Semejanza Punto a Punto entre las
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(c) Semejanza Punto a Punto Entre las
Secuencias S5 y S3.

Figura 3.4: Representacion Gréfica del Calculo de Semejanza Punto a Punto.

Dadas las secuencias S, Sy y S3 de longitud n (ilustradas en la Figura 3.3),

el calculo de semejanza utilizando ICC se realiza al igual que con distancia

Euclideana, una comparacién punto a punto de sus valores (Figura 3.4). El

resultado al aplicar ICC sin embargo, mide la correlacién que existe entre los

puntos, determinando una semejanza sobre la forma maéas que sobre la distancia

entre los puntos. Basado en ello, ICC establece, tal y como se ilustra en la

Figura 3.7b, que las secuencias mas semejantes son S; y Sy, con un valor de

semejanza de 0.99, lo que representa un alto indice de correlacion. Por otro lado,
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Figura 3.5: Tres Secuencias Denominadas 57,53 y S5 con Longitudes
ny = 70,77,2 =100 y nsg = 90.

la semejanza entre S; y S5 tiene un valor de 0.2, es decir, no existe un grado

alto de correlacién entre ellas.

Distorsién Dindmica de Tiempo (DTW): Al calcular la distancia Eucli-
deana o indice de correlacion cruzada entre dos secuencias s; y sg, el i-ésimo
valor de s; es comparado contra el -ésimo valor de sy. La intuicién detras de
DTW es que no podemos esperar que un evento (o un patrén especifico) apa-
rezca en la misma posicién o que sea de la misma longitud. Es por ello, que
DTW captura la semejanza entre las formas de s; y sy de manera que el ¢-ésimo
valor de s; no es necesariamente comparado con el i-ésimo valor de ss, sino que

puede ser comparado con el ¢'-ésimo valor de s,.

Dadas tres secuencias 51,5 y S3 de longitud n; (Figura 3.5), DTW determina

la semejanza entre dos de ellas calculando la distancia de los puntos j y j,
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donde no necesariamente j = j', como se ilustra en la Figura 3.6. El resultado

de DTW establece que las secuencias S; y S3 presentan un valor de semejanza

mayor con respecto al obtenido entre las secuencias S; y S;. Este resultado

puede ser observado en la Figura 3.7c.

06 -02 02
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Figura 3.7: Aglomeracion de Secuencias De Acuerdo a los Distintos Algoritmos de
Célculo de Semejanza.

3.2.2. Biisqueda por Vecinos mas Cercanos (K-NN)

La busqueda de subsecuencias top-k se centra en la problematica K-NN, donde
se requiere encontrar las k subsecuencias s; dentro de S consideradas como las més
semejantes a ¢. De esta manera se obtiene un conjunto R con tripletas de la forma
(1,p, Sem(s,q)), donde |R| = k. Los k elementos que componen a R son conocidos
como los vecinos mas cercanos a ¢ en S. El Algoritmo 1 describe los pasos utilizados

para resolver el problema K-NN en la bisqueda de subsecuencias.
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Algoritmo 1 Algoritmo Para Resolver Bisqueda por Vecinos mas Cercanos (K-NN)
Entrada: Relacion S,
Patrén de interés q,
Valor de k,
Funcién de semejanza Sem()
Salida: Conjunto de tripletas R = {(i, p, Sem(s.,q))}
1: hacer semejanzas = {}

2: hacer R = {}

3: Para todo s; en S Hacer

4:  hacer indice =0

5.  Para todo s) en s; Hacer

6: calcular semejanza = Sem(s}, q)

7 hacer semejanzas = semejanzas U {(i,indice, semejanza)}
8: hacer indice = indice + 1

9:  Fin Para

10: Fin Para

11: hacer semejanzas_ord = ordenar(semejanzas, semejanza)
12: hacer R = obtener_top(semejanzas_ord, k)

13: Devolver R

Los pardmetros que recibe el Algoritmo 1 son a) un conjunto de secuencias S, b) el
patrén que se quiere encontrar ¢, ¢) el nimero de resultados que se desean encontrar k
y d) la funcién de semejanza Sem(s}, q). En la Linea 3 se itera sobre todas las senales
individuales s;, y en la Linea 4 se establece el indice actual donde se buscara la primer
coincidencia contra ¢. En la Linea 5 se generan todas las posibles subsecuencias s, € s;
para después calcular la semejanza contra ¢ en la Linea 6. Todas las tripletas posibles
(1,indice, semejanza) son agregadas al conjunto semejanzas (Linea 7). Una vez
agregadas todas las tripletas encontradas, se ordenan por el valor de semejanza (el
orden dependera directamente de la funcién de semejanza utilizada en el calculo de
Sem(s),q)) en la Linea 11. Como paso siguiente, se obtienen los primeros k valores
que representan las mejores semejanzas con respecto a ¢ (Linea 12). Por ultimo, en la
Linea 13 se regresa el conjunto R que contiene la informacion de las k subsecuencias

mas semejantes a ¢ encontradas en S.
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3.2.3. Bisqueda por Rango (e-search)

La busqueda de subsecuencias por rango se centra en la problematica e-search
para encontrar todas aquellas subsecuencias s, dentro de S, tal que Sem(s}, q) < e.
De esta manera se obtiene un conjunto R con tripletas de la forma (i, p, Sem(s,, q)).
El Algoritmo 2 describe los pasos utilizados para resolver el problema e-search en la

busqueda de subsecuencias.

Algoritmo 2 Algoritmo Para Resolver Bisqueda por rango (e-search)
Entrada: Relacion S,
Patrén de interés g,
Valor de ¢,
Funcién de semejanza Sem()
Salida: Conjunto de tripletas R = {(i, p, Sem(s},q))}
1: hacer semejanzas = {}

2: hacer R = {}

3: Para todo s; en S Hacer

4:  hacer indice =0

5. Para todo s, en s; Hacer

6: calcular semejanza = Sem(s}, q)
7: Si semejanza < ¢ Entonces

8: hacer R = RU {(i,indice, semejanza)}
9: Fin Si

10: hacer indice = indice 4 1

11:  Fin Para

12: Fin Para

13: Devolver R

La descripcion del Algoritmo 2 es la siguiente. Al igual que el algoritmo para
resolver K-NN| e-search recibe como pardmetros a) un conjunto de secuencias S,
b) el patrén ¢ que se desea encontrar y ¢) la funcién de semejanza Sem(s], q). Sin
embargo, en lugar de recibir un valor fijo que representa el nimero de resultados
devueltos por el algoritmo, e-search recibe un valor de umbral €, de tal manera que
todas las semejanzas Sem(s}, q¢) < € se consideran como parte del conjunto de salida

R. En términos generales, desde la Linea 1 hasta la Linea 6, el algoritmo e-search
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presenta el mismo funcionamiento que el algoritmo para resolver K-NN. En la Linea
7 el algoritmo realiza un filtrado de todos aquellos valores de Sem(s,, q) < € puesto
que todos ellos formaran parte del conjunto de salida R. Finalmente en la Linea 13

el algoritmo regresa el conjunto de salida R.

3.2.4. Operadores Basicos en Algoritmos de Bisqueda por Semejanza

Una vez que los algoritmos que se desean implementar en el SGBD han sido
seleccionados y analizados, el siguiente paso es identificar aquellos operadores basicos
que los componen y agruparlos de tal manera que cada algoritmo se pueda formar a
partir de dichos operadores. Esta agrupacion se realiza con el fin de no implementar
cada uno de los algoritmos como una funcién ad-hoc sobre el SGBD. En su lugar,
se propone dar al SGBD la capacidad de proveer dichos algoritmos como una serie
de operadores que pueden a su vez ser reutilizados en la construccién de diversas

consultas que representan operaciones utilizadas dentro del campo del procesamiento

de senales de ECG digitales.
KNN Sobre el Modelo de Almacenamiento Horizontal

Es importante tener en cuenta que cada uno de los modelos de almacenamiento
que se utilicen contempla una manera distinta de tratar los datos. Cuando los da-
tos se encuentran almacenados sobre el modelo de almacenamiento horizontal, para
el algoritmo que resuelve KNN se identifican los operadores ilustrados en la Figura
3.8. En ella podemos identificar cinco operadores basicos (marcados con rectdngulos)
que componen el algoritmo para poder resolver KNN sobre el modelo de almacena-
miento horizontal. La entrada del algoritmo es un conjunto S con N secuencias, un
patrén de interés ¢ y el valor de k. El primer operador denominado HSim se en-
carga de obtener la semejanza entre una subsecuencia s; € S y un patrén de interés

¢, para generar asi un conjunto de secuencias 54, donde cada secuencia sd; contiene
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HSim HTopSeq HSort

S,q.k , , Sa | MejoresK (sd, k)| Sk |Ordenar Valores
Sem(s', g)vs; € 5 Vsd; € Sy por Semejanza

Vo
HPos HTop
, Obtener Mejores

Ind Yu; € Vj
R ndice(v)v; g Vi k Valores

Figura 3.8: Operadores Identificados en el Calculo de K-NN Sobre el Modelo de
Almacenamiento Horizontal.

las semejanzas entre la secuencia s; y el patron de interés ¢. El segundo operador
identificado como HTopSeq es necesario para obtener los mejores k£ valores de cada
una de las secuencias en Sy, generando otro conjunto S; con secuencias de la forma
sk; = (sk;[0], ..., sk;[k — 1]). Una vez generado el conjunto Sk, un tercer operador de-
nominado H Sort es necesario para integrar todos los valores encontrados dentro de
Sk v ordenarlos de acuerdo al valor de semejanza, generando una secuencia de valores
ordenados V, = (voy, v0s, ...,v05n). Un cuarto operador identificado como HTop se
encarga de seleccionar los mejores k valores de una secuencia de valores V,, con lo
que obtenemos una secuencia Vj = (vky, vks, ..., vk). Como operador final, H Pos en-
cuentra la secuencia original a la cual pertenece cada uno de los valores de semejanza

vk, asi como la posicion donde se encontré dicha semejanza, generando el conjunto

de salida R = {(i, p, vk)}.
KNN Sobre el Modelo de Almacenamiento Vertical

Los operadores identificados para el algoritmo que resuelve KNN sobre el modelo
de almacenamiento vertical se observan en la Figura 3.9. Dado un conjunto S con N
secuencias, un patron de interés ¢ y un valor de k, el primer operador denominado

V' Sim es necesario para el calculo de semejanza entre una subsecuencia s; € S'y ¢, lo
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Figura 3.9: Operadores Identificados en el Calculo de K-NN Sobre el Modelo de
Almacenamiento Vertical.

que genera un conjunto de tripletas de la forma S; = {(i,p, Sem(s’,q))}, donde i es
el indice que identifica la secuencia original, p es la posicion donde comienza la subse-
cuencia, y Sem(s’, q) es el valor de semejanza entre la subsecuencia s’ y ¢. El segundo
operador llamado V'sort se encarga de ordenar los valores de Sy de acuerdo al valor
de semejanza, lo que genera una serie de tripletas ordenadas S, = ((i, p, Sem(s’, q))).
Finalmente, un tercer operador denominado VTop obtiene directamente las mejores
k tripletas de S, y genera asi el conjunto de salida R. Es importante mencionar que a
pesar de que los operadores tienen la misma funcién que los operadores encontrados
en el almacenamiento horizontal estos no pueden ser reutilizados debido a la forma
en que los datos se encuentran almacenados, y por tanto, sus parametros de entrada

y salida son diferentes.
e-search Sobre el Modelo de Almacenamiento Horizontal

Algunos de los operadores identificados dentro del algoritmo para resolver e-search
en el modelo de almacenamiento horizontal pueden ser reutilizados desde algoritmo
para K-NN. En la Figura 3.10 se observan en primer lugar, los datos de entrada:
un conjunto S con N secuencias, un patréon de interés g y el valor de umbral e. El

primer operador HSim puede ser reutilizado para para obtener la semejanza entre
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Figura 3.10: Operadores Identificados en el Célculo de e-search Sobre el Modelo de
Almacenamiento Horizontal.

una subsecuencia s, € S y un patrén de interés ¢g. El segundo operador denominado
HThresh es necesario para obtener aquellos valores de semejanza por encima del
umbral € en cada una de las secuencias encontradas en Sy, generando otro conjunto
S. con secuencias de la forma se; = (se;[0], ..., se;[7—1]). Una vez generado el conjunto
Se, el tercer operador H Sort es reutilizado para integrar todos los valores encontrados
dentro de S, y ordenarlos de acuerdo al valor de semejanza, generando una secuencia
de valores ordenados V, = (vo1,v0s,...,v0;). Por tltimo, el cuarto operador H Pos
también puede ser reutilizado para encontrar cual es la secuencia original a la cual
pertenece cada uno de los valores de semejanza vo, asi como la posicion donde se

encontr6 dicha semejanza, generando el conjunto de salida R = {(i, p,vo)}.
e-search Sobre el Modelo de Almacenamiento Vertical

Los operadores identificados para el algoritmo que resuelve e-search sobre el mo-
delo de almacenamiento vertical se ilustran en la Figura 3.11. Dado un conjunto S
con N secuencias, un patrén de interés ¢ y el valor de umbral de semejanza e, el
primer operador V' Sim es reutilizado del algoritmo K-NN sobre el modelo de almace-
namiento vertical para el cdlculo de semejanza entre una subsecuencia s, € S'y ¢. El

segundo operador V .Sort también es reutilizado del algoritmo K-NN para ordenar los
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Figura 3.11: Operadores Identificados en el Célculo de e-search Sobre el Modelo de
Almacenamiento Vertical.

valores de Sy de acuerdo al valor de semejanza, lo que genera una serie de tripletas
So = ((i,p, Sem(s’,q))). Finalmente con un tercer operador denominado VThresh
podemos obtener directamente todas las tripletas que componen el conjunto de sali-
da R donde el valor de Sem(s’, q) se encuentre por encima del umbral de semejanza

€.

3.3. Extension de un SGBD Utilizando Funciones Definidas
por el Usuario

Posteriormente a la seleccion de algoritmos que se desean ser agregados el SGBD,
y los operadores necesarios han sido identificados es necesaria la implementacion de
funciones para que los operadores sean utilizados correctamente. Cuando la inte-
gracion de calculos dentro de un SGBD no cuenta con las funciones apropiadas o
suficientes para su realizacion, se vuelve necesaria la extension de la funcionalidad del
SGBD. Esta facilidad es ofrecida por algunos SGBD comerciales actuales, tales como
PostgreSQL, MySQL, Teradata y SQL-Server (entre otros), con el uso de funciones
definidas por el usuario (UDFs, User Defined Functions). Una UDF forma parte del

estandar SQL, y se define como una subrutina escrita en un lenguaje de programa-
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cién de alto nivel (C o C++, por ejemplo) [49]. Una vez escrita, la UDF es compilada
y después enlazada con el propio SGBD. De esta manera, la UDF puede ser llama-
da mediante la utilizacién de una consulta de tipo SELECT. Ordonez y Garcia [49]
han observado que, dado que las UDF pueden ser escritas utilizando el lenguaje C,
es posible también utilizar las estructuras de control que el propio lenguaje brinda,
por ejemplo “if”, “while”, “for”, para poder expresarlas dentro de la UDF. De esta
manera también es posible utilizar arreglos multidimensionales dentro de una UDF
(aunque en algunos SGBD comerciales actuales no es un tipo de dato que pueda ser

proporcionado a través de una consulta SELECT).
Tipos de UDF

Cada uno de los SGBD comerciales actuales contiene un conjunto bien definido
de funciones incorporadas. En los trabajos de Chen [9] y, Jaedicke y Mitschang [27],
se identifican los siguientes tipos de UDF en los SGBD: escalares, de agregacion y de

tablas.

» UDF Escalar (UDFE): Una UDFE es aplicada sobre el valor de varios atributos
de una misma tupla que recibe como entrada. Dicho de otra manera, por cada
una de las tuplas recibida como parametro, una UDFE regresa un solo valor
escalar como resultado. Ejemplos de funciones escalares en el estandar SQL son

las funciones aritméticas suma(+) y multiplicacién (x).

» UDF de Agregacién (UDFA): Una UDFA es aplicada sobre los valores de un
mismo atributo, ya sea de un grupo de tuplas o considerando a toda la relacién
como un solo grupo. La salida de una UDFA es un valor escalar por cada grupo
de tuplas, el cual es definido cuando se utiliza la clausula de SQL: GROUP

BY. Ejemplos de funciones de agregacion en el estandar SQL son las funciones

AVG() y COUNT().
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» UDF de ventana: Una UDF de ventana realiza un calculo sobre conjuntos de
tuplas en una tabla que de alguna manera se encuentran relacionadas hacia
la tupla actual. Este tipo de funcién puede compararse con una UDFA. Sin
embargo, a diferencia de las UDFA, las UDF de ventana no generan una sola
tupla al procesar un conjunto de tuplas. En su lugar, cada tupla mantiene
su resultado de manera independiente. Una UDF de ventana siempre contiene
una clausula OVER posterior al nombre de la funcién en si seguida de los
argumentos de la funcién. Esto ultimo es lo que distingue a las funciones de
ventana de las funciones escalares o de agregacion. La clausula PARTITION BY
determina como las tuplas se van a agrupar o particionar para ser procesadas
por la funcion de ventana. El alcance de la ventana puede ser establecido con la
causula ROWS BETWEEN que determina los limites a partir de la tupla actual
que se esté procesando. Para cada tupla dentro de una particiéon la funcion de
ventana calcula el valor incluyendo las demas tuplas que se encuentran dentro
de dicha particién. También se puede utilizar la clausula ORDER BY para
determinar el orden de las tuplas dentro de una particiéon. Ejemplos de funciones
de ventana en el estdandar SQL son las funciones RANK() y ROW_NUM(). Cabe
mencionar que cualquier funcién de agregacion puede ser utilizada como funcion

de ventana.

» UDF de tablas (UDFT): Una UDFT, a diferencia de una UDFE y una UDFA,
puede regresar un conjunto de tuplas en lugar de un solo valor. Una UDFT sélo
puede tener argumentos escalares, desde uno hasta n, y retorna un conjunto de
tuplas. Cada una de estas tuplas en el conjunto de salida puede consistir en uno

o multiples atributos.
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3.4. Propuesta General de Consultas Necesarias

Con la finalidad de poder implementar bisqueda por semejanza dentro de un
SGBD, es necesario proponer consultas que nos permitan utilizar los algoritmos que
resuelven KNN y e-search sobre las senales almacenadas tanto en el modelo de alma-
cenamiento horizontal como en el modelo de almacenamiento vertical. En esta seccion
se propone la estructura general que las consultas a desarrollar sobre el estandar SQL
deben cumplir. En ellas se implementan los operadores basicos identificados en la
Seccion 3.2.4 como una serie de consultas que nos permiten obtener los resultados
deseados por ambos algoritmos. De igual manera se establecen las funciones que se
necesitan para implementar tanto K-NN como e-search como funciones nativas o como
UDFs. Dada una relacién que contiene secuencias S = {s1, $2, ...y} y un patrén de
interés ¢, a continuacion se describe la estructura general propuesta para el desarrollo

de consultas que resuelven K-NN y e-search en un SGBD.

3.4.1. K-NN Sobre el Modelo de Almacenamiento Horizontal

La estructura general para las consultas que resuelvan K-NN sobre el modelo
de almacenamiento horizontal deberan de presentar una serie de subconsultas que
contemplen los operadores detectados en la Seccién 3.2.4 e ilustrados en la Figura
3.8. De esta manera, para implementar K-NN sobre el modelo de almacenamiento

horizontal se requiere de las siguientes consultas generales.
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» La primera consulta representa el operador HSim. Se encarga de obtener una
relacion Sy que contiene N secuencias sd; y sus respectivos identificadores. Ca-
da una de las secuencias sd; contiene todos aquellos valores de semejanza que
existen entre cada una de las posibles subsecuencias s, y un patréon de interés ¢
utilizando una UDF para el calculo de semejanza. A esta UDF la que denomi-

namos Sem(s;, q). La consulta expresada en SQL tiene la siguiente forma.

SELECT i, Sem(s;,q)
INTO Sy
FROM S;

Donde i es identificador de la secuencia s; y Sem(s;,q) calcula la semejanza

entre todas las posibles subsecuencias s, y un patrén ¢ (con |s;| = |q|).

= La segunda consulta representa el operador HTopSeq. Se utiliza para generar
una relacién Sy, que almacena N secuencias sk; y sus respectivos identificado-
res. Cada una de las secuencias sk; contiene los mejores k valores encontrados
en sd; € S;. Es necesario utilizar una UDF para obtener S;. A esta UDF la
denominamos KminValues(sd;, k), donde k es el nimero de mejores valores de
semejanza que se desea obtener de sd;. La consulta expresada en SQL tiene la

siguiente forma.

SELECT i, KminValues(sd;,k)
INTO Sk
FROM Sd;

= La tercera consulta representa el operador HSort y genera una relacién V, que
contiene todos los valores ordenados de Sy, asi como el identificador ¢ de la se-
cuencia sk; a la que pertenecen. La consulta necesaria, expresada en SQL tiene

la siguiente forma.
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SELECT i, unnest(sk;) as value
INTO V,

FROM S

ORDER BY values ASC;

Donde i es identificador de la secuencia sk; y unnest(sk;) es una funcién de SQL
definida en el estandar SQL:1999, la cual descompone los valores de una secuen-
cia en un conjunto de tuplas con los valores en el orden en que se encontraban

dentro de la secuencia.

Una cuarta consulta representa el operador HTop. Esta consulta se utiliza para
obtener una relacién Vj que contiene un conjunto de k valores y el idenficador
de la secuencia a la cual pertenecen. Estos valores representan los k£ mejores va-

lores encontrados en V,. La consulta expresada en SQL tiene la siguiente forma.

SELECT i, value
INTO V,
FROM V,
LIMIT k;

Finalmente, una quinta consulta que representa el operador H Pos es necesa-
ria poder encontrar la posicion de cada uno de los valores de Vj en la senal s;
donde fué calculado. Para ello proponemos una UDF a la cual denominamos
Pos(value, sd;). De esta manera, podemos obtener una relaciéon R que contie-
ne k tripletas de la forma (i, p, Sem(s,, q)). Esta relacion representa la salida a

la problematica K —N N. La consulta expresada en SQL tiene la siguiente forma.

SELECT i, Pos(value, sd;) as p, value
INTO R
FROM V;, Sy
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3.4.2. K-NN Sobre el Modelo de Almacenamiento Vertical

Para aplicar K-NN sobre el modelo de almacenamiento vertical es necesario que se
utilize una serie de consultas que contemplen los operadores detectados en la Seccion
3.2.4 e ilustrados en la Figura 3.9. A continuacién se presenta la estructura general
que las consultas deben seguir para poder implementar de manera adecuada K-NN

utilizando el modelo de almacenamiento vertical.

= La primera consulta representa el operador V' Sim y se encarga de obtener una
relacion Sy que contiene tripletas de la forma (i,t,v_Sem(s,, q)) para cada se-
cuencia presente en S, donde i es el identificador de la secuencia s; y t es la
posicién en s; donde comienza ;. Para ello es necesario implementar la UDF
v_Sem(s;,q) como una funcién de ventana, descrita en la Seccién 3.3. La con-

sulta expresada en SQL tiene la siguiente forma.

SELECT i, t, v_-Sem(s;,q) as sem

OVER (PARTITION BY ¢ ORDER BY ¢t ASC

ROWS BETWEEN CURRENT ROW AND n FOLLOWING)
INTO Sy

FROM S;

Donde la UDF v_Sem(s;, q) calcula la semejanza entre todas las posibles sub-

secuencias de s; y un patrén ¢ (con n = |q|).

= Una segunda consulta representa el operador V Sort la cual ordena los valores
de semejanza generados por la consulta anterior. El resultado de esta consulta
es una relacién S, con tripletas de la forma (i, ¢, sem), ordenadas por el valor de

semejanza sem. De esta manera, la consulta necesaria tiene la siguiente forma.

SELECT i, t, sem
INTO S,

FROM S,

ORDER BY sem ASC;
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» Una tultima consulta representa el operador V Pos. Esta consulta obtiene los
mejores k valores que se encuentren en S,, con lo que se obtiene una relacién de
salida R que contiene k tripletas de la forma (i, p, Sem(s}, q)), la cual representa

la salida en la problematica K-NN.

SELECT i, t, sem
INTO R

FROM S,

LIMIT k;

3.4.3. e-search Sobre el Modelo de Almacenamiento Horizontal

Para resolver la problematica e-search sobre el modelo de almacenamiento ho-
rizontal se propone la siguiente serie de consultas que contemplen los operadores

detectados en la Seccién 3.2.4 e ilustrados en la Figura 3.10.

= La primera consulta representa al operador HSim y es reutilizada del algorit-
mo KNN. Se encarga de obtener una relacién Sy la cual contiene N secuencias
sd; v sus respectivos identificadores. Cada secuencia sd; contiene todos aquellos
valores de semejanza que existen entre cada una de las posibles subsecuencias s
y un patrén de interés ¢ utilizando una UDF para el calculo de semejanza, a la
cual denominamos Sem(s;, q). La consulta expresada en SQL tiene la siguiente

forma.

SELECT i, Sem(s;,q)
INTO S,
FROM S,

Donde 7 es identificador de la secuencia s; y Sem(s;, ¢) es una UDF que calcula la

semejanza entre todas las posibles subsecuencias s y un patrén ¢ (con |s;| = |ql).

= La segunda consulta representa el operador HThresh y genera una relacién

Se, que almacena N secuencias se¢; y sus respectivos identificadores. Cada una
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de las secuencias se¢; contiene todos aquellos valores superiores al umbral €
encontrados en sd; € Sy utilizando una UDF. A esta UDF la denominamos
EminValues(sd;, €), donde € es un umbral de semejanza establecido. La con-

sulta expresada en SQL tiene la siguiente forma.

SELECT i, EminValues(sd;,e)
INTO S.
FROM Sd;

La tercera consulta representa el operador Hsort reutilizado del algoritmo K-
NN. Esta consulta genera una relaciéon V, que contiene todos los valores orde-
nados de S, asi como el identificador i de la secuencia s¢; a la que pertenecen.

La consulta necesaria, expresada en SQL tiene la siguiente forma.

SELECT i, unnest(se;) as value
INTO V,

FROM S,

ORDER BY values ASC;

Donde 7 es identificador de la secuencia se; y unnest(se;) es una funcién estandar
que descompone los valores de una secuencia en un conjunto de tuplas con los

valores en orden el que se encontraban dentro de la secuencia.

Una ultima consulta representa el operador H Pos, también reutilizada del algo-
ritmo K-NN. Esta consulta encuentra la posiciéon de cada uno de los valores en
V, utilizando una UDF denominada Pos(value, sd;), la cual busca la posicién
donde se encuentra value dentro de sd;. De esta manera, podemos obtener una
relacién R que contiene j tripletas de la forma (i, p, Sem(s’, q)), la cudl repre-
senta la salida en la problematica e-search. La consulta expresada en SQL tiene

la siguiente forma.
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SELECT i, Pos(value, sd;) as p, value
INTO R
FROM V,, Sy

3.4.4. e-search Sobre el Modelo de Almacenamiento Vertical

Por 1ltimo, para implementar e-search sobre el modelo de almacenamiento vertical
se propone el uso de la siguiente serie de consultas que contempla los operadores

detectados en la Seccién 3.2.4 e ilustrados en la Figura 3.11.

= La primera consulta representa el operador V.Sim reutilizado del algoritmo
KNN. Esta consulta genera una relacion S; que contiene tripletas de la forma
(i,t,v_Sem(s,,q)) para cada secuencia presente en S, donde i es el identifica-
dor de la secuencia s; y t es la posicion en s; donde comienza s;. La consulta

expresada en SQL tiene la siguiente forma.

SELECT i, t, v_.Sem(s;,q) as sem

OVER (PARTITION BY ¢ ORDER BY ¢t ASC

ROWS BETWEEN CURRENT ROW AND n FOLLOWING)
INTO Sy

FROM S;

Donde v_Sem(s;, q) es una UDF de ventana que calcula la semejanza entre todas

las posibles subsecuencias de longitud n en s; y un patrén ¢ (con n = |q|).

» La segunda consulta representa el operador V Sort reutilizado también del al-
goritmo KNN. Esta consulta se utiliza para ordenar los valores de semejanza
generados por la consulta anterior. El resultado de esta consulta es una relaciéon
S, con tripletas de la forma (7,t, sem), ordenadas por el valor de semejanza

sem. De esta manera, la consulta necesaria tiene la siguiente forma.
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SELECT i, t, sem
INTO S,

FROM Sy

ORDER BY sem ASC;

= Finalmente, una tercera consulta representa el operador V' T'hresh y conserva
solo aquellos valores en S, que se encuentren por encima del umbral de seme-
janza e. Con ello se genera una relacion R que contiene j tripletas de la forma
(i, p, Sem(s.,q)), la cual representa la salida en la problemdtica e-search. La

consulta expresada en SQL tiene la siguiente forma.

SELECT i, t, sem
INTO R

FROM S,

WHERE sem >= ¢
ORDER BY sem ASC;

En este Capitulo se han descrito las bases para implementar la bisqueda de sub-
secuencias sobre senales de ECG digitales dentro de un SGBD. Hemos propuesto la
estructura de dos modelos distintos para el almacenamiento de las senales de ECG
digitales utilizando los tipos de datos nativos de un SGBD para representar sus atri-
butos. Para cada uno de los modelos de almacenamiento proponemos también la
estructura general de las consultas necesarias para poder realizar las operaciones de
bisqueda por semejanza bajo las problematicas K-NN y e-search. Las consultas pro-
puestas en este trabajo de tesis estan compuestas a su vez por una serie de subconsul-
tas. Cada una de las subconsultas representa un operador identificado en la Seccién
3.2.4 para los algoritmos de bisqueda por semejanza. En la Tabla 3.1 se observa un
resumen del niicleo de operadores identificados asi como su reutilizacion entre los dos
algoritmos de busqueda por semejanza y los modelos de almacenamiento propuestos.

Con la propuesta de consultas compuestas por operadores y la reutilizacion de

estos tultimos evitamos la implementacién de cada uno de los algoritmos como una
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Algoritmo+Modelo de Almacenamiento
K-NN+Hor | K-NN+Ver | e-search+Hor | e-search+Ver

Operador

HSim
HTopSeq
HSort
HTop
HPos
HThresh °
VSim
VSort °
VTop °
VThresh °

Tabla 3.1: Reutilizacién de Operadores Identificados Entre Algoritmos y Modelos de
Almacenamiento

funcion ad-hoc del SGBD. Para la creacién de las consultas se contemplé un conjunto
de funciones nativas del SGBD. Sin embargo, ante la carencia de algunas funciones
requeridas para lograr la implementacion de bisqueda por semejanza se aprovecha la
facilidad que ofrecen algunos SGBD comerciales actuales para incrementar sus capa-
cidades utilizando UDFs. De esta manera queda establecida la metodologia completa
para implementar la busqueda por semejanza haciendo uso exclusivo de un SGBD

aprovechando las capacidades que este nos brinda.
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CAPITULO 4
EVALUACION EXPERIMENTAL Y RESULTADOS

La experimentacion realizada en este trabajo de tesis contempla la medicién de
eficiencia para las consultas propuestas durante la implementaciéon de los algoritmos
de busqueda por semejanza sobre senales de ECG digitales dentro de un SGBD.
La eficiencia fue medida en términos del tiempo de ejecucién requerido por cada
una de las consultas utilizadas. Las consultas propuestas resuelven los algoritmos de
vecinos mas cercanos (K-NN, K-Nearest Neighbours) y e-search en los modelos de
almacenamiento horizontal y almacenamiento vertical.

La plataforma computacional en la que fueron ejecutadas y evaluadas las consultas
utilizadas consiste en un equipo de cémputo estacionario con un procesador Intel
dual-core de 2.3Ghz, 2GB de memoria principal y un disco duro SATA III de 3.5”,
7200 revoluciones por minuto (rpm) y 1 Terabyte de capacidad de almacenamiento.
El SGBD seleccionado fue PostgreSQL en su versién 9.3 sobre el sistema operativo
CentOS 6.5.

El tiempo de ejecucion fue considerado como el tiempo requerido para obtener
el conjunto de tripletas R = { (i, indice, Sem(s,,q))} dado un conjunto de senales de
ECG digitales S y un patrén de interés ¢. La cardinalidad de R, denotada como |R)|
es un valor que depende directamente del valor asignado a k en el caso de K-NN.
Para el caso de busqueda por rango o e-search el resultado depende directamente del
valor asignado a €. La medida de semejanza utilizada para el clculo de Sem(s,, q) fue
la distancia Euclideana debido a su vasta utilizacion en la literatura. Las consultas
utilizadas en nuestra experimentacion fueron desarrolladas en el lenguaje SQL, bajo
el estandar SQL:1999. Cada una de las consultas fue tratada para obtener el mismo

resultado ante los modelos de almacenamiento horizontal y almacenamiento vertical.
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El conjunto de datos de prueba utilizado proviene del repositorio Physionet, y se
describe en la Seccién 4.1.

En este Capitulo se contemplan distintas alternativas para el manejo intermedio
de datos generados entre subconsultas. Esto ultimo partiendo de la idea de que los
tiempos de ejecucion de las consultas difieren de manera significativa tanto por el
modelo de almacenamiento utilizado como por el tamano del conjunto de pruebas.
Para seleccionar las alternativas utilizadas fue necesario considerar las caracteristicas
y herramientas especiales que nos brinda el SGBD PostgreSQL. Esto con la finalidad
de explorar nuestras opciones y poder encontrar el modelo de almacenamiento que nos
permita ejecutar las consultas y obtener los resultados deseados en el menor tiempo
posible.

Una propuesta que resulte competitiva a una aplicacién ad-hoc desarrollada y
ejecutada directamente por el sistema operativo representa uno de los mayores retos
[39]. Para poder comparar el desempenio de nuestra propuesta, se desarrollé una
aplicacién ad-hoc utilizando el lenguaje de programaciéon ANSI C por cada algoritmo
implementado dentro del SGBD. Es decir, se desarrollaron dos aplicaciones ad-hoc
para realizar busqueda por semejanza sobre los datos almacenados en formato binario
como archivos del sistema operativo. Con ello, una de las aplicaciones ad-hoc y a la
cual denominamos K_ADHOC se desarrollé para poder realizar bisqueda mediante
el algoritmo K-NN. Por otro lado, la otra aplicaciéon ad-hoc y a la cual denominamos
E_ADHOC fue desarrollada para realizar busqueda por semejanza con el algoritmo

e-search.
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4.1. Descripcion del Conjunto de Datos de Prueba

Los datos de prueba utilizados en este trabajo fueron obtenidos del repositorio
de datos Physionet, accesible desde el sitio http://physionet.org/. Este repositorio es
un recurso para aquellos investigadores que estudian senales biomédicas y series de
tiempo. Physionet nos ofrece distintos tipos de senales biomédicas para el analisis
de problemas abiertos a investigadores y estudiantes alrededor del mundo. Los datos
disponibles en Physionet fueron disenados de manera especial para la evaluaciéon y
aceptacion de algoritmos en el anélisis de senales [43].

Actualmente, en el repositorio de Physionet se cuenta con 29 bases de datos que
contienen senales de ECG digitales. Estas senales se encuentran almacenadas como
archivos binarios en un formato propietario con extension “.dat” y ademas se proveen
también archivos cabecera con extension “.head”, los cuales contienen informacion
adicional de la senal. Nuestro trabajo contempla el uso de cuatro bases de datos del
repositorio Physionet, tanto por su utilizacién en la literatura como por su variabilidad
en duracion y frecuencias de muestreo. Dicha variacién nos permite obtener resultados
en la aplicacién de los algoritmos bajo distintos escenarios en un ambiente real. La
duracién y la frecuencia de las senalesde ECG digitales encontradas en el repositorio
suelen ser iguales dentro de una misma base de datos, pero varian entre las distintas
bases de datos [36]. La longitud de las senales de ECG digitales de las bases de datos
utilizadas en nuestro trabajo varian desde los 47.93 segundos hasta las 2 horas. Por
otra parte, la frecuencia de muestreo varia desde los 250Hz hasta los 720Hz [21, 39, 42].
A continuacién se describen de manera mas detallada las bases de datos utilizadas en

este trabajo como conjunto de datos de prueba.

= ANSI/AAMI EC13: Introducida al repositorio Physionet en el ano 2002, es la
base de datos con ECG de menor longitud. Los archivos en esta base de datos
pueden ser usados para probar dispositivos en el monitoreo de ECGs online

debido a su duracién. Contiene 10 archivos, cada uno representa una senal de
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ECG digital con una sola derivaciéon, muestreado a 720Hz y con una resolucion
de 12 bits [17]. La duracién de las 10 sefiales varfan desde los 47.93 segundos
hasta los 90.6 segundos [39]. En la Figura 4.1 se ilustra una subsecuencia de
2,160 valores, equivalente a 3 segundos de duracién. La subsecuencia pertenece
a una de las senales de ECG digitales etiquetada como ’aami3a’. A lo largo del

resto de este trabajo, nos referiremos a esta base de datos como A AMI.

Figura 4.1: Subsecuencia de la Senal de ECG Digital de la Base de Datos
ANSI/AAMI EC13 Identificada como "aami3a’.

QT Database: Esta base de datos fue agregada a Physionet en el ano 2001.
Contiene senales de ECG digitales que fueron seleccionados para la representa-
cién de una amplia variedad de morfologias QRS y ST-T, con la finalidad de
representar un reto para los algoritmos de deteccion del complejo QRS en apli-
caciones del mundo real. La base de datos QT contiene un total de 105 senales
de ECG digitales. Cada senal de ECG digital cuenta con 2 derivaciones de 15
minutos de duracion, una frecuencia de muestreo de 250Hz y una resolucion de
11 bits. Cada senal de ECG digital contiene entre 30 y 100 latidos represen-
tativos anotados manualmente por cardiélogos. Estas anotaciones identifican el
inicio y fin de la onda P, el inicio y fin del complejo QRS, inicio y fin de la
onda T, y (de estar presente) el inicio y fin de la onda U [34]. La base de datos
QT fue conformada por senales de ECG digitales tomadas de otras bases de

datos (véase la Tabla 4.1). Las bases de datos que la componen son MIT-BIH



62

Arrhythmia [41], MIT-BIH ST [6], MIT-BIH Supraventricular [23], MIT-BIH
Long Term [21], European ST database [60], MIT-BIH Normal Sinus Rithm
[21] y Sudden Cardiac Death Holter DB [22]. En la Figura 4.2 se ilustra una
subsecuencia de 750 valores equivalente a 3 segundos de duracién. Dicha sub-
secuencia pertenece a la senal de ECG digital denominada ’sel100’. En el resto

del presente trabajo nos referiremos a esta base de datos como QT.

Figura 4.2: Subsecuencia de la Senal de ECG Digital de la Base de Datos QT
Identificada como ’sel100’.

MIT-BIH | MIT-BIH | MIT-BIH | MIT-BIH | Euro. | MIT-BIH | Sudden
Arrhythmia ST Supra. Long Term | ST | NSR DB | Death
15 6 13 4 33 10 24

Tabla 4.1: Procedencia de las 105 Senales que Componen la Base de Datos QT.

= MIT-BIH Arrhythmia Database: Esta base de datos se incluy6 a Physio-
net en el ano de 1999. Fue uno de los mayores productos del esfuerzo entre el
Beth Israel Deaconess Medical Center (BIDMC) y el Massachusetts Institute of
Technology (MIT) tras el apoyo a la investigacién hacia el andlisis de arritmias
y temas relacionados. Fue la primera base de datos disponible para la evaluaciéon
de detectores de arritmias. Contiene 48 senales de ECG digitales. Cada una de
estas senales cuenta con 2 derivaciones obtenidas de 47 sujetos de estudio en el
laboratorio de BIH Arrhythmia entre los anos 1975 y 1979. Dos o mas cardidlo-

gos anotaron independientemente cada derivacion. Las senales de ECG digitales
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tienen una duraciéon de 30 minutos, una frecuencia de muestreo de 360Hz y una
resolucion de 11 bits [41]. En la Figura 4.3 se ilustra una subsecuencia de 1080
valores equivalente a 3 segundos de duracion. La subsecuencia pertenece a la
senal de ECG digital etiquetada como "100°. A lo largo del resto de este trabajo,

nos referiremos a esta base de datos como MIT-BIH.

Figura 4.3: Subsecuencia de la Senal de ECG Digital de la Base de Datos MIT-BIH
Arrhythmia Identificada como "100’.

» European ST-T Database: Esta base de datos se incluyé a Physionet en
el ano 2000. Fue creada con la intencién de evaluar algoritmos para el analisis
de los cambios en las ondas ST y T. Contiene 90 senales de ECG digitales
obtenidas de 79 pacientes. Esta base de datos contiene las senales de ECG
digitales con mayor longitud. Cada senal cuenta con 2 derivaciones, una duracion
de 2 horas, una frecuencia de muestreo de 250Hz y una resolucién de 12 bits. Al
igual que en la base de datos MIT-BIH Arrhythmia, 2 cardidlogos trabajaron
independientemente en las anotaciones de cada derivacion latido por latido. En
la Fiigura 4.4 se ilustra una subsecuencia de 750 valores equivalentes a 3 segundos
de duracién, que pertenece a la senal de ECG digital etiquetada como ’e0103’.
A lo largo del resto de este trabajo, nos referiremos a esta base de datos como

European.
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Figura 4.4: Subsecuencia de la Senal de ECG Digital de la Base de Datos European
ST-T Identificada como 'e0103’.

4.2. Modelos de Almacenamiento en el Sistema Gestor de
Bases de Datos

Una vez que los modelos de almacenamiento horizontal y vertical fueron definidos,
lo siguiente fue realizar la implementacion de estos modelos de almacenamiento dentro
del SGBD. Esto tltimo con la finalidad de poder almacenar las senales de ECG dentro
del SGBD de acuerdo a los modelos de almacenamiento propuestos. Apegandonos al
estandar SQL:1999, la creacién de las tablas necesarias para el almacenamiento de los
datos se realizé de acuerdo a los esquemas establecidos en las Secciones 3.1.1 y 3.1.2
para el almacenamiento horizontal y almacenamiento vertical, respectivamente. Para
ello, cada una de las derivaciones encontradas en el conjunto de datos fue tratada
como una senal de ECG digital independiente al momento de almacenarlas dentro
del SGBD.

Para poder obtener los datos que se almacenaron en el SGBD fue necesaria una
etapa de preprocesamiento de los datos utilizando un paquete de software denominado
WaveForm DataBase Software Package (WFDB). WEFDB esta disponible en Physionet
y cuenta con una aplicacion llamada rdsamp la cudl nos permitié extraer los valores
a partir de un archivo de senal de cada uno de los conjuntos de datos utilizados.

Para el caso de las aplicaciones K. ADHOC y E_ADHOC se realizé una trans-

formacion de los archivos de texto que contenian los valores de las senales de ECG
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digitales a un formato binario. El resultado de esto es un archivo binario por cada
una de las senales de ECG, donde cada muestra presente en una senal es un valor
numeérico de tipo flotante que ocupa un espacio de 4 bytes. Con este formato se evita
la realizacién de una decodificaciéon de N bits durante la experimentacion con las apli-
caciones ad-hoc, donde N son los bits de profundidad de codificacion de cada conjunto

de datos de prueba.

4.2.1. Implementacién del Modelo de Almacenamiento Horizontal

El modelo de almacenamiento horizontal requiere de tablas que presenten un es-
quema de la forma Sy=<id, ecg>. Con el fin de almacenar el identificador de cada
una de las senales se utilizo un tipo de dato entero. Para el almacenamiento de la
senal de ECG digital (la cual es una secuencia de nimeros reales) se utilizé un tipo
de dato arreglo que contiene nimeros de punto flotante. El tipo de dato arreglo fue
introducido en el estandar SQL:1999 [40]. Cada uno de los valores presentes dentro
de una senal fue almacenado dentro de una posicién del arreglo, con lo que no sélo
se respetan los valores de la senal, sino también el orden en el que se encuentran. De
esta manera, el esquema para cada una de las tablas en las cuales fueron almacenadas
las seniales de ECG digitales se establecié de la forma Sy =< sidint, s float[] >.

Para cada una de las cuatro bases de datos seleccionadas se cre6 una tabla distinta
de acuerdo al esquema anterior, en las cuales fueron almacenadas sus respectivas
senales de ECG digitales. Para la base de datos AAMI se cred una tabla nombrada
h_aami en la cual se almacenaron 10 registros (10 senales con 1 derivacién cada una).
Para la base de datos QT se cre6 una tabla llamada h_qt en la que se almacenaron
210 registros (105 senales con 2 derivaciones cada una). Para la base de datos MIT-
BIH se creé la tabla h_mit en la que se almacenaron 96 registros (48 senales con 2
derivaciones cada una). Finalmente, para la base de datos European se creé la tabla

h_edb en la cual se almacenaron 180 registros (90 sefiales con 2 derivaciones cada una).
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4.2.2. Implementacién del Modelo de Almacenamiento Vertical

El modelo de almacenamiento vertical requiere que las tablas creadas presenten
un esquema de la forma Sy =<id, indice, valor>. Siguiendo dicho esquema, el identifi-
cador de cada una de las senales de ECG digitales fue almacenado utilizando un tipo
de dato entero. De igual manera, el indice que representa la posicion de cada valor
dentro de la senal de ECG digital se almacen6é como un tipo de dato entero. Final-
mente, cada uno de los valores dentro de las senales de ECG digitales fue almacenado
como un tipo de dato numérico de punto flotante. De esta manera, el esquema para
cada una de las tablas que almacenan las senales de ECG digitales en el modelo de
almacenamiento vertical presenta la forma Sy =< sid int, indice int, valor float >.

De manera similar al modelo de almacenamiento horizontal, se cre6 una tabla para
cada una de las cuatro bases de datos seleccionadas de acuerdo al esquema anterior. La
utilizacion del modelo de almacenamiento vertical implica el manejo de un nimero de
registros mucho mayor que los utilizados en el modelo de almacenamiento horizontal.
Esto se debe a que es necesario almacenar n x f x t X d registros para cada una de
las bases de datos, donde n es el nimero de senales de ECG digitales en la base de
datos, f es la frecuencia de muestreo utilizada, ¢ es la longitud en segundos de las
senales de ECG digitales y d es el nimero de derivaciones presentes en cada senal de
ECG digital.

Para la base de datos AAMI se cre6 una tabla denominada v_aami en la cual se
almacenaron 10 x 720 x 90 x 1 registros aproximadamente. Para la base de datos QT
se cre6 una tabla llamada v_gt en la que se almacenaron 105 x 250 x 900 x 2 registros.
Para la base de datos MIT-BIH se creé la tabla v_mit en la que se almacenaron
48 x 360 x 1800 x 2 registros. Finalmente, para la base de datos European se creé la

tabla v_edb donde se almacenaron 90 x 250 x 7200 x 2 registros.
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4.2.3. Seleccién de Patrones Para los Algoritmos de Biisqueda por Seme-

janza

Para implementar los algoritmos propuestos de busqueda por semejanza fue ne-
cesario crear un conjunto de patrones de interés, los cuales son buscados dentro de
cada una de las senales almacenadas anteriormente. Dado que el repositorio physio-
net no ofrece patrones de senales de ECG digitales como parte de sus bases de datos,
nosotros generamos nuestros patrones a partir de las senales de las cuatro bases de
datos seleccionadas.

En la literatura se menciona que %L de segundo es tiempo suficiente para observar
un latido cardiaco completo [18, 55]. En base a esto podemos definir que un patrén de
interés es una subsecuencia si; obtenida de una sefial de ECG digital s previamente
almacenada. La subsecuencia sgj comprende los valores desde la posicién 7 hasta la
posicién j, donde j — i = (i)({), donde f es la frecuencia de muestreo de s. De
esta manera, para cada una de las tablas creadas bajo el modelo de almacenamiento
horizontal se cre6 una tabla de patrones con esquema Py=<pid int, q float] |>,
donde cada patréon ¢ representa el ultimo }l de segundo correspondiente a cada senal
s almacenada. Posteriormente se eliminé el iltimo }1 de segundo de cada una de las
senales s almacenadas en los modelos de almacenamiento horizontal y vertical.

Tras la aplicacién de los pasos anteriores, a partir de la tabla h_aami se creé la
tabla de patrones h_aami_pat, la cual contenia 10 registros con patrones de longitud
(i)(@) = 180. A partir de la tabla h_gt se cred la tabla de patrones h_qt_pat, donde se
almacenaron 210 registros con patrones de longitud (1)(2%) ~ 62. De la tabla h_mit
se creo la tabla de patrones h_mit_pat donde se almacenaron 96 registros con patrones
de longitud (3)(2%2) = 90. Finalmente, a partir de la tabla h_edb se generd la tabla
h_edb_pat donde se almacenaron 180 registros representando patrones de longitud

(1)(22) ~ 62.

En la generaciéon de patrones para la busqueda sobre los datos bajo el mode-
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lo de almacenamiento vertical fue necesario utilizar los patrones generados a partir
de las tablas bajo el modelo de almacenamiento horizontal. Esto a causa de que el
SGBD presenta una limitacién para la creacion de UDFs que involucren el uso datos
provenientes de dos o mas tablas bajo el esquema de almacenamiento vertical. De
esta manera, los patrones utilizados fueron aquellos almacenados bajo el esquema Py

anteriormente descrito.

4.2.4. Requerimientos Fisicos de Almacenamiento

Las senales de ECG digitales que ain no han sido tratadas representan la fuente
de informacién principal para cualquier tipo de procesamiento que pueda ser aplicado
sobre ellas [18]. Durante la etapa de experimentacién de este trabajo de tesis se
trabajé sobre senales de ECG digitales no tratadas. En otras palabras, las senales
de ECG digitales se almacenaron sobre los modelos de almacenamiento propuestos
horizontal y vertical tal cual son ofrecidas por parte del repositorio Physionet. Para el
caso de las aplicaciones ad-hoc, los datos de las senales fueron almacenados sobre un
formato binario para evitar la decoficicacién de bits. Para tener una idea clara sobre
los requerimientos en disco que cada uno de nuestros modelos de almacenamiento,
asi como los archivos binarios utilizados requieren, fue necesaria la revision de las
dimensiones de las tablas y los archivos binatios utilizados una vez que los datos
fueron almacenados. En la tabla 4.2 se describe el espacio en disco necesario por cada
una de las bases de datos utilizadas sobre los modelos de almacenamiento propuestos
y archivos binarios.

Cada una de las derivaciones presentes en los conjuntos de datos fueron tomados
como una senal de ECG digital independiente y almacenadas en archivos binarios
separados. El identificador de cada archivo binario fue asignado al nombre de cada
archivo. Cada valor presente en una senal de ECG digital fue almacenado como un

dato numérico de punto flotante que requiere 4 bytes de espacio en disco. De esta
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Base de Datos Modelo de Almacenamiento
Horizontal | Vertical | Binarios
AAMI 0.6 27 1.8
QT 53 1,781 160
MIT-BIH 93 2,440 260
European 417 13,082 1,260

Tabla 4.2: Requerimientos Fisicos de Almacenamiento de Datos en Disco (en
Megabytes).

manera, por ejemplo para la base de datos AAMI el espacio en disco requerido por
los archivos binarios fue de 1.8MB. Para el almacenamiento en archivos binarios de
la base de datos QT se requirieron 160MB, para la base de datos MIT-BIH 220MB y
finalmente para la base de datos European 1,260MB.

Para el caso particular del modelo de almacenamiento horizontal, se utilizé una
tabla con esquema < sidint,s float[] > para el almacenamiento de las senales de
ECG digitales. Esto es, un dato de tipo entero para el identificador de la senal y un
dato de tipo arreglo numérico de punto flotante para el almacenamiento de la senal en
si. En el SGBD Postgres version 9.3 no es posible almacenar valores muy largos en una
sola columna. Para resolver esta limitacion, los valores muy largos son comprimidos
o separados en multiples renglones. Esto sucede de manera transparente al usuario.
La técnica utilizada para poder hacer esto se denomina TOAST (The Oversized-
Attribute Storage Technique) y es aplicada de manera nativa sobre el tipo de dato
arreglo cuando requieren mas espacio del asignado a una pagina, es decir 8 kiloBytes.
Esto ultimo presenta una gran ventaja para los requerimientos de disco necesarios por
el modelo de almacenamiento horizontal que se propone en este trabajo. El espacio
requerido por la base de datos AAMI dentro del SGBD es de 0.6MB, esto representa
3 veces menos espacio requerido con respecto a los archivos binarios. Para la base de
datos QT se presenta una reduccién de espacio en disco de 3 veces con respecto a
lo requerido por los archivos binarios. Para la base de datos MIT-BIH se tuvo una

reduccion de espacio en 2.8 veces con respecto al espacio requerido por los archivos
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binarios. Finalmente para la base de datos European se tuvo una mejora similar con
respecto al espacio en disco requerido por los archivos binarios en una proporcién de
3 veces menos espacio.

En el modelo de almacenamiento vertical se utilizo el esquema < sid int, indice int,
valor float >. Esto es, un tipo de dato entero para el identificador de la senal, un
dato de tipo entero para el indice de cada valor dentro de la senal y un dato numérico
de punto flotante para cada uno de los valores dentro de la senal. Bajo este esquema
de almacenamiento, el nimero de registros para poder almacenar una sola senal de
ECG digital aumenta considerablemente con respecto al tnico registro necesario en
el modelo de almacenamiento horizontal. El nimero de registros aumenta en orden
1 : ¢t x f, donde t es la duracién en segundos de la senal de ECG digital y f es
la frecuencia de muestreo. El espacio requerido por la base de datos AAMI es de
27MB, lo que representa un aumento de 45 veces con respecto al espacio utilizado en
el modelo de almacenamiento horizontal. Para la base de datos QT se presenta un
aumento de espacio en disco de 33.6 veces con respecto a lo requerido por el modelo
de almacenamiento horizontal. En el caso de la base de datos MIT-BIH se tuvo un
aumento de espacio en proporcion de 26.2 veces con respecto al espacio requerido por
el modelo de almacenamiento horizontal. Finalmente para la base de datos European
utiliz6 un mayor espacio en disco con respecto al espacio en disco requerido por el

modelo de almacenamiento horizontal en una proporciéon de 31.4 veces més.

4.3. Bisqueda de Subsecuencias con Consultas SQL

En esta seccion se describen las consultas utilizadas durante la evaluacion experi-
mental del presente trabajo de tesis. Las consultas desarrolladas fueron definidas como
una serie de subconsultas que conforman la funcionalidad necesaria para la aplicacion
de los algoritmos de busqueda por semejanza tanto para K-NN como para e-search

sobre las senales de ECG digitales almacenadas bajo los modelos de almacenamiento
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horizontal y almacenamiento vertical. La utilizaciéon de subconsultas requiere que los
datos que se usan entre ellas deben ser almacenados ya sea de manera transitoria en
disco o de manera volatil en memoria principal. Con dicho fin, se desarrollaron distin-
tas versiones de las consultas propuestas utilizando: a) tablas transitorias, b) vistas
y ¢) CTEs (Common Table Expressions) como medios auxiliares para el tratamiento

de los datos intermedios de las subconsultas.

4.3.1. Alternativas de Manejo de Datos Intermedios entre Subconsultas

El manejo de datos intermedios puede ser determinante para afectar directamente
los tiempos de ejecucion de una consulta en particular. Es por ello, que en este trabajo
se realizaron experimentos sobre distintos métodos de manejo de datos intermedios
entre subconsultas. Estos métodos estan disponibles en el estandar SQL:1999 y se

describen a continuacion.

= Tablas transitorias: Una tabla transitoria nos permite almacenar de manera
temporal y procesar datos intermedios, asi como aplicar sobre ella las opera-
ciones SELECT, UPDATE, JOIN, etc. que son aplicables sobre cualquier otra
tabla existente en el SGBD. Algunos SGBD actuales son capaces de eliminar una
tabla transitoria cuando la sesién del usuario que la cred termina. Sin embargo,
en los SGBD donde eso no sucede es necesario utilizar el comando DROP TA-
BLE <nombre_tabla> para poder eliminar la tabla transitoria creada, de otra
manera quedard guardada dentro del SGBD de forma permanente. Para poder
crear una tabla transitoria que almacena el resultado de una consulta se utiliza

la siguiente sintaxis.

SELECT <al,a2,...aN> INTO <tabla_tmp>
FROM <tabla>...;
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Donde <al,a2,...aN> es la lista de atributos a seleccionar en la consulta, ta-
bla_tmp es el nombre de la tabla transitoria donde se almacenara el resultado
de la consulta, y tabla es el nombre de la tabla de donde se selecciona la lista

de atributos.

Vistas: En términos generales, una vista es un atajo o un acceso directo para
una consulta de tipo SELECT. La definicién de una vista queda almacenada
dentro del SGBD, sin embargo, cuando una vista se utiliza, el resultado nece-
sitara ser generado cada vez, incluso si es ejecutada mas de una vez dentro de

una misma consulta. Para poder crear una vista se utiliza la siguiente sintaxis.

CREATE VIEW <n_vista> AS
SELECT <al,a2,...aN>
FROM <tabla>...;

Donde n_vista es el nombre que se le da a la vista, <al,a2,...aN> es la lista de
atributos a seleccionar en la consulta y tabla es el nombre de la tabla de donde
se selecciona la lista de atributos. Para poder hacer uso de una vista se utiliza
una consulta de tipo SELECT en donde se especifica el nombre de la vista a

utilizar de la siguiente manera.

SELECT <al,a2...aN>
FROM <n_vista>...;

CTEs: A partir del estandar SQL:1999 se utiliza el comando WITH para poder
definir una o mas CTEs. Las CTEs son utilizadas como consultas auxiliares
durante la creacién de una consulta mayor. Cada CTE puede ser considerada
como una tabla transitoria que existe en memoria principal sélamente durante
el tiempo de ejecucion de la consulta. Si el tamano necesario para almacenar

los datos generados por una CTE es mayor a la memoria disponible entonces
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se realiza el intercambio de datos entre memoria principal y disco para poder
obtener el resultado final. El resultado generado por cada CTE es solamente
accesible por las CTEs posteriores (o para ella misma cuando utiliza recursién),
y debe existir siempre una subconsulta denominada consulta principal que haga
el llamado a la ultima CTE definida. Para poder utilizar CTEs en una consulta

se requiere de la siguiente sintaxis.

WITH <nombre_ctel> AS
(SELECT <al,a2,...aN>
FROM <tablal>...),
WITH <nombre_cte2> AS
(SELECT <bl1,b2,...bM>
FROM <tabla2>...)
SELECT <al,a2...aN,b1,b2,...bM>
FROM <nombre_ctel>,<nombre_cte2>;

Donde nombre_ctel y nombre_cte2 son los nombres que se les da a las CTEs,
<al,a2,...aN>y <b1,02,...bM> son las listas de atributos a seleccionar en cada
CTE y, tablal y tabla2 es el nombre de las tablas de donde se obtiene la lista de
atributos de cada CTE respectivamente. Finalmente, en la subconsulta principal
puede seleccionarse cualquier atributo presente en el resultado de las CTEs

previos mediante la realizacién de producto cruz u operadores JOIN entre ellas.

Con base en lo anterior, a continuaciéon se describen las consultas que fueron
utilizadas durante la etapa de experimentacién en este trabajo de tesis. En la Tabla
4.3 se observa un resumen de las consultas que se proponen. Para cada una de las
consultas se describe el niimero de subconsultas que las componen, el nimero de
UDFs desarrolladas y el nimero de funciones nativas del SGBD utilizadas. El nombre
asignado a cada una de las consultas presenta el siguiente formato: m_d_a_<v>. En
este formato m representa el modelo de almacenamiento utilizado, d representa la

alternativa para el manejo de datos intermedios, a representa el algoritmo de buisqueda



74

Abreviacién Algoritmo Modelo de Medio de Almacenamiento | Subconsultas | # de UDF | # de Funciones
Almacenamiento Transitorio Utilizadas | Utilizadas SQL:1999
H.TMP_K V1 K-NN Horizontal Tablas Transitorias 4 3 1
H.TMP_K_V2 K-NN Horizontal Tablas Transitorias 3 2 1
H.TMP_K_V3 K-NN Horizontal Tablas Transitorias 3 1 2
H.TMP_K_V4 K-NN Horizontal Tablas Transitorias 4 2 1
H_VIEW_K_V1 K-NN Horizontal Vistas 4 3 1
H_VIEW_K_V2 K-NN Horizontal Vistas 3 2 1
H_VIEW_K_V3 K-NN Horizontal Vistas 3 1 2
H_VIEW K V4 K-NN Horizontal Vistas 4 2 1
H_-WITH.K_V1 K-NN Horizontal CTE 4 3 1
H WITH K_V2 K-NN Horizontal CTE 3 2 1
H_-WITH.K_V3 K-NN Horizontal CTE 3 1 2
H.WITH_K_V4 K-NN Horizontal CTE 4 2 1
V_TMP_K K-NN Vertical Tablas Transitorias 1 1 0
V_VIEW _K K-NN Vertical Vistas 1 1 0
V_WITH_K K-NN Vertical CTE 1 1 0
H.TMP_E_V1 e-search Horizontal Tablas Transitorias 4 3 1
H.TMP_E_V2 e-search Horizontal Tablas Transitorias 3 2 1
H.TMP_E_V3 e-search Horizontal Tablas Transitorias 3 1 2
H.TMP_E_V4 e-search Horizontal Tablas Transitorias 4 2 1
H_VIEW_E_V1 e-search Horizontal Vistas 4 3 1
H_VIEW_E_V2 e-search Horizontal Vistas 3 2 1
H_VIEW_E_V3 | e-search Horizontal Vistas 3 1 2
H_VIEW_E_V4 e-search Horizontal Vistas 4 2 1
H WITH.E_V1 e-search Horizontal CTE 4 3 1
H.WITH_E_V2 | e-search Horizontal CTE 3 2 1
H.WITH_E_V3 | e-search Horizontal CTE 3 1 2
H WITH_E_V4 e-search Horizontal CTE 4 2 1
V_TMP_E e-search Vertical Tablas Transitorias 1 1 0
V_VIEW_E e-search Vertical Vistas 1 1 0
V_WITH_E e-search Vertical CTE 1 1 0
Tabla 4.3: Resumen General de las Consultas Propuestas.

utilizado y v representa la versiéon de una misma consulta.

4.3.2.

Algoritmo K-NN

Consultas Sobre el Modelo de Almacenamiento Horizontal Para el

De acuerdo a la estructura general de consultas descritas en la Seccién 3.4.1 he-

mos propuesto un total de 12 cosultas para la implementacion del algoritmo K-NN

sobre el modelo de almacenamiento horizontal. La composicién de estas 12 consultas

se basa en cuatro consultas principales que fueron implementadas con el uso de tres

distintos medios auxiliares para el almacenamiento transitorio de datos. Cuatro de

las consultas hacen uso de tablas transitorias, otras cuatro consultas hacen uso de
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vistas y las ultimas cuatro consultas hacen uso de CTEs. Cada una de las consultas
requiere la definicién de cuatro variables: Sy, Py, X y K, donde Sy es el nombre
de la tabla donde estan almacenadas las senales de ECG bajo el modelo de almace-
namiento horizontal, Py es el nombre de la tabla que contiene los patrones, X es el
identificador del patréon g que se busca dentro de Sy, y K es el valor de k para el
algoritmo K-NN. El resultado obtenido de cada una de las consultas es una tabla con
esquema < idint, posint, sem float >, donde id es el identificador de la senal de ECG
digital almacenada s; en la cual se encontrd el patrén g, pos representa la posicién
donde comienza s dentro de s; y sem es el valor de semejanza de la subsecuencia s,
con respecto al patrén ¢. De igual manera se crearon cuatro distintas UDF's identi-
ficadas la Seccién 3.4.1. Esto con el fin de lograr la integracion del algoritmo K-NN
sobre el modelo de almacenamiento horizontal. Estas cuatro UDFs son descritas a

continuacion.
» Dist()

e Descripcion: Funcién utilizada para el calculo de semejanza basada en la
distancia Euclideana entre dos arreglos numéricos de punto flotante. Am-

bos arreglos requieren ser de la misma longitud.
e Parametros de entrada: Arreglo s y arreglo g.

e Salida: Arreglo numérico de punto flotante que contiene todos los valores

de semejanza entre ¢ y todas las posibles subsecuencias de s.

» KminValues()

e Descripcion: Funcién utilizada obtener los £ valores considerados como

mejores semejanzas dentro de un arreglo numérico de punto flotante.

e Parametros de entrada: Arreglo de semejanzas dsi y valor de k para deli-

mitar el niumero de resultados.
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e Salida: Arreglo numérico de punto flotante que contiene las k mejores se-

mejanzas encontradas en el arreglo de entrada dsi.
» Pos()

e Descripcion: Funcién utilizada para obtener la posicion de la primera coin-
cidencia de un valor numérico de punto flotante dentro de un arreglo

numérico de punto flotante.
e Pardmetros de entrada: Arreglo dsi y valor de semejanza sem _val.

e Salida: Valor numérico de tipo entero que representa la posicion donde se

encontrdé sem_val dentro del arreglo dsz.
» KminValuesPos()

e Descripcion: Esta funcién es una variante de la funcién KminValues(). Es
utilizada obtener las posiciones de los k valores considerados como mejores

semejanzas dentro de un arreglo numérico de punto flotante.

e Parametros de entrada: Arreglo de semejanzas dsi y valor de k para deli-

mitar el numero de resultados.

e Salida: Arreglo numérico de punto flotante que contiene las posiciones de
los k valores considerados como mejores semejanzas encontrados en el arre-

glo dsi.

En los siguientes puntos se describe a detalle cada una de las consultas propuestas para
poder obtener los resultados del algoritmo K-NN sobre el modelo de almacenamiento

horizontal haciendo uso de las UDFs descritas anteriormente.
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Consultas Para Resolver K-NN Utilizando Tablas Transitorias Sobre el Modelo de

Almacenamiento Horizontal.

= H TMP_K_V1: Esta consulta utiliza tablas tansitorias para el almacenamiento
de datos intermedios. Esta conformada a su vez por una serie de cuatro sub-
consultas en las cuales se utilizan un total de tres UDFs: Dist(), KminValues()

y Pos(), asi como una funcién del estandar SQL:1999: unnest().

SELECT sid, Dist(s, q) AS dsi INTO T1
FROM Sy, Py
WHERE pid = X

SELECT sid, KminValues(dsi, K) AS k.dsi INTO T2
FROM TT1;

SELECT sid, unnest(k_dsi) AS k_global INTO T3
FROM T2
ORDER BY k_global ASC
LIMIT K:

SELECT T1.sid AS id, Pos(dsi, k_global) AS pos, k_global AS sem
FROM T1,T3
WHERE T1.sid = T3.sid
ORDER BY sem ASC;

La descripcién de la consulta es la siguiente. La primera subconsulta representa
el operador HSim y genera una tabla T'1 con esquema < sidint, dsi float[] >.
Dado el identificador pid de un patrén ¢, esta subconsulta se utiliza para el
calculo de semejanza entre g y todas las posibles subsecuencias encontradas en
s. De esta manera, para cada arreglo s en Sy la subconsulta regresa el identi-
ficador sid de s y un arreglo dsi que contiene todos los valores de semejanza
calculados entre s y ¢. La segunda subconsulta representa al operador HT opSeq
y genera una tabla 72 con esquema < sidint, k_dsi float[] >. Para cada regis-
tro en T'1, esta subconsulta obtiene el identificador sid y un arreglo k_dsi que
contiene los mejores K valores encontrados en dsi. La tercera subconsulta rea-

liza lo estipulado por los operadores HSort y HTop y genera una tabla 7'3
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con esquema < sidint, k_global float >. Para cada registro en T2 esta sub-
consulta obtiene el identificador sid y utiliza la funcién de arreglos unnest(),
para expandir un arreglo de datos en un conjunto de registros en una colum-
na k_global. Una vez expandidos, ordena los registros de manera ascendiente
y limita los resultados a K valores utilizando la cldusula LIMIT. Por tltimo,
la cuarta subconsulta representa el operador H Pos y genera una tabla con es-
quema < idint, posint,sem float >. A partir de los datos en T1 y T3 esta
subconsulta obtiene el identificador sid, la posicion donde k_global aparece en

dsi y el valor de k_global, dando el resultado final del algoritmo K-NN.

H_TMP _K_V2: Esta consulta utiliza tablas tansitorias para el almacenamiento
de datos intermedios. Esta conformada a su vez por una serie de tres subcon-
sultas en las cuales se utilizan un total de dos UDFs: Dist() y Pos() asi como

una funcién del estandar SQL:1999: unnest/().

SELECT sid, Dist(s, q) AS dsi INTO T1
FROM Sy, Py
WHERE pid = X;

SELECT sid, unnest(dsi) AS k_global INTO T2
FROM T1
ORDER BY k_global ASC
LIMIT K:

SELECT T1.sid AS id, Pos(dsi, k_global) AS pos, k_global AS sem
FROM T1,T2
WHERE T1.sid = T2.sid
ORDER BY sem ASC;

La descripcién de la consulta se detalla a continuacién. La primera subconsulta
genera la tabla T'1 y presenta el mismo funcionamiento que la primer sub-
consulta de H-TMP_K_V1. La segunda subconsulta representa a los operadores
HTopSeq, HSort y HT op. Genera una tabla T2 con esquema < sid int, k_global

float >. Esta subconsulta toma de T'1 el identificador sid y expande los arreglos
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dsi como una sola columna k_global. Una vez hecha la expansion de arreglos,
ordena todos los valores de la columna k_global de manera ascendente y li-
mita los registros a los primeros K una vez ordenados. Por ultimo, la tercera
subconsulta representa el operador HTop y tiene el mismo funcionamiento que
la cuarta subconsulta de H-TMP_K_V1, generando asi una tabla con esquema

<dint, posint, sem float >y representa el resultado final del algoritmo K-NN.

H_TMP_K_V3: Esta consulta utiliza tablas tansitorias para el almacenamiento
de datos intermedios. Esta conformada a su vez por una serie de tres subcon-
sultas en las cuales se utiliza un total de una UDF: Dist() y dos funciones del

estandar SQL:1999: unnest() y row_number().

SELECT sid, Dist(s, q) AS dsi INTO T1
FROM Sy, Py
WHERE pid = X;
SELECT sid, unnest(dsi) AS k_global INTO T2
FROM T1I;
SELECT sid AS id, row_number() over
(PARTITION BY sid) AS pos, k_global AS sem
FROM T2
ORDER BY sem ASC
LIMIT K;

La primera subconsulta representa el operador H Sim y tiene el mismo funciona-
miento que la primer subconsulta de H TMP_K_V1, generando una tabla 7'1 con
esquema < sidint,dsi float[] >. La segunda subconsulta representa parte del
operador HSort y genera una tabla 72 con esquema < sid int, k_global float >.
Esta subconsulta selecciona de T'1 el identificador sid y expande los arreglos dsi
como una sola columna k_global. Finalmente, una tercera subconsulta represen-
ta el funcionamiento de los operadores HT opSeq, HSort, HTop y H Pos, gene-
rando una tabla con esquema < idint, posint,sem float >. Esta subconsulta

obtiene de T2 el identificador sid. Para obtener el valor de pos es necesario
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ordenar el total de valores k_global en orden ascentende y posteriormente se
utiliza una funcién de ventana llamada row_number(). Esta funcién de ventana
asigna un identificador tnico a cada elemento en un conjunto de registros. Como
parametro para la particién de registros se utiliza el identificador sid, mientras
que para definir el tamano de la ventana se toma como valor defaultt la longitud
de s. El valor de sem se toma también de T2, para finalmente delimitar a K el
numero de registros para generar la tabla final, que representa el resultado del

algoritmo K-NN.

H_TMP_K_V4: Esta consulta utiliza tablas tansitorias para el almacenamiento
de datos intermedios. Esta conformada a su vez por una serie de cuatro subcon-
sultas en las cuales se utilizan un total de dos UDFs: Dist() y KminValuesPos()

asi como una funcién del estandar SQL:1999: unnest().

SELECT sid, Dist(s, q) AS dsi INTO T1
FROM Sy, Py
WHERE pid = X

SELECT sid, KminValuesPos(dsi, K) AS k_dsi INTO T2
FROM T1;

SELECT sid, unnest(k_dsi) AS k_global INTO T3
FROM T2;

SELECT T1.sid AS id, T3.k_global AS pos, T1.dsi[T3.k_global] AS sem,
FROM T1, T3
WHERE T1.sid = T3.sid
ORDER BY sem ASC
LIMIT K:

La primera subconsulta, al igual que la primera subconsulta de H- TMP_K_V1
corresponde el operador HSim y presenta el mismo comportamiento. La se-
gunda subconsulta representa una version alternativa del operador HTopSeq
y genera una tabla T2 con esquema < sidint, k_dsi float[] >. Para cada re-
gistro en T'1 obtiene el identificador sid y el arreglo k_dsi compuesto por las

posiciones de los K mejores valores encontrados en dsi. La tercera subconsulta
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corresponde en parte al operador HSort y se encarga de generar una tabla 7'3
con esquema < sidint, k_global float >. A partir de T2 obtiene el identificador
std y expande los arreglos k_dst dentro de una columna k_global. Finalmente,
una cuarta subconsulta representa a los operadores HTopSeq, HSort, HT op
y HPos, generando una tabla con esquema < idint, posint, sem float >. A
partir de los resultados de T'1 y T3 esta subconsulta obtiene el identificador id,
la posicion pos y gracias a la facilidad ofrecida por Postgres podemos obtener
el valor de un arreglo de datos dado un indice. Finalmente los valores son or-
denados de forma ascendente respecto al valor de sem y se limita el nimero de
resultados a K utilizando la cldusula LIMIT. Con esto se genera el resultado

que representa la salida del algoritmo K-NN.

Consultas Para Resolver K-NN Utilizando Vistas Sobre el Modelo de Almace-

namiento Horizontal.

H_VIEW_K_V1: Esta consulta utiliza vistas para el tratamiento de datos inter-
medios. Esta conformada a su vez por una serie de cuatro subconsultas en las
cuales se utilizan un total de tres UDFs: Dist(), KminValues() y Pos(), as{ como
una funcién del estandar SQL:1999: unnest(). En términos generales, la descrip-
cion de esta consulta es idéntica a la descripcién de la consulta H-TMP_K_V1.
De igual manera, presenta el mismo el nimero de subconsultas asi como los
resultados que cada una de ellas presentan. La diferencia radica en el medio

para el tratamiento de datos intermedios.
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CREATE VIEW T1 AS SELECT sid, Dist(s, q) AS dsi
FROM Sy, Py
WHERE pid = X

CREATE VIEW T2 AS SELECT sid, KminValues(dsi, K) AS k_dsi
FROM TT1;

CREATE VIEW T3 AS SELECT sid, unnest(k_dsi) AS k_global
FROM T2
ORDER BY k_global ASC
LIMIT K:

SELECT T1.sid AS id, Pos(dsi, k_global) AS pos, k_global AS sem
FROM T1,T3
WHERE T1.sid = T3.sid
ORDER BY sem ASC;

H_VIEW_K_V2: Esta consulta es homdloga a la consulta H TMP_K_V2, salvo
que utiliza vistas para el tratamiento de datos intermedios en lugar de tablas
transitorias. Esta conformada a su vez por una serie de tres subconsultas en las

cuales se utilizan un total de dos UDFs: Dist() y Pos() asi como una funcién

del estdndar SQL:1999: unnest().

CREATE VIEW T1 AS SELECT sid, Dist(s, q) AS dsi
FROM Sy, Py
WHERE pid = X;

CREATE VIEW T2 AS SELECT sid, unnest(dsi) AS k_global
FROM T1
ORDER BY k_global ASC
LIMIT K:

SELECT T1.sid AS id, Pos(dsi, k_global) AS pos, k_global AS sem
FROM T1,T2
WHERE T1.sid = T2.sid
ORDER BY sem ASC;

H_VIEW _K_V3: Esta consulta es una versiéon homologa a la consulta H.- TMP_K_
V3. La diferencia esta en que utiliza vistas para el tratamiento de datos interme-
dios. La consulta Esta conformada a su vez por una serie de tres subconsultas

en las cuales se utiliza un total de una UDF: Dist() y dos funciones del estandar
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SQL:1999: unnest() y row_number().

CREATE VIEW T1 AS SELECT sid, Dist(s, q) AS dsi
FROM Sy, Py
WHERE pid = X;

CREATE VIEW T2 AS SELECT sid, unnest(dsi) AS k_global
FROM T1;

SELECT sid AS id, row_number() over
(PARTITION BY sid) AS pos, k_global AS sem
FROM T2
ORDER BY sem ASC
LIMIT K;

H_VIEW _K_V4: Esta consulta utiliza vistas para el tratamiento de datos inter-
medios. Esta conformada a su vez por una serie de cuatro subconsultas en las
cuales se utilizan un total de dos UDFs: Dist() y KminValuesPos() asi como
una funcién del estandar SQL:1999: unnest(). Presenta el mismo nimero de

subconsultas asi como la logica de la consulta H-TMP_K_V4.

CREATE VIEW T1 AS SELECT sid, Dist(s, q) AS dsi
FROM Sy, Py
WHERE pid = X;

CREATE VIEW T2 AS SELECT sid, KminValuesPos(dsi, K) AS k_dsi
FROM T1;

CREATE VIEW T3 AS SELECT sid, unnest(k_dsi) AS k_global
FROM T2;

SELECT T1.sid AS id, T3.k_global AS pos, T1.dsi[T3.k_global] AS sem,
FROM T1, T3
WHERE T1.sid = T3.sid
ORDER BY sem ASC
LIMIT K:
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Consultas Para Resolver K-NN Utilizando CTFEs Sobre el Modelo de Almace-

namiento Horizontal.

H_WITH_K_V1: Esta consulta utiliza CTEs para el tratamiento de datos inter-
medios y es homéloga a las consultas HTMP_K_V1 y H.VIEW_K_V1. Esta con-
formada a su vez por una serie de cuatro subconsultas en las cuales se utilizan
un total de tres UDFs: Dist(), KminValues() y Pos() asi como la funcién del
estandar SQL:1999: unnest().

WITH T1 AS (SELECT sid, Dist(s, q) AS dsi
FROM Sy, Py
WHERE pid = X),

T2 AS (SELECT sid, KminValues(dsi, K) AS k_dsi
FROM T1),

T3 AS (SELECT sid, unnest(k_dsi) AS k_global
FROM T2
ORDER BY k_global ASC
LIMIT K)

SELECT T1.sid AS id, Pos(dsi, k_global) AS pos, k_global AS sem
FROM T1,T3
WHERE T1.sid = T3.sid
ORDER BY sem ASC;

H_-WITH_K_V2: Esta consulta es homoéloga a las consultas H-TMP_K_V2 y
H_VIEW_K_V2. A diferencia de estas ultimas, H-WITH_K_V2 utiliza CTEs
para el tratamiento de datos intermedios. Estd conformada a su vez por una
serie de tres subconsultas en las cuales se utilizan un total de dos UDFs: Dist/()

y Pos() asi como una funcién del estandar SQL:1999: unnest().
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WITH T1 AS (SELECT sid, Dist(s, q) AS dsi
FROM Sy, Py
WHERE pid = X),

T2 AS (SELECT sid, unnest(dsi) AS k_global
FROM T1
ORDER BY k_global ASC
LIMIT K)

SELECT T1.sid AS id, Pos(dsi, k_global) AS pos, k_global AS sem
FROM T1,T2
WHERE T1.sid = T2.sid
ORDER BY sem ASC;

H_WITH _K_V3: Esta consulta utiliza CTEs para el tratamiento de datos inter-
medios y es homéloga a las consultas HTMP_K_V3 y H.VIEW_K_V3. Esta con-
formada a su vez por una serie de tres subconsultas en las cuales se utiliza un
total de una UDF: Dist() y dos funciones del estdndar SQL:1999: unnest() y

row_number().

WITH T1 AS (SELECT sid, Dist(s, q) AS dsi
FROM Sy, Py
WHERE pid = X),
T2 AS (SELECT sid, unnest(dsi) AS k_global
FROM T1)
SELECT sid AS id, row_number() over
(PARTITION BY sid) AS pos, k_global AS sem
FROM T2
ORDER BY sem ASC
LIMIT K;

H_-WITH_K_V4: Esta consulta es homoéloga a las consultas H-.TMP_K_V4 y
H_VIEW_K_V4 pero utiliza CTEs para el tratamiento de datos intermedios.
Esta conformada a su vez por una serie de cuatro subconsultas en las cuales se

utilizan un total de dos UDFs: Dist() y KminValuesPos() asi como una funcién

del estandar SQL:1999: unnest().
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WITH T1 AS (SELECT sid, Dist(s, q) AS dsi
FROM Sy, Py
WHERE pid = X),

T2 AS (SELECT sid, KminValuesPos(dsi, K) AS k_dsi
FROM T1),

T3 AS (SELECT sid, unnest(k_dsi) AS k_global
FROM T2)

SELECT T1.sid AS id, T3.k_global AS indice, T1.dsi[T3.k_global] AS valor,
FROM T1, T3
WHERE T1.sid = T3.sid
ORDER BY valor
LIMIT K:

4.3.3. Consultas Sobre el Modelo de Almacenamiento Vertical Para el

Algoritmo K-NN

Con base a la metodologia descrita en la Seccién 3.4.2 hemos propuesto un total
de tres cosultas para la implementacion del algoritmo K-NN sobre el modelo de alma-
cenamiento vertical. La composicion de estas tres consultas se basa en una consulta
principal la cual fue implementada con el uso de tres distintos medios auxiliares para
el almacenamiento transitorio de datos. La primera consulta hace uso de tablas tran-
sitorias, la segunda consulta hace uso de vistas y tercer consulta hace uso de CTEs.
Cada una de estas consultas requiere la definiciéon de cuatro variables: Sy, Py, X y
K, donde Sy es el nombre de la tabla donde estan almacenadas las senales de ECG
bajo el modelo de almacenamiento vertical, Py es el nombre de la tabla que contiene
los patrones, X es el identificador del patron ¢ que se busca dentro de Sy, yv K es
el valor de k para el algoritmo K-NN. El resultado obtenido de cada una de las con-
sultas debe ser el mismo que el que obtenemos sobre el modelo de almacenamiento
horizontal, es decir, una tabla con esquema < idint, posint, sem float >, donde id es
el identificador de la senal de ECG digital almacenada s; donde se encontro el patrén
g, pos representa la posicion donde comienza s, dentro de s; y sem corresponde al

valor de semejanza de la subsecuencia s, con respecto al patron ¢. Para implementar
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el algoritmo K-NN sobre el modelo de almacenamiento vertical se desarroll6 una UDF

identificada en la Seccién 3.4.2. Esta UDF es descrita a continuacién.

» v_Dist()

e Descripcion: Esta es una funcién de ventana que representa el equivalen-
te a la funcién Dist() sobre el modelo de almacenamiento horizontal. La
funcién v_Dist() es utilizada para el cdlculo de semejanza basada en la
distancia Euclideana entre un conjunto de valores numéricos de punto flo-
tante pertenecientes a una misma columna y un arreglo numérico de punto
flotante el cual representa el patrén a buscar. La cardinalidad del conjunto

y la longitud del arreglo deben ser iguales.

e Pardmetros de entrada: Conjunto de valores s, columna para el particiona-
miento de los datos sid, el tamano de la ventana (longitud de la particién
por default), columna para el ordenamiento de datos dentro de una parti-

cién indice y un arreglo q.

e Salida: Valor escalar numérico de punto flotante que indica el valor de se-
mejanza basado en distancia euclideana entre el patrén ¢ y un conjunto de

valores numéricos de punto flotante pertenecientes a una misma columna.

A continuacién se describen a detalle cada una de las consultas propuestas para
poder obtener los resultados del algoritmo K-NN sobre el modelo de almacenamiento

vertical haciendo uso también de la UDF desarrollada y mencionada anteriormente.

= V. TMP_K: Esta consulta utiliza tablas tansitorias para el almacenamiento de
datos intermedios. Esta conformada por una serie de dos subconsultas en las

cuales se utiliza un total de una UDF: v_Dist() y no fue necesaria alguna fun-

cién del estandar SQL:1999.
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SELECT sid, indice,v_Dist(valor, q) OVER
(PARTITION BY sid ORDER BY indice) AS sem INTO T1
FROM Sy, Py
WHERE pid = X
ORDER BY sem ASC;
SELECT sid AS id, indice AS pos, sem
FROM T1
LIMIT K;

La descripcién de la consulta es la siguiente. La primera subconsulta repre-
senta los operadores V.Sim y V Sort. Genera una tabla T'1 con esquema <
sidint,indiceint, sem float >. Esta subconsulta utiliza la funciéon de ventana
v_Dist() para el célculo entre un conjunto de valores s pertenecientes a la co-
lumna valor y un arreglo numérico ¢. Los parametros requeridos por una UDF
de ventana fueron descritos en la Seccién 3.3. La funcién v_Dist() necesita como
parametro el valor para particionar los datos. Para este caso en particular los
datos se particionan de acuerdo al identificador sid asociado a cada senal de
ECG digital s almacenada. Dentro de la particion, los datos se ordenan de acuer-
do al valor de indice, el cual a su vez representa la posiciéon asignada a valor
dentro de s. Finalmente la segunda subconsulta representa el operador VT op y
genera una tabla con esquema < idint, posint, sem float >. Esta subconsulta
selecciona de T'1 el identificador id, la posicién donde comienza la subsecuencia
s" y el valor de semejanza calculado, limitando el nimero de resultados a K

registros. Con esto se obtiene el resultado esperado del algoritmo K-NN.

V_VIEW K: Esta consulta es homdloga a la consulta V. TMP_K. A diferencia
de esta ultima, V_VIEW_K utiliza vistas para el almacenamiento de datos in-
termedios. Esta conformada por una serie de dos subconsultas en las cuales se

utiliza un total de una UDF: v_Dist() y no fue necesaria alguna funcién del

estandar SQL:1999.
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CREATE VIEW T1 AS SELECT sid, indice ,v_Dist(valor, q) OVER
(PARTITION BY sid ORDER BY indice) AS sem
FROM Sy, Py
WHERE pid = X
ORDER BY sem ASC;
SELECT sid AS id, indice AS pos, sem
FROM T1
LIMIT K;

» V_.WITH _K: Esta consulta es homéloga a las consultas V. TMP Ky V_VIEW K.
A diferencia de estas ultimas utiliza CTEs para el almacenamiento de datos in-
termedios. Estda conformada por una serie de dos subconsultas en las cuales

se utiliza un total de una UDF v_Dist() y no fue necesaria alguna funcién del

estandar SQL:1999.

WITH T1 AS (SELECT sid, indice ,v_Dist(valor, ) OVER
(PARTITION BY sid ORDER BY indice) AS sem
FROM Sy, Py
WHERE pid = X
ORDER BY sem ASC)

SELECT sid AS id, indice AS pos, sem
FROM T1
LIMIT K;

4.3.4. Consultas Sobre el Modelo de Almacenamiento Horizontal Para el

Algoritmo e-Search

Siguiendo lo descrito en la Seccion 3.4.3 proponemos un total de 12 consultas
para la implementacion del algoritmo de bisqueda e-search sobre el modelo de alma-
cenamiento horizontal. Estas consultas fueron desarrolladas sobre cuatro consultas
principales implementadas con el uso de tres distintos medios auxiliares para el al-
macenamiento transitorio de datos. De esta manera cuatro consultas hacen uso de

tablas transitorias, cuatro consultas hacen uso de vistas y cuatro consultas hacen
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uso de CTEs. Cada una de las consultas requiere la definicién de cuatro variables:
Su, Py, X y ¢, donde Sy es el nombre de la tabla donde estan almacenadas las
senales de ECG bajo el modelo de almacenamiento horizontal, Py es el nombre de
la tabla que contiene los patrones, X es el identificador del patrén ¢ que se busca
dentro de Sy y € es el valor de umbral requerido por el algoritmo de busqueda e-
search. El resultado obtenido de cada una de las consultas es una tabla con esquema
< idint, posint, sem float >, donde id representa el identificador de la senal de ECG
digital almacenada s; donde se encontré el patréon ¢, pos la posicién donde comienza
s; dentro de s; y sem es el valor de semejanza de la subsecuencia s, con respecto al
patroén q.

Para lograr la implementacién del algoritmo de buisqueda e-search sobre el modelo
de almacenamiento vertical se reutilizaron las funciones Dist() y Pos() usadas en
el algoritmo de busqueda K-NN sobre el modelo de almacenamiento horizontal. De
igual manera se requirié la implementacion de dos nuevas UDF's para el algoritmo de
buisqueda e-search en especifico sobre el modelo de almacenamiento horizontal. Estas

dos UDFs se describen a continuacion.
» EminValues()

e Descripcion: Esta funcién es utilizada para obtener todos aquellos valores
de semejanza menores a un umbral € encontrados dentro de un arreglo

numérico de punto flotante.

e Pardmetros de entrada: Arreglo de semejanzas dsi y valor de umbral e.

e Salida: Arreglo numérico de punto flotante que contiene todos aquellos
valores en dsi menores al umbral e.

» EminValuesPos()

e Descripcion: Esta funcién es una variante de la funcion EminValues().

Es utilizada obtener las posiciones de los valores de semejanza menores a
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un umbral € encontrados dentro de un arreglo numérico de punto flotante.

e Parametros de entrada: Arreglo de semejanzas dsi y valor de umbral € para

delimitar el numero de resultados.

e Salida: Arreglo numérico de punto flotante que contiene las posiciones de

los valores menores al umbral € encontrados en dsz.

A continuacién se describen a detalle las consultas propuestas para poder obtener
los resultados del algoritmo de buiisqueda e-search sobre el modelo de almacenamiento

horizontal utilizando las UDFs descritas anteriormente.

Consultas Para Resolver e-Search Utilizando Tablas Transitorias Sobre el Modelo de

Almacenamiento Horizontal.

= H TMP_E_V1: Esta consulta utiliza tablas tansitorias para el almacenamiento
de datos intermedios. Esta conformada a su vez por una serie de cuatro sub-
consultas en las cuales se utiliza un total de tres UDFs: Dist(), EminValues() y

Pos(), asi como una funcién del estandar SQL:1999: unnest/().

SELECT sid, Dist(s, q) AS dsi INTO T1
FROM Sy, Py
WHERE pid = X:
SELECT sid, EminValues(dsi, €) AS e_dsi INTO T2

FROM TT1;

SELECT sid, unnest(e_dsi) AS e_global INTO T3
FROM T?2;

SELECT T1.sid AS id, Pos(dsi, e_global) AS pos, e_global AS sem
FROM T1,T3

WHERE T1.sid = T3.sid
ORDER BY sem ASC;

La descripcién de la consulta es la siguiente. La primera subconsulta representa
el operador HSim y genera una tabla T'1 con esquema < sidint, dsi float[] >.

Dado el identificador pid de un patréon ¢, esta subconsulta se utiliza para el
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calculo de semejanza entre g y todas las posibles subsecuencias encontradas en
s. De esta manera, para cada arreglo s en Sy la subconsulta regresa el identi-
ficador sid de s y un arreglo dsi que contiene todos los valores de semejanza
calculados entre s y ¢. La segunda subconsulta representa al operador HT hresh
y genera una tabla 72 con esquema < sidint, e_dsi float[] >. Para cada regis-
tro en T'1, esta subconsulta obtiene el identificador sid y un arreglo e_dsi que
contiene todos aquellos valores menores al umbral € encontrados en dsi. La ter-
cera subconsulta genera una tabla 7'3 con esquema < sidint, e_global float >.
Para cada registro en T2 esta subconsulta obtiene el identificador sid y utiliza
la funcién de arreglos unnest(), para expandir un arreglo de datos en un con-
junto de registros en una columna e_global. Por tltimo, la cuarta subconsulta
representa los operadores HSort y HPos, generando una tabla con esquema
< idint, posint,sem float >. A partir de los datos en T'1 y T3 esta subcon-
sulta obtiene el identificador sid, la posicion donde e_global aparece en dsi y el

valor de e_global, dando el resultado final del algoritmo e-search.

H_-TMP_E_V2: Esta consulta utiliza tablas tansitorias para el almacenamiento
de datos intermedios. Esta conformada a su vez por una serie de tres subcon-
sultas en las cuales se utiliza un total de dos UDFs: Dist() y Pos() asi como una

funcién del estandar SQL:1999: unnest/().

SELECT sid, Dist(s, q) AS dsi INTO T1
FROM Sy, Py
WHERE pid = X
SELECT sid, unnest(dsi) AS e_global INTO T2
FROM T1
ORDER BY e_global ASC;
SELECT T1.sid AS id, Pos(dsi, e_global) AS pos, e_global AS sem
FROM T1,T2
WHERE T1.sid = T2.sid AND e_global <= ¢;

La descripcién de la consulta se detalla a continuacién. La primera subconsulta
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genera la tabla T'1 y presenta el mismo funcionamiento que la primer subcon-
sulta de H-TMP_E_V1. La segunda subconsulta representa el operador H Sort y
genera una tabla T2 con esquema < sid int, e_global float >. Esta subconsulta
toma de T'1 el identificador sid y expande los arreglos dsi como una columna
e_global. Una vez hecha la expansién de arreglos, ordena todos los valores de
la columna e_global de manera ascendente. Por tultimo, la tercera subconsulta
representa los operadores H Pos y HT hresh. Esta subconsulta genera una ta-
bla con esquema < idint, posint,sem float >. A partir de los datos en T'1 y
T2 obtiene el identificador sid, la posiciéon donde e_global se encuentra en dsi
y el valor de e_global. De los registros resultantes realiza un filtro preservando
solo aquellos valores menores al umbral establecido €. La tabla T'3 representa el

resultado final del algoritmo e-search.

H_TMP_E_V3: Esta consulta utiliza tablas tansitorias para el almacenamiento
de datos intermedios. Esta conformada a su vez por una serie de tres subcon-
sultas en las cuales se utiliza un total de una UDF: Dist() y dos funciones del

estandar SQL:1999: unnest() y row_number().

SELECT sid, Dist(s, q) AS dsi INTO T1
FROM Sy, Py
WHERE pid = X
SELECT sid, unnest(dsi) AS e_global INTO T2
FROM T1
ORDER BY e_global ASC;
SELECT sid AS id, row_number() over
(PARTITION BY sid) AS pos, e_global AS sem
FROM T2
WHERE e_global <= ¢;

La descripcién de la consulta es la siguiente. La primera subconsulta representa
el operador HSim y tiene el mismo funcionamiento que la primer subconsulta

en H TMP_E_V1, generando una tabla 7T'1 con esquema < sid int, dsi float[] >.



94

La segunda subconsulta presenta el mismo funcionamiento que la segunda sub-
consulta de H-TMP_E_V2 y genera una tabla T'2 con esquema < sid int, e_global
float >. Finalmente, la tercera subconsulta representa el funcionamiento de los
operadores H Pos y HT hresh, generando una tabla con esquema < idint, pos
int, sem float >. Esta subconsulta obtiene de T2 el identificador sid. Para obte-
ner el valor de pos se utiliza la funcién de ventana row_number(). Esta funcién
de ventana asigna un identificador tnico a cada elemento en un conjunto de
registros. Como pardmetro para la particiéon de registros se utiliza el identifica-
dor sid, mientras que para definir el tamano de la ventana se toma como valor
defaultt la longitud de s. El valor de sem se toma también de T2, para final-
mente delimitar el nimero de resultados utilizando un filtro sobre los registros
manteniendo solamente aquellos cuyo valor de e_global sea menor al umbral

establecido e. Esta salida representa el resultado final del algoritmo e-search.

H_TMP_E_V4: Esta consulta utiliza tablas tansitorias para el almacenamiento
de datos intermedios. Esta conformada a su vez por una serie de cuatro subcon-
sultas en las cuales se utiliza un total de dos UDFs: Dist() y EminValuesPos()

asi como una funcién del estandar SQL:1999: unnest().

SELECT sid, Dist(s, q) AS dsi INTO T1
FROM Sy, Py
WHERE pid = X;

SELECT sid, EminValuesPos(dsi, €) AS e_dsi INTO T2
FROM T1;

SELECT sid, unnest(e_dsi) AS e_global INTO T3
FROM T2
ORDER BY e_global ASC;

SELECT T1.sid AS id, T3.e_global AS pos, T1.dsi[T3.e_global] AS sem,
FROM T1, T3
WHERE T1.sid = T3.sid;

La descripcién de la consulta es la siguiente. La primera subconsulta, al igual
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que la primera subconsulta de H-TMP_E_V1 corresponde el operador HSim
y presenta el mismo comportamiento. La segunda subconsulta representa una
version alternativa del operador HThresh y genera una tabla T2 con esque-
ma < sidint,e_dsi float]] >. Para cada registro en T'1 obtiene el identifica-
dor sid y el arreglo e_dsi compuesto por las posiciones de los valores encon-
trados en dsi menores al umbral establecido €. La tercera subconsulta corres-
ponde al operador HSort y se encarga de generar una tabla T3 con esquema
< sidint,e_global float >. A partir de T2 obtiene el identificador sid y expan-
de los arreglos e_dsi dentro de una misma columna e_global. Finalmente, una
cuarta subconsulta representa al operador H Pos, generando una tabla con es-
quema < idint, posint, sem float >. A partir de los resultados de T'1 y T3 esta
subconsulta obtiene el identificador ud, la posicién pos y gracias a la facilidad
ofrecida por el SGBD Postgres podemos obtener el valor de un arreglo de datos
dado un indice. Con esto se genera la salida que representa el resultado final del

algoritmo e-search.

Consultas Para Resolver e-Search Utilizando Vistas Sobre el Modelo de Alma-

cenamiento Horizontal.

H_VIEW _E_V1: Esta consulta utiliza vistas para el tratamiento de datos inter-
medios. Esta conformada a su vez por una serie de cuatro subconsultas en las
cuales se utilizan un total de tres UDFs: Dist(), EminValues() y Pos(), as{ como
una funcién del estdandar SQL:1999: unnest(). En términos generales el nimero
de subconsultas asi como los resultados de cada una de ellas presentan el mismo
funcionamiento que las encontradas en la consulta H- TMP_E_V1. La diferencia

radica en el medio para el tratamiento de datos intermedios.
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CREATE VIEW T1 AS SELECT sid, Dist(s, q) AS dsi
FROM Sy, Py
WHERE pid = X

CREATE VIEW T2 AS SELECT sid, EminValues(dsi, €) AS e_dsi
FROM TT1;

CREATE VIEW T3 AS SELECT sid, unnest(e_dsi) AS e_global
FROM T2;

SELECT T1.sid AS id, Pos(dsi, e_global) AS pos, e_global AS sem
FROM T1,T3
WHERE T1.sid = T3.sid
ORDER BY sem ASC;

H_VIEW _E_V2: Esta consulta es homéloga a la consulta H- TMP_E_V2, salvo
que utiliza vistas para el tratamiento de datos intermedios en lugar de tablas
transitorias. Esta conformada a su vez por una serie de tres subconsultas en las
cuales se utilizan un total de dos UDFs: Dist() y Pos() asi como una funcién

del estandar SQL:1999: unnest().

CREATE VIEW T1 AS SELECT sid, Dist(s, q) AS dsi
FROM Sy, Py
WHERE pid = X

CREATE VIEW T2 AS SELECT sid, unnest(dsi) AS e_global
FROM T1
ORDER BY e_global ASC;

SELECT T1.sid AS id, Pos(dsi, e_global) AS pos, e_global AS sem
FROM T1,T2
WHERE T1.sid = T2.sid AND e_global <= ¢;

H_VIEW _E_V3: Esta consulta es una versiéon homéloga a la consulta H-" TMP _E_
V3. La diferencia esta en que utiliza vistas para el tratamiento de datos interme-
dios. La consulta Esta conformada a su vez por una serie de tres subconsultas

en las cuales se utiliza un total de una UDF: Dist() y dos funciones del estandar

SQL:1999: unnest() y row_number().
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CREATE VIEW T1 AS SELECT sid, Dist(s, q) AS dsi
FROM Sy, Py
WHERE pid = X

CREATE VIEW T2 AS SELECT sid, unnest(dsi) AS e_global
FROM T1
ORDER BY e_global ASC;

SELECT sid AS id, row_number() over
(PARTITION BY sid) AS pos, e_global AS sem
FROM T2
WHERE e_global <= ¢;

H_VIEW _E_V4: Esta consulta utiliza vistas para el tratamiento de datos inter-
medios. Esta conformada a su vez por una serie de cuatro subconsultas en las
cuales se utilizan un total de dos UDFs: Dist() y EminValuesPos() asi como
una funcién del estdndar SQL:1999: unnest(). Presenta el mismo nimero de

subconsultas asi como la légica de la consulta H- TMP_E_V4.

CREATE VIEW T1 AS SELECT sid, Dist(s, q) AS dsi
FROM Sy, Py
WHERE pid = X

CREATE VIEW T2 AS SELECT sid, EminValuesPos(dsi, €) AS e_dsi
FROM T1,

CREATE VIEW T3 AS SELECT sid, unnest(e_dsi) AS e_global
FROM T2
ORDER BY e_global ASC,;

SELECT T1.sid AS id, T3.e_global AS pos, T1.dsi[T3.e_global] AS sem,
FROM T1, T3
WHERE T1.sid = T3.sid;

Consultas Para Resolver e-Search Utilizando CTFEs Sobre el Modelo de Almace-

namiento Horizontal.

H_WITH_E_V1: Esta consulta utiliza CTEs para el tratamiento de datos inter-
medios y es homoéloga de las consultas HTMP_E_V1 y H.-VIEW_E_V1. Esté con-

formada a su vez por una serie de cuatro subconsultas en las cuales se utilizan
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un total de tres UDFs: Dist(), EminValues() y Pos() asi como la funcién del
estdandar SQL:1999: unnest().

WITH T1 AS (SELECT sid, Dist(s, q) AS dsi
FROM Sy, Py
WHERE pid = X),

T2 AS (SELECT sid, EminValues(dsi, €) AS e_dsi
FROM T1),

T3 AS (SELECT sid, unnest(e_dsi) AS e_global
FROM T2)

SELECT T1.sid AS id, Pos(dsi, e_global) AS pos, e_global AS sem
FROM T1,T3
WHERE T1.sid = T3.sid
ORDER BY sem ASC;

H_-WITH_E_V2: Esta consulta es homoéloga a las consultas H- TMP_E_V2 y
H_VIEW_E_V2. A diferencia de estas ultimas, H WITH_E_V2 utiliza CTEs pa-
ra el tratamiento de datos intermedios. Estd conformada a su vez por una serie
de tres subconsultas en las cuales se utilizan un total de dos UDFs: Dist() y

Pos() asi como una funcién del estdndar SQL:1999: unnest().

WITH T1 AS (SELECT sid, Dist(s, q) AS dsi
FROM Sy, Py
WHERE pid = X),
T2 AS SELECT sid, unnest(dsi) AS e_global
FROM T1
ORDER BY e_global ASC)
SELECT T1.sid AS id, Pos(dsi, e_global) AS pos, e_global AS sem
FROM T1,T2
WHERE T1.sid = T2.sid AND e_global <= ¢;

H_WITH_E_V3: Esta consulta utiliza CTEs para el tratamiento de datos inter-
medios y es homologa a las consultas H TMP_E_V3 y H.VIEW_E_V3. Esté con-
formada a su vez por una serie de tres subconsultas en las cuales se utiliza un

total de una UDF: Dist() y dos funciones del estdndar SQL:1999: unnest() y
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row_number().

WITH T1 AS (SELECT sid, Dist(s, ) AS dsi
FROM Sy, Py
WHERE pid = X),
T2 AS (SELECT sid, unnest(dsi) AS e_global
FROM T1
ORDER BY e_global ASC)
SELECT sid AS id, row_number() over
(PARTITION BY sid) AS pos, e_global AS sem
FROM T2
WHERE e _global <= ¢;

H_-WITH_E_V4: Esta consulta es homdloga a las consultas H-TMP_K_V4 y
H_VIEW_K_V4 pero utiliza CTEs para el tratamiento de datos intermedios.
Esta conformada a su vez por una serie de cuatro subconsultas en las cuales se

utilizan un total de dos UDFs: Dist() y KminValuesPos() asi como una funcién

del estandar SQL:1999: unnest().

WITH T1 AS (SELECT sid, Dist(s, q) AS dsi
FROM Sy, Py
WHERE pid = X),

T2 AS (SELECT sid, EminValuesPos(dsi, €) AS e_dsi
FROM T1),

T3 AS SELECT sid, unnest(e_dsi) AS e_global
FROM T2
ORDER BY e_global ASC)

SELECT T1.sid AS id, T3.e_global AS pos, T1.dsi[T3.e_global] AS sem,
FROM T1, T3
WHERE T1.sid = T3.sid;
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4.3.5. Consultas Sobre el Modelo de Almacenamiento Vertical Para

el Algoritmo e-search

De acuerdo a las bases descritas en la Seccién 3.4.4 hemos propuesto un total
de tres cosultas para la implementacion del algoritmo e-search sobre el mode-
lo de almacenamiento vertical. La composicion de estas tres consultas se basa
en una consulta principal la cual fue implementada con el uso de tres distin-
tos medios auxiliares para el almacenamiento transitorio de datos. La primera
consulta hace uso de tablas transitorias, la segunda consulta hace uso de vis-
tas y tercer consulta hace uso de CTEs. Cada una de estas consultas requiere
la definicién de cuatro variables: Sy, Py, X y €, donde Sy es el nombre de
la tabla donde estan almacenadas las senales de ECG bajo el modelo de al-
macenamiento vertical, Py es el nombre de la tabla que contiene los patrones,
X es el identificador del patrén ¢ que se busca dentro de Sy y € es el valor
de umbral requerido por el algoritmo de busqueda e-search. El resultado ob-
tenido de cada una de las consultas debe ser el mismo que el que obtenemos
sobre el modelo de almacenamiento horizontal, es decir, una tabla con esquema
< idint,posint, sem float >, donde id es el identificador de la senal de ECG
digital almacenada s; donde se encontré el patrén g, pos representa la posicion
donde comienza s; dentro de s; y sem corresponde al valor de semejanza de
la subsecuencia s, con respecto al patrén ¢. Para implementar el algoritmo e-
search sobre el modelo de almacenamiento vertical se reutilizé la UDF v_Dist()
descrita en la Seccion 4.3.3.

A continuacién se describen a detalle cada una de las consultas propuestas para
poder obtener los resultados del algoritmo e-search sobre el modelo de almace-

namiento vertical.
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» V_.TMP_E: Esta consulta utiliza tablas tansitorias para el almacenamiento de
datos intermedios. Esta conformada por una serie de dos subconsultas en las
cuales se utiliza un total de una UDF: v_Dist() y no fue necesaria alguna fun-

cion del estandar SQL:1999.

SELECT sid, indice,v_Dist(valor, q) OVER
(PARTITION BY sid ORDER BY indice) AS sem INTO T1
FROM Sy, Py
WHERE pid = X
ORDER BY sem ASC;
SELECT sid AS id, indice AS pos, sem
FROM T1
WHERE sem <= ¢;

La descripcién de la consulta es la siguiente. La primera subconsulta repre-
senta los operadores V.Sim y VSort. Genera una tabla T1 con esquema <
sidint, indice int, sem float >. Esta subconsulta utiliza la funcién v_Dist() pa-
ra el calculo entre un conjunto de valores s pertenecientes a la columna valor
y un arreglo numérico ¢. La funcién v_Dist() necesita como pardmetro el valor
para particionar los datos. Para este caso en particular los datos se particionan
de acuerdo al identificador sid asociado a cada senal de ECG digital s almace-
nada. Dentro de la particién, los datos se ordenan de acuerdo al valor de indice,
el cudl a su vez representa la posicién asignada a valor dentro de s. Finalmente
la segunda subconsulta representa el operador V' T'hresh y genera una tabla con
esquema < idint,posint,sem float >. Esta subconsulta selecciona de T'1 el
identificador sid, la posicién donde comienza la subsecuencia s’ y el valor de
semejanza calculado, limitando el nimero de resultados a K registros. Con esto

se obtiene el resultado esperado del algoritmo K-NN.

= V_VIEW _E: Esta consulta es homdloga a la consulta V. TMP_E. A diferencia

de esta ultima, V_VIEW_K utiliza vistas para el almacenamiento de datos in-
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termedios. Esta conformada por una serie de dos subconsultas en las cuales se
utiliza un total de una UDF: v_Dist() y no fue necesaria alguna funcién del

estandar SQL:1999.

CREATE VIEW T1 AS SELECT sid, indice,v_Dist(valor, q) OVER
(PARTITION BY sid ORDER BY indice) AS sem
FROM Sy, Py
WHERE pid = X
ORDER BY sem ASC;
SELECT sid AS id, indice AS pos, sem
FROM T1
WHERE sem <= ¢;

» V_.WITH_E: Esta consulta es homoéloga a las consultas V.TMP_E y V_.VIEW _E.
A diferencia de estas ultimas utiliza CTEs para el almacenamiento de datos in-
termedios. Estda conformada por una serie de dos subconsultas en las cuales

se utiliza un total de una UDF v_Dist() y no fue necesaria alguna funcién del

estandar SQL:1999.

WITH T1 AS SELECT sid, indice,v_Dist(valor, q) OVER
(PARTITION BY sid ORDER BY indice) AS sem INTO T1
FROM Sy, Py
WHERE pid = X
ORDER BY sem ASC)

SELECT sid AS id, indice AS pos, sem
FROM T1
WHERE sem <= ¢;

4.3.6. Ejecucién de Consultas Sobre el SGBD

Una vez definidas las consultas descritas en las secciones anteriores, el paso si-
guiente fue su ejecucién dentro del SGBD para poder analizar y comparar la eficiencia

que cada una de ellas presenta sobre su respectivo modelo de almacenamiento. Los
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tiempos de ejecucion obtenidos para cada una de las consultas propuestas, asi como
los de las aplicaciones K. ADHOC y E_ADHOC fueron seleccionados de acuerdo a la
ecuacién 4.1. Donde ¢(S, ¢;) es una funcién que determina el tiempo total en segundos
que toma buscar el patréon ¢; dentro de un conjunto de senales de ECG digitales S,

y M es la cardinalidad del conjunto de patrones P.

Zj]\/il t(S’ QJ')

= (4.1)

Tiempo =

Durante el cédlculo de tiempos de ejecucion, fue necesaria la limpieza de caché tanto
para el SGBD entre consultas como para el sistema operativo durante ejecuciones
de las aplicaciones ad-hoc. Para limpiar la memoria caché del SGBD y también del
sistema operativo se utilizé el comando /proc/sys/vm/drop_caches entre la ejecucién
de dos consultas consecutivas.

Cada una de las consultas propuestas fue ejecutada sobre los cuatro conjuntos
de datos descritos en la Seccién 4.1. De manera similar las aplicaciones K_ADHOC
y E_LADHOC fueron ejecutadas sobre los conjuntos de datos de prueba almacenados
como archivos binarios con el fin de tener un punto de comparacién contra nuestra
propuesta.

Las variables Sy, Sy y Py fueron definidas de acuerdo al conjunto de datos utili-
zado por cada consulta para un modelo de almacenamiento en particular. Por ejem-
plo, para las consultas ejecutadas sobre el conjunto de datos AAMI sobre el modelo
de almacenamiento horizontal se definieron las variables Sy y Py como h_aami y
h_aami_pat respectivamente. Para las consultas ejecutadas sobre el conjunto de datos
QT con el modelo de almacenamiento vertical se definieron las variables Sy y Py
como v_qt y h_qt respectivamente. Por otro lado, el valor de X fue definido a partir
del patron seleccionado en Py para ser buscado dentro del conjunto de senales de

ECG digitales almacenados.
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En el caso de las aplicaciones ad-hoc, cada conjunto de datos fue almacenado en
directorios distintos, cada uno identificado por el nombre de la base de datos utilizada.
Cada una de las senales de ECG digital fue almacenada en un archivo independiente
con un formato binario. De igual manera, para el almacenamiento de los patrones se
us6 un directorio por cada conjunto de datos, y cada patréon fue almacenado dentro de
un archivo independiente con formato binario. El identificador tanto para las senales
como para los patrones fue asignado como el nombre del archivo en el cual fueron

almacenados.

4.3.7. Tiempos de Ejecucion Para el Algoritmo K-NN

Para llevar a cabo la experimentacion utilizando las consultas propuestas y la
aplicacion K_ADHOC para resolver K-NN fue necesario establecer un valor para la
variable K. Se definieron tres valores: K = 1, K = 10y K = 100. Asi, a los algoritmos
que resuelven la problematica K-NN los identificamos como 1-NN; 10-NN y 100-NN.
De igual manera, para la aplicacion K_ADHOC se utilizaron los tres valores para K
con el fin de tener un punto de comparacion. De este modo, la aplicacion K_ADHOC
se identifica como K1_ADHOC, K10_.ADHOC y K100_.ADHOC para los tres valores
de K. Para cualquier valor de K, los tiempos obtenidos por la aplicacion K_ADHOC
representan para nuestra propuesta los tiempos de ejecucién a igualar y/o mejorar.

En la Tabla 4.4 se observan los tiempos de ejecucion (medidos en segundos), ob-
tenidos por el algoritmo 1-NN para las 15 consultas propuestas, asi como para la
aplicacion K1_ADHOC sobre los cuatro conjuntos de datos contemplados. En ella,
se resaltan los mejores tiempos de ejecucion para cada base de datos. Para la base
de datos AAMI, se observan los menores tiempos de ejecucién debido al nimero de
seniales que contiene asi como su duracion. Por otro lado, la base de datos European
presenta los mayores tiempos de ejecucion al contener las senales con mayor duracion.

Para un mismo conjunto de datos, se observan tiempos de ejecucion que difieren en
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Base de Datos
AAMI QT MIT-BIH | European
H. TMP_K V1 1.687 | 50.945 88.679 380.182
H. TMP_K_ V2 1.699 | 61.912 104.479 470.472
H.TMP_K_V3 2.956 | 84.711 269.522 | 1,504.732
H TMP_K_ V4 1.560 | 50.542 90.145 385.893
H VIEW.K V1 | 1.647 | 40.601 76.808 312.403
HVIEW.K V2 | 1453 | 52.408 93.026 407.199
HVIEW.K V3 | 2.117 | 115.636 174.940 935.966
HVIEW K V4 | 2.439 | 80.105 151.864 616.614
H WITH K V1 | 1.294 | 40.908 76.403 317.337
HWITH K V2 | 1474 | 52911 92.553 413.155
H-WITH.K_V3 | 2.239 | 133.776 194.470 | 1,049.440
H WITH K V4 | 1.308 | 41.519 77.349 323.889

Consulta

V_TMP_K 7.581 | 891.798 | 1,536.092 | 11,608.204
V_VIEW_K 5.712 | 596.316 | 1,000.104 | 5,823.180
V_WITH_K 6.145 | 786.600 | 1,261.448 | 10,080.957
K1_ADHOC 1.314 | 39.819 71.995 298.163

Tabla 4.4: Tiempos de Ejecucién en Segundos Para el Algoritmo 1-NN

gran medida, por el modelo de almacenamiento utilizado. Para las consultas sobre
el modelo de almacenamiento horizontal en la base de datos AAMI se obtuvieron
tiempos promedio de 1.823 segundos, mientras que para el modelo de almacenamien-
to vertical, se obtuvieron tiempos promedio de 6.48 segundos. Esto representa una
diferencia de 3.55 veces mas tiempo para el modelo de almacenamiento vertical. Es-
te comportamiento se sigue reflejando para las otras tres bases de datos, donde los
tiempos de ejecucion promedio sobre el modelo almacenamiento vertical fueron ma-
yores en una proporcién de 11.3 veces, con respecto al modelo de almacenamiento
horizontal para la base de datos QT. En el caso de la base de datos MIT-BIH se
obtuvieron 12.2 veces més tiempo, mientras que para la base de datos European se
obtuvieron 15.46 veces mas tiempo de ejecuciéon. De las 12 consultas propuestas para
el modelo de almacenamiento horizontal, aquellas que obtuvieron el menor tiempo de
ejecucion para el algoritmo 1-NN fueron HWITH_K_V1 y H.-VIEW_K_V1 con rangos
de 0.36, 0.41, 0.31 y 4.9 segundos para las bases de datos AAMI, QT, MIT-BIH y

European, respectivamente. Para cada una de las bases de datos las consultas que
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AAMI QT MIT-BIH | European
H. TMP_K V1 1.630 | 50.364 88.167 377.089
H. TMP_K_ V2 1.691 | 50.063 104.619 470.662
H.-TMP_K_V3 2.863 | 85.103 268.301 | 1,501.662
H TMP_K V4 1.611 | 51.452 92.038 397.054
HVIEW.K V1 | 2175 | 42.122 83.629 327.870
HVIEW.K V2 | 2299 | 54.613 99.989 418.473
H VIEW.K V3 | 2.020 | 115.515 173.569 936.840
H VIEW_K V4 | 13.226 | 423.835 827.093 | 3,339.562
HWITH K V1 1.310 | 40.842 76.054 317.212
HWITH K V2 | 1491 | 52.874 92.509 413.189
H.WITH.K_V3 | 2.188 | 133.387 194.515 | 1,053.010
H WITH K V4 | 1.288 | 41.113 77.452 323.937
V_TMP_K 7.337 | 897.749 | 1,584.889 | 12,809.372
V_VIEW K 5.803 | 588.740 | 1,003.811 | 6,123.465
V_WITH K 6.769 | 772.303 | 1,243.804 | 10,462.336
K10_.ADHOC 1.318 | 39.995 71.362 297.889
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Tabla 4.5: Tiempos de Ejecucién en Segundos para el Algoritmo 10-NN

mas se acercaron a los tiempos obtenidos por la aplicacion K1_ADHOC fueron las
siguientes: la consulta H WITH_K_V1 obtuvo el mejor tiempo de ejecucion para la
base de datos AAMI, mejorando al tiempo requerido por la aplicacion K1_ADHOC
necesitando sélo el 98.5% del tiempo de ejecucion de esta ultima . Para la base de
datos QT la consulta con mejor tiempo de ejecucion fue H_-VIEW_K_V1, la cual ob-
tuvo un 101.9 % del tiempo de ejecucién necesario por la aplicacién K1_ADHOC. La
consulta H- WITH_K_V1 fue la mejor para la base de datos MIT-BIH, con tiempo de
ejecucién equivalente al 106.1 % de los obtenidos por la aplicacion K1_ ADHOC. Fi-
nalmente, para la base de datos European, la consulta con menor tiempo de ejecucién
fue H.VIEW_K_V1, equivalente al 104.7% del tiempo de ejecucién obtenido por la
aplicacién K1_ADHOC.

Los tiempos de ejecucion para el algoritmo 10-NN, se observan en la Tabla 4.5.
En ella, se resaltan los mejores tiempos de ejecucién para cada base de datos. Al
incrementar el valor de K a 10, la mayoria de las consultas asi como la aplicacién

K10_ADHOC presentan un tiempo de ejecucién constante respecto al obtenido por
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el algoritmo K1_ADHOC. Sin embargo, se obtuvo un incremento significativo sobre
el tiempo de ejecucién de las consultas H TMP_V4 y H VIEW_V4 principalmente.
La primera de ellas presenta una diferencia total para las cuatro bases de datos de
14 segundos, lo que representa un incremento promedio del 2.6 % con respecto al
algoritmo 1-NN. Por otro lado, la consulta H VIEW_V4 obtuvo un incremento de
3,752.7 segundos, lo que representa un aumento del 440.9 % con respecto al tiempo
de ejecuciéon obtenido por el algoritmo 1-NN. Esto ultimo es el comportamiento mas
notorio entre los algoritmos 1-NN y 10-NN para todas las consultas. Dicho incremento
en el tiempo de ejecucion se atribuye a la multiple ejecucion de las vistas T1 y T3
presentes en la cuarta subconsulta de H_-VIEW_V4 al momento de utilizar la busqueda
de valores por indice sobre arreglos. Para el algoritmo 10-NN, las consultas sobre el
modelo de almacenamiento vertical, presentan tiempos de ejecucion superiores a los
obtenidos por las consultas sobre el modelo de almacenamiento horizontal para las
cuatro bases de datos. Para la base de datos AAMI, se presentaron tiempos mayores
en una proporcién de 2.3 mas en el modelo de almacenamiento vertical que con
respecto al modelo de almacenamiento horizontal. Por otro lado, se aprecian tiempos
de ejecucion 7.9 veces superiores para la base de datos QT 6.9 veces mas para la base
de datos MIT-BIH y 11.1 veces mas para la base de datos European. Las consultas
que mas se acercaron al tiempo de ejecucion obtenido por la aplicaciéon K10_ ADHOC,
fueron las siguientes: para la base de datos AAMI, la consulta con menor tiempo
de ejecucién fue H-WITH_V4, mejorando el tiempo de ejecucién de la aplicacion
K10_ADHOC al requerir solamente el 96.6 % del tiempo necesario por esta tltima.
Para la base de datos QT, la mejor consulta fue HWITH_V1, con un tiempo de
ejecucién que representa un 102 % al tiempo de ejecucién obtenido por la aplicacién
K10_ADHOC. La consulta H-WITH_V1 representa también la mejor consulta para
la base de datos MIT-BIH con un tiempo de ejecucién equivalente al 105.6 % del
requerido por la aplicacion K10_ADHOC. Finalmente, para la base de datos European

la consulta con menor tiempo de ejecucién fue también H- WITH_V1, con tiempo de



Constlta Base de Datos

AAMI QT MIT-BIH | European
H.TMP K V1 1.689 50.473 88.991 377.141
H.TMP_K_V2 1.676 61.789 105.175 469.519
H.TMP_K_V3 2.872 85.244 270.002 1,502.144
H.TMP_K_V4 2.167 63.031 115.684 533.252
H.VIEW_K V1 | 10.184 59.297 154.173 480.462
H.VIEW. K V2 | 10.324 71.292 170.051 571.319
H_VIEW_K_ V3 2.041 115.969 174.254 937.894
H_VIEW_K_V4 | 121.108 | 3,960.133 | 7,577.728 | 30,559.951
H WITH K_V1 1.367 40.891 78.044 321.029
H WITH_ K_V2 1.498 53.207 93.973 413.714
H_-WITH.K_V3 2.196 133.310 194.523 | 1,052.587
H_WITH_K_V4 1.277 41.320 77.448 324.237
V_TMP_K 7.940 888.050 | 1,602.689 | 12,943.251
V_VIEW_K 5.955 605.025 999.568 | 6,062.167
V_WITH K 6.751 769.424 | 1,246.571 | 10,959.465
K100_ADHOC 1.322 40.099 72.017 298.491
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Tabla 4.6: Tiempos de Ejecucion en Segundos para el Algoritmo 100-NN

ejecucion equivalente al 106.5 % del tiempo de ejecucién obtenido por la aplicacién
K10_ADHOC.

Para el algoritmo 100-NN se obtuvieron los tiempos de ejecucién observados en
la tabla 4.6. En ella, se resaltan los mejores tiempos de ejecucién para cada base de
datos. Al establecer el valor de K = 100 se presenta el mismo comportamiento obser-
vado por el algoritmo 10-NN. Es decir, se observan tiempos de ejecucién constantes
para la mayoria de las consultas con respecto a los algoritmos 1-NN y 10-NN. No
obstante, las consultas H TMP_V4, H VIEW _V2 y H VIEW _V4 obtuvieron un incre-
mento significativo en el tiempo de ejecucion promedio para las cuatro bases de datos.
Con respecto al algoritmo 10-NN, la consulta H-TMP_V4 obtuvo un incremento de
172 segundos, lo que representa un aumento promedio del 31.7 %. Por otro lado, las
consultas H-VIEW_V2 y H_VIEW_V4 obtuvieron un incremento en los tiempos de
ejecucion del 43 % y 817 % respectivamente. A diferencia de los algoritmos 1-NN y
10-NN, los tiempos promedio para cada base de datos en el algoritmo 100-NN fueron
inferiores para el modelo de almacenamiento vertical. Sin embargo, esto se ve afectado

de manera significativa por los tiempos de ejecucion de la consulta H-VIEW _V4, la
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cual para las bases de datos AAMI, QT, MIT-BIH y European representa el 76.5 %,
72.2%, 90.7% v 81.4% respectivamente sobre los tiempos totales de ejecucion por
base de datos. Al omitir los tiempos de ejecucién de la consulta H_-VIEW_V4 que
sesgan por completo los datos, las consultas sobre el modelo de almacenamiento ho-
rizontal presentan al igual que en 1-NN y 10-NN tiempos inferiores a los obtenidos
por las consultas sobre el modelo de almacenamiento vertical. Las consultas sobre el
modelo de almacenamiento horizontal para la base de datos AAMI obtuvieron 2.2
veces menos tiempo promedio de ejecucion en comparacion con las consultas sobre el
modelo de almacenamiento vertical. Esto mismo para la base de datos QT donde las
consultas sobre el modelo de almacenamiento horizontal obtuvieron tiempos 9.7 veces
menores. Para la base de datos MIT-BIH fueron 10.7 veces menos tiempo, mientras
que para la base de datos European los tiempos de ejecucion fueron menores en una

proporcion de 15.7 veces.

4.3.8. Tiempos de Ejecucién Para el Algoritmo e-search

Llevar a cabo la experimentacién utilizando las consultas propuestas asi como
la aplicacion E_ADHOC para resolver la problemética e-search fue necesario definir
el valor para la variable e. Con el fin de tener un punto de comparacion sobre la
experimentacion de la problematica K-NN, el valor de e fue definido de tal manera
que para cada patrén almacenado dada una base de datos, el nimero de resultados
en la salida final sea idéntica a la obtenida en K-NN. Esto es, para el algoritmo 1-NN
se definié un algoritmo denominado E1-Search. En el algoritmo E1-Search, al valor de
€ para buscar el patrén ¢; dada una base de datos, le fue asignado el primer y tnico
valor de semejanza obtenido por el algoritmo 1-NN al buscar el patrén ¢; sobre la
misma base de datos. De igual manera, se definié un algoritmo E2-Search en donde al
valor de e se le asigné el décimo valor de semejanza obtenido por el algoritmo 10-NN

al buscar un mismo patrén para una misma base de datos. Finalmente, el algoritmo



Consulta Base de Datos

AAMI QT MIT-BIH | European
H.TMP_E_V1 1.652 | 50.108 88.365 377.598
H_-TMP_E_V2 2.139 | 112.729 181.184 900.038
H_-TMP_E_V3 3.277 | 260.220 361.245 | 2,126.666
H_TMP_E_V4 1.892 | 57.452 101.510 402.502
H_VIEW_E_V1 | 1.357 | 41.509 76.007 315.894
H.VIEW_E_V2 | 1.525 | 48.847 87.577 378.877
H_VIEW_E_V3 | 1.938 | 110.728 161.538 896.852
H.VIEW_E_V4 | 2.795 | 92.875 162.916 649.498
H.WITHE_V1 | 1.372 | 41.658 76.711 324.600
HWITHE V2| 1.670 | 68.631 113.066 536.284
H.WITH.E_V3 | 2.468 | 155.111 220.615 | 1,221.206
H.WITH.E_V4 | 1.492 | 48.772 84.193 352.894
V_TMP_E 7.791 | 945.045 | 1,530.912 | 12,430.381
V_VIEW_E 6.889 | 917.313 | 1,193.682 | 10,841.375
V_WITH_E 7.070 | 845.709 | 1,231.767 | 11,854.029
E1_ADHOC 1.461 | 40.816 72.618 299.507
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Tabla 4.7: Tiempos de Ejecucion en Segundos para el Algoritmo E1-Search

E3-Search fue definido utilizando el centésimo valor obtenido por el algoritmo 100-NN
al buscar un mismo patrén sobre una misma base de datos.

De este modo, los tiempos de ejecucion obtenidos por el algoritmo El-Search se
observan en la Tabla 4.7. En ella, se resaltan los mejores tiempos de ejecucion para
cada base de datos. En la Tabla 4.7, se identifica un comportamiento similar al de
la Tabla 4.4 para el algoritmo 1-NN. Este comportamiento reside en la diferencia de
tiempo de ejecucion entre las consultas sobre el modelo de almacenamiento horizontal
y las consultas sobre el modelo de almacenamiento vertical. Para las bases de datos
AAMI, QT, MIT-BIH y European, los tiempos de ejecuciéon de las consultas sobre el
modelo de almacenamiento vertical fueron superiores en una proporciéon de 3.7, 9.9,
9.2 y 16.6 veces respectivamente. Los tiempos de ejecucion de las consultas utilizadas
para el algoritmo E1-Search sobre el modelo de almacenamiento horizontal se ven
directamente afectados por el ordenamiento de datos que requiere, por medio de
la clausula ORDER BY. Sin embargo, esto resulta indiferente para las consultas

con Version V1, es decir, HTMP_E_V1, HVIEW_E V1 y HWITH_E_V1, las cuales
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presentan tiempos muy similares a las consultas equivalentes (aquellas consultas sobre
un mismo modelo de almacenamiento, utilizando un mismo medio para el tratamiento
de datos intermedios y misma versién) para el algoritmo 1-NN. Esto se debe a que
la segunda subconsulta realiza una seleccion de solamente un valor de semejanza,
por lo que el ordenamiento representa una tarea que requiere de pocos recursos. Esto
mismo sucede en las consultas con Version V4, donde los tiempos de ejecucion con
respecto a las consultas equivalentes con el algoritmo 1-NN son superiores con un
promedio de 45.2 segundos, lo que representa un incremento de apenas un 6.9 % en el
tiempo de ejecucion para las cuatro bases de datos. Por otro lado, para las consultas
con Versiones V2 y V3, los tiempos de ejecucién con respecto a los obtenidos por las
consultas equivalentes en el algoritmo 1-NN, presentan valores superiores de manera
significativa. Esto debido al ordenamiento realizado en la segunda subconsulta sobre
el numero total de valores de semejanza calculados. Las consultas con Version V2
para el algoritmo El1-Search presentan tiempos superiores en un 27.9 % con respecto
a las consultas equivalentes del algoritmo 1-NN. Para las consultas con Versién V3,
los tiempos de ejecucién resultan superiores en un 20 % con respecto a las consultas
equivalentes del algoritmo 1-NN. La consulta con mejores tiempos de ejecucion para el
algoritmo E1-Search fue H_-VIEW_E_V1 en las cuatro bases de datos. Para la base de
datos AAMI obtuvo un tiempo de ejecucion de 1.357 segundos, mejorando al obtenido
por la aplicacion E1_ ADHOC, la cual requirié de 1.461 segundos. Esto representa una
mejoria de un 7.1 % por parte de la consulta H-VIEW_E_V1. En el caso de la base
de datos QT, se obtuvo un tiempo de ejecucién equivalente al 101.7% del tiempo
de ejecucion obtenido por la aplicacién E1_ADHOC. Por otra parte, para la base de
datos MIT-BIH se obtuvo un tiempo de ejecucion equivalente al 104.7 % del tiempo de
ejecucién que le tomé a la aplicacién E1_ADHOC. Finalmente, para la base de datos
European se obtuvo un tiempo de ejecucion que representa el 105.5 % del requerido
por la aplicacion E1_ADHOC.

En la Tabla 4.8 se observan los tiempos de ejecucién obtenidos por el algoritmo



Consulta Base de Datos

AAMI QT MIT-BIH | European
H.TMP_E_V1 1.701 | 50.445 88.578 378.951
H_TMP_E_V2 2.306 | 114.818 177.761 906.170
H_TMP_E_V3 3.353 | 259.271 364.503 | 2,156.639
H_TMP_E_V4 2.320 | 59.582 102.903 409.870
H_VIEW_E_V1 | 2.191 | 42.204 83.033 330.144
H_VIEW_E_V2 | 2.291 | 50.689 94.602 394.153
H.VIEW_E_V3 | 1.927 | 110.392 160.650 897.245
H_VIEW_E_V4 | 15.918 | 519.920 940.732 | 3,532.481
H.WITH.E_V1 | 1.363 | 41.058 76.648 323.398
HWITHE V2 | 1.587 | 68.362 116.490 541.343
H.WITH.E_V3 | 2.373 | 153.686 219.434 | 1,235.202
H.WITH.E_V4 | 1.396 | 49.102 84.254 353.209
V_TMP_E 7.508 | 949.845 | 1,599.187 | 12,484.130
V_VIEW_E 7.245 | 937.052 | 1,245.353 | 11,272.655
V_WITH_E 7.113 | 842.492 | 1,267.120 | 11,833.330
E2_ADHOC 1.491 | 40.907 72.680 298.464

112

Tabla 4.8: Tiempos de Ejecucion en Segundos para el Algoritmo E2-Search

E2-Search. En ella, se resaltan los mejores tiempos de ejecucién para cada base de
datos. Al igual que en el algoritmo 10-NN, el comportamiento méas notorio es el
aumento significativo en el tiempo de ejecucién para la consulta H VIEW _K_V4 en
las cuatro bases de datos. Para las bases de datos AAMI, QT, MIT-BIH y European
los tiempos de ejecucién de la consulta H_-VIEW_E_V4 respecto a los obtenidos en
el algoritmo E1-Search son superiores en una proporcion de 5.7, 5.8, 5.6 y 5.4 veces
respectivamente. Los tiempos promedio de las consultas sobre el modelo horizontal
resultan superiores en términos de eficiencia contra las consultas sobre el modelo
vertical. Esta diferencia resulta en promedio 2.2, 6.3, 7.1 y 12.3 veces menos tiempo
por parte de las consultas sobre el modelo de almacenamiento horizontal para las bases
de datos AAMI, QT, MIT-BIH y European respectivamente. La mejor consulta para
el algoritmo E2-Search fue H-WITH_E_V1 en todas las bases de datos. A diferencia
del algoritmo E1-Search, donde la mejor consulta fue H-VIEW_E_V1, en el algoritmo
E2-Search los tiempos de ejecucion para H_-VIEW_E_V1 aumentaron al incrementar

el umbral de semejanza e para que el nimero de resultados devueltas sea igual a
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Base de Datos
AAMI QT MIT-BIH | European
H.TMP_E_V1 1.848 50.724 88.474 376.951
H.TMP_E_ V2 2.330 113.506 178.933 933.209
H. TMP_E_V3 3.361 262.668 359.704 | 2,156.639
H. TMP_E_V4 4.339 68.920 122.389 716.916
H.VIEW_E_ V1 | 10.276 59.249 153.340 330.144
H.VIEW_E_V2 | 10.301 67.698 164.931 394.153
H_.VIEW_E_V3 1.933 110.973 160.938 897.245
H_.VIEW_E_V4 | 142.115 | 4,380.720 | 8,320.581 | 33,928.154
H.WITH.E_V1 1.397 41.243 77.748 323.398
H.WITH_E_V2 1.611 68.276 115.565 541.343
H.WITH_E_V3 2.418 155.719 219.784 1,235.202
H.WITH_E_V4 1.426 49.190 84.272 354.915

Consulta

V_TMP_E 7.549 963.840 | 1,688.354 | 12,421.440
V_VIEW_E 7.665 960.907 | 1,290.040 | 11,298.836
V_WITH_E 8.856 842.745 | 1,291.965 | 11,921.125
E3_ADHOC 1.575 41.117 73.648 306.437

Tabla 4.9: Tiempos de Ejecucion en Segundos para el Algoritmo E3-Search

10. Para la base de datos AAMI, la consulta H WITH_E_V1 mejoré los tiempos de
ejecuciéon obtenidos por la aplicacion E2_.ADHOC, al requerir solamente el 91.4 %
del tiempo de ejecucion de esta tltima. Para las bases de datos QT, MIT-BIH y
European, la consulta HWITH_E_V1 present6 tiempos de ejecucion equivalentes al
100.4 %, 105.5% y 108.4 % respectivamente contra los tiempos de ejecucién de la
aplicacion E2_ADHOC.

Finalmente, para el algoritmo E3-Search se obtuvieron los tiempos de ejecucion
observados en la Tabla 4.9. En ella, se resaltan los mejores tiempos de ejecucion para
cada base de datos. En esta tabla se observa un incremento notable en los tiempos de
ejecuciéon para la consulta H VIEW _E_V4, tal y como se observé también en el algo-
ritmo 100-NN. Con respecto a los tiempos de ejecuciéon del algoritmo E2-Search, este
incremento se aproxima en una proporcion de nueve veces para las cuatro bases de
datos. Para la base de datos AAMI se tuvo un incremento de 8.9 veces. Por otro lado,
para la base de datos QT se obtuvo un incremento de 8.8 veces. De igual manera,
para las bases de datos MIT-BIH y European se obtuvo un incremento de 8.4 y 9.6

veces respectivamente. Durante la ejecucién de los algoritmos E1-Search, E2-Search
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y E3-Search se obtuvieron de manera constante los mayores tiempos de ejecuciéon en
las consultas sobre el modelo horizontal H TMP_E V3 y H WITH_E_V3. Este com-
portamiento se atribuye a la tercer subconsulta, la cual hace uso de una funcién de
ventana para la bisqueda de la posicién donde aparece un patron determinado. Esto
a su vez puede verse relacionado con las consultas sobre el modelo de almacenamien-
to vertical, donde de igual manera se utilizan funciones de ventana, con lo que se
observan los mayores tiempos de ejecucion para todos los algoritmos contemplados
durante nuestra etapa de experimentacion. Una vez mas, la consulta HWITH_E_V1
obtuvo el mejor tiempo de ejecucién para las cuatro bases de datos. Los tiempos de
ejecucién sobre la base de datos AAMI de la aplicacién E3_ADHOC fueron mejorados
al requerir solamente el 88.7 % del tiempo de ejecucién de esta ultima. Para las otras
tres bases de datos se obtuvieron tiempos de ejecuciéon muy cercanos a los obtenidos
por la aplicacién E3_ADHOC. El tiempo de ejecucion de la consulta H-WITH_E_V1
para la base de datos QT, obtuvo un tiempo de ejecucién equivalente al 100.3 % del
requerido por la aplicacién E3_ADHOC. Para la base de datos MIT-BIH el tiempo
de ejecucién obtenido equivale al 105.6 % del requerido por la aplicacién E3_ADHOC.
Finalmente, para la base de datos European, el tiempo de ejecucion para la consulta

H_WITH_E_V1 fue equivalente al 105.5 % del obtenido por la aplicacion E3_ADHOC.

4.3.9. Tiempos de Ejecucion Sobre una Base de Datos de Gran Tamano

Observando los resultados de los algoritmos que resuelven las problematicas K-NN
y e-Search, se observan comportamientos muy similares entre las consultas equivalen-
tes. Sin embargo, en términos de tiempo de ejecucion, los algoritmos para resolver
K-NN resultan ser més eficientes. Dentro de los algoritmos 1-NN, 10-NN y 100-NN, las
consultas sobre el modelo de almacenamiento horizontal fueron indudablemente més
eficientes que aquellos obtenidos por las consultas sobre el modelo de almacenamiento

vertical. Dentro de las consultas sobre el modelo de almacenamiento horizontal, aque-
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llas que utilizan CTEs para el tratamiento de datos intermedios fueron, en términos
generales, las que obtuvieron los mejores tiempos de ejecucion. En segundo lugar, las
consultas que utilizan tablas transitorias, con una eficiencia que equivale al 127.9 %
de los tiempos obtenidos por las consultas que utilizan CTEs. Por tltimo, las con-
sultas que utilizan vistas representan en promedio, los tiempos de ejecucién menos
eficientes, siendo 548 % mas lentas que aquellas que utilizan CTEs.

Estas circumstancias se dieron sobre bases de datos cuyo requerimiento en disco
es menor a la memoria disponible en el sistema, siendo la base de datos European
la de mayor tamano (417MB). Sin embargo, contemplando un escenario en el cudl el
tamano total del conjunto de datos almacenados sea mayor a la memoria principal
disponible por el sistema, se realizo la experimentacién sobre un conjunto de datos que
cuente con dicha caracteristica. Esto con el fin de analizar el comportamiento de las
distintas opciones para el tratamiento de datos intermedios bajo este escenario. Para
ello, se prodecio a crear una nueva base de datos, a la cual denominamos GranDB.
La base de datos GranDB fue almacenada en una tabla h_big bajo el esquema del
modelo de almacenamiento horizontal. En ella, se almacenaron los datos del conjunto
de prueba European. Sin embargo, cada una de las senales presentes en la base de
datos European fue almacenada cuatro veces. Con ello, el tamano total requerido fue
de 1670MB, lo que representa mas que la memoria disponible por el sistema, la cual
oscilaba entre los 1,200MB y 1,300MB sin carga de trabajo. De manera similar, se
cred una base de datos GranDB _Bin para almacenar cuatro veces los datos presentes
en archivos binarios correspondientes a la base de datos European. Esto con el fin de
implementar las aplicaciones K1_ ADHOC, K10 _ ADHOC y K100_.ADHOC. De esta
forma, los datos binarios presentaron un espacio de almacenamiento total de 5,040
MB. Las consultas evaluadas fueron aquellas que presentaron los mejores tiempos de
ejecucion. Es decir, las consultas sobre el modelo de almacenamiento horizontal, para
el algoritmo K-NN con los valores de K =1, K = 10 y K = 100 con el fin de observar

su comportamiento. Los patrones utilizados para ello, fueron reutilizados de la tabla
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Algoritmo
1-NN | 10-NN | 100-NN
H.-TMP_K_V1 | 1507.6 | 1,509.6 1,514.4
H.TMP_ K V2 | 1,870.4 | 1,869.6 1,875.0
H.TMP K V3 | 3,764.6 | 3,756.8 3,757.8
HTMP K V4 | 15129 | 1,586.6 2,1334
H.VIEW_K_V1 | 1,243.3 | 1,258.6 1,744.1
H_VIEW K V2 | 1,636.9 | 1,621.9 1,777.3
H_VIEW K_V3 | 4,497.7 | 4,506.4 4,518.1
H_VIEW K V4 | 2468.7 | 13,865.1 | 122,085.8
H.WITH.K_V1 | 1,493.6 | 1,496.3 1,507.6
HWITH.K_V2 | 1,644.0 | 1,642.5 1,644.7
H WITH_ K V3 | 4,862.6 | 4,903.8 4,915.7
H WITH K V4 | 1,492.7 | 1,488.2 1,496.3
K_ADHOC 1,182.1 | 1,184.7 1,184.5

Consulta

Tabla 4.10: Tiempos de Ejecucién en Segundos para el Algoritmo K-NN y el Modelo
de Almacenamiento Horizontal en una Base de Datos de Gran Tamafio

ya creada h_edb_pat.

En la Tabla 4.10 se observan los tiempos de ejecucién obtenidos para los algo-
ritmos 1-NN; 10-NN y 100-NN sobre las bases de datos GranDB y GranDB_Bin,
utilizando las consultas sobre el modelo de almacenamiento horizontal y las aplica-
ciones ADHOC. En ella se hacen notorios los tiempos de ejecucién de la consulta
H_VIEW _K_V4, los cuales se encuentran muy por encima del resto de los tiempos ob-
servados por las otras consultas. Sin embargo, este mismo comportamiento fue notado
sobre los experimentos en las bases de datos AAMI, QT, MIT-BIH y European, tanto
para los algoritmos que resuelven K-NN como para aquellos que resuelven e-search.
Al contener cuatro veces los datos de la base de datos European, se espera que los
tiempos de ejecucion sobre las bases de datos GranDB y GranDB_Bin conserven esta
correlacion y obtengan tiempos de ejecucion superiores en una proporcion de cuatro
veces con respecto a los obtenidos sobre la base de datos European. Sin embargo, en
la tabla 4.11 podemos observar las proporciones en el incremento de los tiempos de
ejecucion sobre las bases de datos GranDB y GranDB_Bin en comparacién a los obte-

nidos sobre la base de datos European. Dicha comparacion abarca todas las consultas
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Algoritmo
1-NN | 10-NN | 100-NN
H TMP K V1 3.97 4.00 4.02
H.TMP_K_V2 3.98 3.97 3.99
H.TMP K V3 2.50 2.50 2.50
H TMP K V4 3.92 4.00 4.00
H.VIEW_.K_V1 | 3.98 3.84 3.63
HVIEW. K V2 | 4.02 3.88 3.11
H_.VIEW_K_V3 | 4.80 4.81 4.82
H.VIEW K V4 | 4.00 4.15 3.99
H WITH K V1 | 4.71 4.72 4.70
H.WITH.K_V2 | 3.98 3.98 3.98
H WITH K V3 | 4.63 4.66 4.67
H WITH K V4 | 4.61 4.59 4.61
C_ADHOC 3.96 3.98 3.97

Consulta

Tabla 4.11: Proporciones de Incremento en Tiempos de Ejecucion en la Base de
Datos GranDB Respecto a los Tiempos de Ejecucion Sobre la Base de Datos
Furopean

sobre el modelo de almacenamiento horizontal y las aplicaciones ADHOC para los
algoritmos 1-NN, 10-NN y 100-NN. En ella, podemos observar proporciones mayores
a cuatro, lo que indica que no existe correlacién en los tiempos de ejecucion al incre-
mentar el tamano de la base de datos que se utiliza. Esto se presenta principalmente
en las alternativas de datos intermedios que se especializan en el procesamiento de
datos en memoria, debido al nimero de datos que requieren ser leidos y escritos en
disco. Las aplicaciones ADHOC sobre archivos binarios presentan la correlacion en
tiempos de ejecucién al incrementar el nimero de datos a procesar. Por otro lado,
la mejor alternativa al incrementar el nimero de datos son las tablas transitorias,
presentanto un incremento promedio en los tiempos de ejecucién de 2.5 veces mas
al incrementar los datos en una proporcion de cuatro veces. La razon de esto es la
especializacién que presentan para trabajar con datos escritos y leidos en disco, lo
que se hace extrictamente necesario al tener una base de datos cuyo tamano es mayor

a la memoria disponible por el sistema.
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De esta manera, damos paso a las observaciones finales de nuestro trabajo, asi co-
mo las conclusiones que se encontraron con ayuda de la experimentacion realizada.
Por tdltimo, presentamos nuestros ideales para trabajo futuro. Con esto, se espera me-
jorar la propuesta que hacemos en este trabajo de tesis, tanto en términos de tiempo
de ejecucién, como en términos de espacio en disco requerido por los datos con el uso

de nuevas técnicas y tecnologias.
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CAPITULO 5
CONCLUSIONES

En este trabajo de tesis hemos propuesto un marco de trabajo para lograr la
implementacion del procesamiento de senales de electrocardiograma (ECG) digita-
les dentro de un sistema gestor de bases de datos (SGBD), sin necesidad de utilizar
aplicaciones externas. La propuesta implementa un conjunto de operadores basicos,
que pueden ser reutilizados en distintos algoritmos, haciendo uso de funciones defini-
das por el usuario (UDFs) ofrecidas por los SGBD comerciales actuales. Ademés, se
proponen dos modelos de almacenamiento de datos para representar a las senales de
ECG digitales dentro de un SGBD. A estos modelos de almacenamiento los denomi-
namos modelo de almacenamiento horizontal y modelo de almacenamiento vertical,
respectivamente. Para cada uno de estos modelos de almacenamiento, se propone la
estructura general de las consultas necesarias para realizar las operaciones contem-
pladas dentro del campo de busqueda por semejanza sobre senales de ECG digitales.
Dentro de estas consultas, se tomaron en cuenta distintos medios para el tratamiento
de datos intermedios entre subconsultas, descritos en la Seccién 4.3.1.

Nuestra implementacion de algoritmos de bisqueda por semejanza sobre senales
de ECG digitales almacenadas en un SGBD fue desarrollada bajo el enfoque de la
bisqueda de subsecuencias, sobre las problematicas de busqueda por vecinos mas
cercanos (K-NN) y biisqueda por rango (e-search). Dado que la buisqueda por subse-
cuencias no es mas que una generalizacion de la busqueda completa, podemos afirmar
que se abarca por completo la implementacién de busqueda por semejeanza sobre
senales de ECG digitales dentro de un SGBD. Aunado a ello, nos fue posible obte-
ner tiempos de ejecucion por parte de nuestra propuesta que superan en términos de

eficiencia a aquellos tiempos de ejecucion obtenidos por parte aplicaciones ad-hoc.
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Como consecuencia, queda demostrado que es posible implementar operadores bési-
cos que conformen los algoritmos para realizar biisqueda por semejanza sobre senales
de ECG digitales como funciones propias de un SGBD, sin necesidad de utilizar he-
rramientas externas. Esto tltimo representa la validacion de la hipotesis estipulada
en este trabajo de tesis.

Los resultados obtenidos por los modelos de almacenamiento propuestos en este
trabajo, reflejan una ventaja significativa por parte del modelo de almacenamien-
to horizontal sobre el modelo de almacenamiento vertical, para todos los algoritmos
contemplados. De todas las consultas evaluadas para los algoritmos 1-NN, 10-NN y
100NN, las consultas sobre el modelo de almacenamiento horizontal resultaron ser
mas eficientes de manera definitiva. En general, las consultas sobre el modelo de al-
macenamiento horizontal resultaron ser 41.2 % més eficientes que las consultas sobre
el modelo de almacenamiento vertical. Esto mismo sucedio con aquellas consultas pa-
ra los algoritmos que resuelven la problemética e-search. Es decir, para los algoritmos
E1-Search, E2-Search y E3-Search, las consultas sobre el modelo de almacenamiento
horizontal resultaron ser mas eficientes que aquellas sobre el modelo de almacena-
miento vertical en un 50.7 %.

De manera definitiva, podemos concluir que la mejor opcién es utilizar el modelo
de almacenamiento horizontal para almacenar senales de ECG dentro de un SGBD.
Esto, en primer lugar por requerir un menor espacio en disco, aproximadamente 3
veces menos que el necesario por archivos binarios y 34 veces menos que el espacio en
disco requerido por el modelo de almacenamiento vertical. En segundo lugar, porque
bajo el modelo de almacenamiento horizontal se obtuvieron los tiempos de ejecucién
mas cercanos, e incluso mejorando en algunos casos a los obtenidos por aplicaciones
ad-hoc. Cuando el tamano total de los datos no supera la memoria disponible por el
sistema, podemos concluir que la mejor opcién es utilizar CTEs, debido a que estas
se especializan en la creacion y procesamiento de tablas en memoria, y fue de ma-

nera constante la opcion que obtuvo los mejores tiempos de ejecucién sobre todos
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los algoritmos. Esto manteniendo tiempos constantes para los algoritmos sobre una
misma problematica, sin importar la variacién del valor de K para la probleméatica
K-NN, o el valor de € para la problematica e-search. Por otro lado, cuando el tamano
total de los datos a procesar supere la memoria disponible por el sistema, la mejor
opcion resultan ser las tablas transitorias. Esto ultimo, gracias a la propiedad na-
tiva de las tablas transitorias para la escritura/lectura de datos directo en disco, y
fué demostrado en la Seccién 4.3.9.

Con el surgimiento de nuevas tecnologias, se desea probar nuevas opciones tanto en
SGBD como en nuevos modelos de almacenamiento para las senales de ECG digitales.
Todo esto con la finalidad de reducir mas los tiempos de ejecucion obtenidos en nuestro
trabajo, manteniendo las bondades que nos ofrecen los SGBD actuales. Junto a esto, la
utilizacion de técnicas de indexacién y reduccion en la dimensionalidad de las senales
de ECG digitales representa una posibilidad para obtener tiempos de ejecucién atn
mejores. Por lo que queda contemplado como parte de nuestra investigacion y trabajos

futuros.
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