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RESUMEN

En el siguiente trabajo de investigacion se toma como base un modelo de apoyo a la toma de
decisiones basado en argumentos para calcular el grado de credibilidad de la existencia de las
relaciones de preferencia basicas (Picos, 2017), el cual intenta reflejar la manera intuitiva en
la que un decisor real lo haria. Este modelo basado en argumentos, generd buenos resultados,
ya que refleja el sentido comin de un decisor, sin embargo su implementacion practica
presenta una gran dificultad ya que depende de una gran cantidad de parametros iniciales
cuyos valores reflejan las preferencias del decisor y en consecuencia ¢l los tiene que
proporcionar. Para evitar que la utilizacion de este modelo le tome mucho tiempo y esfuerzo
cognitivo al decisor, este trabajo de tesis propone desarrollar un andlisis de desagregacion de
preferencias para la obtencion indirecta de los parametros que reflejen las preferencias del
decisor, el cual se aborda como un problema de optimizacion multiobjetivo y se resolvera
utilizando algoritmos evolutivos, especificamente el algoritmo evolutivo basado en
descomposicion MOEA/D (Zhang, 2007), el cual descompone un problema de optimizacion
multiobjetivo en una serie de subproblemas de optimizacion escalar y los optimiza
simultdneamente, lo que hace que MOEA/D tenga menor complejidad computacional que

otros algoritmos evolutivos.
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CAPITULO 1
INTRODUCCION

La toma de decisiones es el proceso que atraviesan las personas cuando se debe elegir entre
distintas opciones, la mayoria de las veces tomando en cuenta uno o varios criterios,

basandonos en nuestros gustos, preferencias, experiencias e instintos.

Las decisiones se encuentran en todos los ambitos de nuestra vida, aceptamos como un hecho
empirico que cada uno de nosotros tiene el poder de elegir (French, 1988). Todos los dias
tomamos decisiones, algunas no son tan importantes y las dejamos a capricho, por ejemplo:
elegir ponerle o no sal a la comida. Sin embargo, hay decisiones que son tan importantes que
tenemos que poner mucho cuidado en el andlisis que hacemos antes de decidir qué accion

tomar .

En ambitos como la ingenieria, negocios, politica y ciencias, las decisiones involucran
grandes cantidades de dinero y/o tienen un impactoalmeida en el bienestar de la sociedad. En
estos campos la toma de decisiones suele ser compleja debido a que tenemos una gran

cantidad de alternativas y criterios a considerar y que pueden estar en conflicto entre si

(Almeida, 2005).

Las tomas de decisiones estratégicas, son estrictamente racionales. Tomar buenas decisiones,
es decir, tomar decisiones de manera estratégica tiene gran importancia, por esto es que causa
tanto interés. Definimos una decision estratégica como aquella que es importante en términos

de las acciones tomadas, los recursos comprometidos o los precedentes establecidos.

La toma de decisiones es llevada a cabo por un decisor (decision maker), los cuales toman
decisiones sobre objetivos conocidos. Estos objetivos determinan el valor de las posibles
consecuencias de una accion. Los decisores recopilan la informacion adecuada, analizan y
comparan un conjunto de alternativas, después de esto seleccionan la 6ptima, las ordenan de

la mejor a la peor, o las clasifican en categorias, dependiendo el tipo de problema.



Puede que no seamos buenos tomadores de decisiones. Por lo tanto debemos ser capaces de
reconocer nuestras fallas, y ademas, si queremos mejorar, debemos ser capaces de reconocer
una mejora y los medios para lograrla. Los problemas de decision implican la eleccion entre
varias posibles circunstancias en las que el resultado de cualquier accion estd sujeto a una

incertidumbre considerable.

Ademés, los objetivos de quién toma las decisiones entran en conflicto invariablemente, por
ejemplo, es imposible disefiar un aeropuerto minimizando su costo de produccion y

maximizando su seguridad operacional.

Existen métodos de analisis basados en un enfoque relacional como la familia de métodos
ELECTRE (ELimination and Choice Expressing REality) (Roy, 1993). Este tipo de métodos
ofrecen como resultado una recomendacion de solucion para ciertos problemas que se
presentan en el area de la toma de decisiones consideran como principales el ordenamiento

(ranking), seleccion (choice) y clasificacion (sorting) (Figueira, 2010).

Los métodos que existen para resolver los problemas de ordenamiento, seleccion y
clasificacion se dividen en dos fases: construccion, que consiste en modelar la integracion de
preferencias del tomador de decisiones a partir de las relaciones de preferencia y la
explotacion del modelo. Se ha observado que el modelo ELECTRE III al calcular los valores
de credibilidad no se apega al sentido comun, lo cual lleva a que el resultado no refleje el

sentido comun del decisor, (Wang, 2019).

En el marco de la ayuda a la toma de decisiones multicriterio (MCDA, por sus siglas en
inglés), existe una amplia gama de métodos apropiados para problemas de seleccion
(choosing), clasificacion (ranking) y clasificacion ordinal (sorting). Sin embargo, la ayuda
proporcionada por MCDA no es efectiva a menos que el modelo de agregacion represente
apropiadamente las preferencias del tomador de decisiones (DM, por sus siglas en inglés).
Generalmente, los modelos MCDA utilizan muchos parametros para representar las
preferencias del decisor. Los valores de los parametros se pueden obtener con métodos de
obtencion directos o indirectos. En los métodos directos el decisor a menudo con la ayuda de

un analista de decision, tiene que asignar directamente los valores de los pardmetros al



modelo de preferencias. Por otro lado, los métodos de elicitacion indirecta, los valores de los
parametros se infieren de un conjunto de decisiones previas tomadas por el decisor

(Fernandez, 2020).

Los métodos de obtencion indirecta constituyen el paradigma del analisis de desagregacion
de preferencias (PDA). Los métodos PDA analizan las decisiones tomadas por el decisor para
identificar el modelo de agregacion implicito al resultado de las decisiones conocidas. El
paradigma del PDA es de creciente interés porque requiere menos esfuerzo cognitivo por
parte del decisor. La razon principal es que los decisores con frecuencia prefieren emitir

decisiones que explicarlas.

Basado en un trabajo de tesis doctoral (Picos, 2017) donde se cred un modelo teodrico para la
ayuda a la toma de decisiones, el cual es un modelo basado en argumentos que refleja de
manera intuitiva la manera en la que un decisor real toma decisiones. Este modelo calcula el
grado de credibilidad de la existencia de las relaciones de preferencia basicas, que reflejan la
manera intuitiva en la que un DM real lo haria, mediante el uso de la teoria de la decision, la
ayuda a la decision multicriterio, teoria de la argumentacion y légica difusa. De aqui en
adelante en este trabajo, nos referiremos al modelo como “modelo basado en argumentos”.
Este modelo obtuvo buenos resultados, ya que refleja el sentido comun de un decisor cuando
éste establece o asigna el grado de verdad de las relaciones de preferencia entre cualquier par

de objetos.

El modelo basado en argumentos, depende de una gran cantidad de parametros iniciales para
representar al decisor, por lo tanto, en este trabajo de tesis se pretende crear una herramienta
computacional que permite la obtencion de estos parametros de manera indirecta, con
algoritmos evolutivos, especificamente con el algoritmo MOEA/D, un algoritmo basado en
descomposicion, el cual descompone un problema de optimizacion multiobjetivo en una serie
de subproblemas de optimizacion escalar y los optimiza simultdineamente. Cada subproblema
se va optimizando utilizando la informacion de varios subproblemas vecinos, lo que hace que
MOEA/D tenga menor complejidad computacional que otros algoritmos evolutivos como

MOGLS y NSGA-II, (Zhang, 2007).



Llevar a la practica el modelo basado en argumentos, requiere de mucho tiempo y esfuerzo
cognitivo por parte del decisor. En este trabajo proponemos utilizar un algoritmo genético
para abordar el problema de la obtencion indirecta de los valores de los parametros que son
necesarios para poner en practica el modelo basado en argumentos . El uso de esta
metaheuristica estd motivado por la naturaleza no lineal de las funciones de preferencia que
se encuentran en el modelo basado en argumentos. Estos algoritmos son particularmente
convenientes para resolver problemas de optimizacion multiobjetivo porque logran

aproximaciones a la frontera de Pareto en una primera corrida (Coello, 2007).



1.1 GENERALIDADES

La toma de decisiones es un proceso en el cual elegimos entre diferentes opciones, ya sea

para resolver problemas cotidianos o problemas complejos en el ambiente laboral.

Se considera 4 un conjunto finito de opciones potenciales (acciones o alternativas), que se
pueden representar de diferentes formas y que constituye el objeto de problema de decision

en cuestion.

A={a, a, ..., ay

Un criterio es una norma mediante la cual se evaluan las diferentes alternativas con el

objetivo de elegir una de ellas. El conjunto de criterios se define de la siguiente manera

G = {g11 gZi ey gm}

El desempefio de cada uno de los objetos del conjunto 4, puede ser caracterizado tomando en
cuenta uno o multiples criterios (a los cuales también nos referiremos como atributos) .
Cuando se utiliza un solo criterio G = {g,}, es relativamente facil para el decisor decidir cual

o cudles alternativas son elegidas al considerar un problema del tipo

optimizar {g,(a) | a € A}

Sin embargo, cuando se tienen que considerar simultdneamente un conjunto de criterios de
evaluacion G = {g,, g, ..., g,/ el decisor se enfrenta a una situacion de mayor complejidad

(Figueira, 2005), que se puede representar como

optimizar {g,(a), (@), ..., g.(@) | a E A}

Esto normalmente refleja el caracter conflictivo entre el conjunto de criterios de evaluacion,
ya que es posible que exista una alternativa cuyo desempeio en ciertos criterios supere a

otras alternativas, pero al mismo tiempo sea superada en otros criterios por otras alternativas.



Para que una alternativa domine a otra, se requiere que sea mejor o igual en todos los criterios

y mejor en al menos uno de los criterios.

Usualmente no existe una alternativa que optimice todos los criterios al mismo tiempo, en
estos casos se debe elegir una alternativa que se adecue mejor a la solucion con respecto a las
preferencias del decisor. La mayoria de los problemas de decisién tienen esta naturaleza

multicriterio.

Elegir la mejor alternativa, o la alternativa mdas favorable no sigue un curso evidente,
tampoco esta definido matematicamente, esto va a depender de las preferencias y prioridades
de cada decisor. Para que una alternativa domine a la otra se requiere que sea mejor o igual en

todos los criterios y mejor en al menos uno de los criterios.

Los problemas de decision considerados en el Analisis Multicriterio para la Toma de
Decisiones, tratan un conjunto finito de alternativas evaluadas sobre una familia de criterios
coherentes. MCDA da al decisor herramientas y métodos para estructurar el problema,

comparar y evaluar alternativas para apoyar el proceso de toma de decisiones.

Existen cuatro tipos de analisis que pueden apoyar significativamente al decisor (Roy, 1985),

los cuales son:

e Descripcion: Consiste en identificar las caracteristicas mas notables de las alternativas
y realizar una descripcion de ellas basandose en sus caracteristicas.

e Problema de Seleccion: Consiste en identificar la mejor alternativa o seleccionar un
conjunto limitado de las mejores alternativas.

e Problema de clasificacion: Consiste en asignar cada alternativa en categorias
predefinidas. Estas categorias corresponden a un conjunto de M clases, donde M es el
conjunto de etiquetas.

® Problema de ordenamiento. Construir un ordenamiento de las alternativas de la mejor

a la peor.



La mayoria de los problemas de decision se pueden representar en forma de tabla de decision.
La idea subyacente es que la consecuencia de cualquier accion esta determinada no solo por
la accion en si, sino también por una serie de factores externos. Estos factores externos estan
fuera del control de quien toma las decisiones y son desconocidos para quien toma las

decisiones en el momento de la decision (French, 1988).

Entendemos por estado de naturaleza o simplemente estado, una descripcion completa de
estos factores externos. Por lo tanto, si el tomador de decisiones conociera el estado de
naturaleza, es decir, los valores verdaderos de los factores externos, podria predecir con
certeza la consecuencia de cualquier accion. Aunque quien toma las decisiones no conoce el

verdadero estado de la naturaleza, el decisor si sabe qué estados son posibles.

En aras de la simplicidad, supondremos que solo es posible un nimero finito de estados
mutuamente excluyentes y los etiquetamos como 6, 0,,..., 0, De manera similar,
supondremos que sélo hay un nimero finito de acciones posibles a,, a,,...a,,. Se debe elegir
una y solo una de estas acciones. Si Xx;; es la consecuencia de tomar la accién a; cuando 0, es

el estado verdadero, tenemos una tabla de decision como la que se muestra en la tabla 1.1.

Los simbolos x;; representan descripciones completas de las posibles consecuencias. Si el
problema de decision involucra resultados monetarios, las x; pueden tomar valores

numéricos, pero en general no siempre es asi.

Tabla 1.1: Forma general de las tablas de decision

Estados de la naturaleza

Consecuencias 6, o, o,
a, X11 Xin
a, X1 Xon

Acciones : : )




Uno de los problemas abordados en este trabajo es la comparacion de dos alternativas, ya que
el modelo basado en argumentos compara dos objetos y calcula el indice de credibilidad de

que exista cada una de las siguientes relaciones de preferencia bésica:

® Preferencia
e Indiferencia
e Preferencia débil

e Incomparabilidad

La seleccion de la mejor alternativa no es un proceso obvio en lo absoluto, ni siquiera esta
bien definido matematicamente; depende del sistema de preferencias y prioridades del
decisor. Para que una alternativa domine a otra (solo en este caso la seleccion es
independiente de las preferencias del decisor), se requiere que sea mejor o igual en todos los

criterios y mejor en al menos uno de los criterios.

La toma de decisiones multicriterio (MCDM, por sus siglas en inglés) y el apoyo para la toma
de decisiones multicriterio (MCDA, por sus siglas en inglés) es una disciplina de la
investigacion que evalia explicitamente multiples criterios en conflicto en la toma de
decisiones (tanto en la vida diaria como en entornos como negocios, politica y medicina). Los
criterios que estan en conflicto entre si son comunes en la evaluacion de las alternativas, por
ejemplo: el costo o el precio suele ser uno de los criterios principales, y alguna medida de
calidad suele ser otro criterio, estos criterios comunmente estan en conflicto entre si. Al
comprar un automévil, el costo, la comodidad, la seguridad y el ahorro de combustible
pueden ser algunos de los principales criterios que consideramos; es inusual que el automoévil
mas barato sea el mas comodo y el mas seguro. En la gestion de carteras, los administradores
estan interesados en obtener altos rendimientos y, al mismo tiempo, reducir los riesgos; sin
embargo, las acciones que tienen el potencial de generar altos rendimientos generalmente

conllevan un alto riesgo de perder dinero. En una industria de servicios, la satisfaccion del



cliente y el costo de brindar el servicio son criterios en conflicto.

Estructurar bien los problemas complejos y considerar varios criterios de manera explicita
conduce a decisiones mas informadas y mejores. Ha habido avances importantes en este
campo desde el inicio de la disciplina moderna de toma de decisiones basada en multiples
criterios a principios de la década de 1960. Se han desarrollado una variedad de enfoques y
métodos, muchos implementados por software especializado para la toma de decisiones y su
aplicacion en una variedad de disciplinas, que van desde la politica y los negocios hasta el

medio ambiente y la energia.

Algunos de estos métodos para el apoyo a la toma de decisiones multicriterio son el método
ELECTRE desde su primera aparicion a mediados de los afios 60, cuando ELECTRE I fue
propuesto por Bernard Roy, ELECTRE II, ELECTRE III y algunos mas de la familia
ELECTRE (Figueira, 2016) y PROMETHEE (Preference Ranking Organization Methods for
Enrichment Evaluations). Estos métodos ofrecen una recomendacion de solucion para ciertos

problemas. Tienen dos etapas, la etapa de construccion y la etapa de explotacion.

El enfoque outranking, introducido por Roy en 1968 y explotado en primer lugar por la
familia de métodos ELECTRE (Roy, 1990), es una metodologia que se utiliza para modelar
las preferencias de los responsables de la toma de decisiones. Se basa en relaciones de
preferencia definidas en pares de alternativas (o acciones) y construidas sobre la base de la

evaluacion de acciones sobre un conjunto de multiples criterios.

Otro método para el apoyo a la toma de decisiones multicriterio es el modelo basado en
argumentos (Picos, 2017), el cual calcula el grado de credibilidad de la existencia de las
relaciones de preferencia basica, que reflejan la manera intuitiva en la que un decisor real lo
haria, mediante el uso de la teoria de la decision, la ayuda a la decisién multicriterio, teoria de
la argumentacion y logica difusa, el cual construye relaciones de no inferioridad (outranking)
entre cada par de acciones, que en la practica permiten resolver problemas de clasificacion,

ordenacion, seleccion y ranking.



1.2 ANTECEDENTES

Este trabajo de investigacion esta basado en un trabajo de tesis doctoral (Picos, 2017) previo,
donde se cred un modelo de decision basado en argumentos, el cual depende de una gran
cantidad de pardmetros iniciales para representar al decisor. En este trabajo de tesis se
desarrollé una herramienta computacional que permite la obtencidon de estos parametros de
manera indirecta, con algoritmos evolutivos. Ademas, este trabajo de investigacion aborda un
problema de optimizacién multicriterio, donde se distinguen las preferencias del decisor para

los valores.

La importancia de este trabajo radica en la implementacién del modelo de decision basado en
argumentos, el cual requiere de informacion de entrada por parte del decisor, de acuerdo a sus
preferencias. La preferencia del decisor es necesaria en forma de valores y ciertos parametros
que necesita el modelo. Un decisor, se siente comodo al ejercer su papel de decisor, es decir,
al tomar decisiones. Sin embargo, al pedirle que nos dé los valores de su decision no es tan
comodo, es como pedirle que explique el porqué de su decision. Para resolver este problema
existe el andlisis de desagregacion de preferencias, PDA por sus siglas en inglés. Esto es, la
obtencion indirecta de estos parametros basdndose en ejemplos de prueba dados por el

decisor, que pudieran ser ejemplos de decisiones pasadas, ejemplos de asignacion, etc.

Existen estudios en la literatura que utilizan algoritmos genéticos para realizar un analisis de

desagregacion de preferencias, los mas recientes son:

Fernandez, et al., (2020) presentan una novedoso método para inferir el sistema implicito de
preferencias del decisor a través de un enfoque de desagregacion de preferencias basado en
intervalos, guiado por un algoritmo genético cuya principal contribucion es hacer frente al
conocimiento imperfecto. Con conocimiento imperfecto, se refiere a que no cuenta con la
suficiente informacion para caracterizar al decisor. La caracterizacion del decisor se realiza
utilizando numeros de intervalo que representan todos los valores posibles que pueden
alcanzar los parametros. Una elicitacion indirecta con conocimiento imperfecto es
particularmente importante en la optimizacion de carteras, donde los inversores promedio

tienden a no querer dedicar mucho tiempo a expresar los valores exactos de los parametros de
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un modelo que representa sus preferencias. Lo unico que se requiere por parte del decisor es
la creacion del conjunto de referencias que contiene las decisiones del decisor y es a partir de
este conjunto donde su propuesta extrae una aproximacion al sistema implicito de

preferencias del tomador de decisiones.

Fernandez et al., (2020) proponen un método de obtencién de parametros indirectos basado
en la evolucion que utiliza informacion de preferencias incrustada en ejemplos de asignacion
y ofrece un analisis de su impacto en la incorporacion de las preferencias del decisor. Lo
hacen a través de un algoritmo genético de optimizacion de objetivo unico para inferir
indirectamente los parametros utilizando informacion de preferencias incluida en ejemplos de
asignacion. Los resultados muestran que el método estima correctamente los valores de los

parametros del modelo.

Fernandez et al., (2019) proponen un método de elicitacion indirecta para los parametros del
modelo ELECTRE TRI-nB utilizando algoritmos genéticos. La calidad de la solucion se
sustenta midiendo la capacidad para restaurar los ejemplos de asignacion y la capacidad de
realizar asignaciones consistentes de nuevas acciones. Lo hacen a partir de dos experimentos
que utilizan el procedimiento de asignacion pseudoconjuntivo (una simulacion extensa en la
que se exploraron muchos modelos de preferencias, caracteristicas del modelo, datos,

tamanos de problemas y una prueba con datos reales).

Li et al., (2019) realizan una comparacion entre MOEA/D y NSGA-III en un conjunto de
nuevos problemas de referencia multiobjetivo. Ademas, también se estudia el rendimiento de
estos dos algoritmos con diferentes tamafios de poblacion en estos problemas de prueba. En
este trabajo, se construye un conjunto de varios problemas multiobjetivo, entre ellos DTLZ y
WFG que son dos suits de prueba representativas con escalabilidad en la cantidad de
variables y objetivos. Estos problemas tienen dificultades como frente de pareto complicado,
sesgo, desconexion o degeneracion. Se hace experimentacion con 3 y 5 objetivos y con 10
variables para todas las instancias de prueba. Se encontré que ambos algoritmos tienen
dificultad para aproximar el frente de pareto en todos los problemas, ya sea en convergencia o
en diversidad. En el caso de la optimizacion de muchos objetivos, el uso de un gran tamafio

de poblacién puede obtener mejores valores.
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Fernandez et al., (2018) utilizan un nuevo enfoque para resolver el problema de clasificacion
ordinal con restricciones al numero de objetos en las categorias. Para resolverlo, utilizan el
método ELECTRE TRI-B, y resuelven el modelo con el algoritmo MOEA/D. Su trabajo
aborda un problema de clasificacion ordinal en el que los objetos (acciones) son evaluados
por multiples criterios. La investigacion se centra en el problema de clasificacion con
restricciones al tamafio de las categorias (clases), cuando el encargado de la decision siente la
necesidad de establecer restricciones sobre el nimero de objetos que deben ser asignados a
las diferentes categorias. El modelo preferencial obtenido reproduce la politica de asignacion
del decisor implicita en el conjunto de referencia, considerando las restricciones sobre los

tamafios de las categorias.

Farias, et al., (2018) proponen el uso de MOEA/D con pesos adaptativos uniformemente
aleatorios (MOEA/D-URAW) que utiliza este método como un enfoque para la generacion de
subproblemas, lo que permite un tamafo de poblacion flexible incluso cuando se trabaja con
muchos problemas objetivos. Durante el proceso evolutivo, MOEA/D con pesos adaptativos
agrega y elimina subproblemas en funcion del nivel de escasez de la poblacion. Un conjunto
de pesos distribuidos uniformemente generalmente conduce a soluciones bien distribuidas en
un frente de Pareto. Sin embargo, hay dos dificultades principales: la geometria del problema,
es decir, que se trate de un frente de pareto complejo (desconexion, sesgo, degeneracion) y en
segundo lugar, el tamafo de la poblacion se vuelve inflexible a medida que crece el numero
de objetivos, porque se comporta de forma no lineal, es decir, cuando se trabaja con
problemas multiobjetivo, el costo computacional aumenta significativamente. Para atacar
estos problemas, la propuesta permite un tamafio de poblacion flexible para los problemas
multiobjetivo. Se compara esta propuesta con otras variantes de MOEA/D que usan vectores
de peso fijo. En el proceso experimental, utilizan ocho problemas de prueba de la suite
WFG4, los cuales tienen caracteristicas de frente de pareto complicado. Cada problema tuvo
100 ejecuciones. Los resultados experimentales muestran que el MOEA/D-URAW presenta
mejores o iguales resultados en el 77.5% de los problemas evaluados de 2 a 6 objetivos. Sin
embargo, es importante notar que la adaptacién propuesta no mejoro significativamente los

resultados cuando la forma del frente de pareto es desconectada o convexa.

Assche et al., (2016) la idea de este trabajo es encontrar automaticamente los valores de los
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parametros de un modelo de clasificacion utilizando ejemplos de clasificacion. El método de
clasificacion que utilizan es FlowSort el cual se basa en la metodologia PROMETHEE.
Partiendo de una tabla de evaluaciones y asignaciones conocidas, proponen una heuristica
basada en un algoritmo genético para identificar los umbrales de peso, indiferencia y
preferencia, pero también los perfiles que caracterizan las categorias. Se prueba el
rendimiento del algoritmo y la calidad de las soluciones en tres conjuntos de datos, los cuales
se dividieron en un conjunto de aprendizaje y un conjunto de prueba. Para cada conjunto de
prueba y aprendizaje el algoritmo se ha ejecutado en el conjunto de aprendizaje para obtener
los pardmetros. Luego, los pardmetros encontrados han sido evaluados en el conjunto de

prueba. El rendimiento del algoritmo alcanza una tasa de prediccion del 94%.

Covantes et al., (2016) proponen la combinacion del método de clasificacion de criterios
multiples THESEUS con un andlisis de desagregacion de preferencias basado en
optimizacién evolutiva. Las principales caracteristicas del método combinado se estudian
mediante la realizacion de un extenso experimento que explora muchos modelos de
preferencias y tamafos de problemas, asi como diferentes grados de participacion de los
responsables de la toma de decisiones. Estos experimentos, se caracterizan por la efectividad
del marco combinado y la importancia de la participacion del tomador de decisiones. La
propuesta funciona muy bien en la clasificacion de problemas con pocas categorias y
criterios; aunque es aceptable, su desempefio se va degradando por los incrementos en el
numero de categorias y criterios; tiende a mejorar cuando aumenta la cardinalidad del

conjunto de referencia.

Zhang et al.,, (2016) presentan un enfoque de descomposicion basado en un algoritmo
evolutivo multiobjetivo modificado (MOEA/D) para resolver el problema de flujo de
potencia Optimo con objetivos multiples y en competencia. Ademas, se introduce un
mecanismo de gestion de restricciones mixtas de eficiencia para mejorar la viabilidad de las
soluciones finales de Pareto obtenidas. Los resultados experimentales indican que el
algoritmo propuesto es capaz de encontrar soluciones de pareto Optimas, distribuidas

uniformemente o que se aproximan al frente de pareto 6ptimo.

Sobrie et al., (2013) proponen una metaheuristica disefiada para aprender los parametros de
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un modelo MR-Sort. Este algoritmo funciona en dos fases que se iteran. La primera fase
consiste en resolver un programa lineal determinando los pesos y el umbral de mayoria,
asumiendo un conjunto dado de perfiles. La segunda fase ejecuta una metaheuristica que
determina perfiles para un conjunto fijo de pesos y un umbral mayoritario. Se evalu6 el
algoritmo con modelos que tienen 10 criterios y de 3 a 5 categorias y conjuntos de
aprendizaje que contienen 1000 ejemplos. Se observo que cuando el nimero de categorias
aumenta, el algoritmo necesita mas iteraciones para converger en un modelo que restaure
correctamente todos los ejemplos de asignacion. Los experimentos muestran que es posible

encontrar un modelo que restaure al 99% de los ejemplos de asignacion.

Fernandez et al., (2012) proponen una elicitacion indirecta evolutiva basada en multiples
objetivos del conjunto completo de parametros del modelo ELECTRE III. El método
evolutivo de inferencia multiobjetivo se ha extendido con ¢éxito para inferir parametros del
modelo de preferencia reforzada. Utilizando NSGA-II, proporcionan gran evidencia
experimental para respaldar la propuesta, que funciona bien incluso trabajando con conjuntos

de referencia de tamafo pequeio.

Fernandez et al., (2009) proponen un método para inferir los pardmetros de un modelo de
clasificacion difusa para la clasificacion de criterios multiples. Este enfoque permite utilizar
la mayor parte de la informacion preferencial contenida en un conjunto de referencia. La idea
central es caracterizar la calidad del modelo midiendo las discrepancias y concordancias entre
las relaciones de preferencia derivadas del modelo de clasificacion y la informacion
preferencial contenida en un conjunto de referencia. Los parametros del modelo se infieren de
un problema de optimizacién multiobjetivo, de acuerdo con alguna informacion preferencial
adicional de un decisor. Una vez que se ha ajustado el modelo, se realizan decisiones de
clasificacion sobre nuevos objetos. Se realizaron 5 experimentos en los cuales se eligieron al
azar 41 objetos como conjunto de referencia y se ejecutd el algoritmo genético NSGA-II. La
precision maxima obtenida en los experimentos fue de 85% y la minima de 67.5%, y se

obtuvo una precision promedio de 73%.

Doumpos et al., (2009) presentan una metodologia de desagregacion de preferencias

evolutiva para inferir modelos de clasificacion de rango superior apropiados a partir de
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ejemplos de referencia proporcionados por un decisor, con el método ELECTRE-TRI. Se

analizo el rendimiento de la propuesta tanto con los datos dentro de la muestra, es decir los

datos que se utilizaron para el desarrollo del modelo, asi como datos de prueba fuera de la

muestra. Se obtuvo una precision superior al 95% para ambos experimentos.

Los trabajos anteriores tienen en comun que infieren los parametros preferenciales utilizando

la informacion preferencial de referencia, es decir, ejemplos de asignacion, como los valores

que ayudan a encontrar los nuevos parametros. De tal manera que la solucion propuesta trata

de ajustar lo mejor posible los parametros preferenciales de los modelos generados,

respetando la informacion preferencial de entrada.

La tabla 1.2 muestra un resumen de los trabajos publicados recientemente en los cuales se

aplica una desagregacion de preferencias para diferentes problemas multiobjetivo.

Tabla 1.2: Analisis de desagregacion de preferencias para problemas multiobjetivo

Publicacion Afio No. de Tamaiio de la | Problema/ | Algoritmo

Objetivos poblacion Modelo genético

An indirect elicitation 2019 (4 100 ELECTRE | Algoritmo

method for the parameters of TRI-nB genético

the ELECTRE propuesto

TRI-nB model using genetic

algorithms

Comparison between 2019 (3,5 300 MaOPs MOEA/D

MOEA/D and NSGA-III on NSGA-III

a set of novel many and

multi-objective benchmark

problems with challenging

difficulties

Un nuevo enfoque para 2018 [4,5,6 455, 600, 800 ELECTRE | MOEA

resolver el problema de TRI-B

clasificacion ordinal con

restricciones al numero de

objetos en las categorias

MOEA/D with Uniformly 2018 [2a6 400 WFG4 MOEA/D

Randomly Adaptive Weights

A modified MOEA/D 2016 |34 100,300 OPF MOEA/D
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approach to the solution of
multi-objective optimal
power flow problem

problem

Evolutionary multi-objective
optimization for inferring
outranking model’s
parameters under scarce
reference information and
effects of reinforced
preference.

2012

100

ELECTRE-
I

NSGA-II

Multicriteria sorting using a
valued indifference relation
under a preference
disaggregation paradigm

2009

100,150

ELECTRE-
TRI

NSGA-II
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1.3 DESCRIPCION DEL PROBLEMA

El modelo basado en argumentos, es un modelo tedrico para calcular el grado de credibilidad
de la existencia de las relaciones de preferencia bésicas, basado en argumentos que reflejan la
manera intuitiva en la que un decisor real lo haria. Este modelo compara dos objetos y nos
dice en cual de las relaciones de preferencia basica se asignan (Preferencia, Preferencia débil,

Indiferencia, Incomparabilidad).

Llevar a la practica dicho modelo requiere de mucho tiempo y esfuerzo cognitivo por parte
del decisor, debido principalmente a la gran cantidad de pardmetros que utiliza y que requiere
que el decisor le asigne un valor acorde a sus preferencias. Es importante hacer notar que el
decisor se siente comodo al ejercer su papel como decisor, es decir, al tomar decisiones, pero
no le es tan comodo explicar su decision. Al pedirle los valores de los pardmetros es como

pedirle que explique el porqué de su decision.

En este trabajo se plantea la obtencion indirecta de los valores de los pardmetros que son
necesarios para dicho modelo, en funcidon de decisiones previas, por medio de un algoritmo
genético (MOEA/D). Lo que se busca en este trabajo es encontrar los valores de los

parametros que simulan de mejor manera al decisor real.

1.3.1 PLANTEAMIENTO DEL PROBLEMA

Se considera que se tiene un conjunto T= {t,, t,, ... t,}, de objetos de decision, evaluados en
un conjunto de criterios coherentes G= {g,, g,, ... gn}, cuyos valores son conocidos y se tiene
la informacion preferencial del resultado de comparar todas las parejas de objetos del
conjunto T (nucleo de referencia) con la familia de criterios coherentes G. Se tiene también
un conjunto Q= {q,, g, ... q.}, cuyos valores son desconocidos y los cuales también evaluan

los elementos del conjunto T.
Considerando esta informacion de entrada, el problema consiste en encontrar los valores de

los parametros del modelo base (basado en argumentos) que reproduzcan lo mas fielmente

posible el sistema preferencial implicito en las comparaciones conocidas en el conjunto 7. Lo
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anterior nos lleva a resolver un problema de optimizacién multicriterio, es decir, el problema
de minimizar las discrepancias producidas por las posibles soluciones, es decir, por los
conjuntos de valores de los parametros.

Formalizacion:

Sea Q={d/6 representa un modelo de preferencias de un decisor, es decir, es un conjunto de

valores de los parametros}.
Sean:

nl(d) = namero de discrepancias producidas por é (nimero de comparaciones distintas entre

en decisor y el modelo d)

Relaciones:

aS(8)b — significa que segiin el modelo 8, el objeto a es al menos tan bueno como el objeto

b.

aP(8)b — significa que segun el modelo 9, el objeto a es preferido al objeto b.
aR(8)b — significa que segun el modelo d, el objeto a es incomparable al objeto b.
al(8)b — significa que segun el modelo &, el objeto a es indiferente al objeto b.

aQ(8)b — significa que segiin el modelo d, el objeto a es preferentemente débil al objeto b.

Problema:

optimizar f(n1(8)) = {minnl(8) /8 € Q}

El problema planteado implica la necesidad de modelar las preferencias del decisor, las

cuales estan implicitas en el conjunto de referencia T (Figura 1.1).
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Figura 1.1: Planteamiento del problema

La propuesta utiliza una técnica de desagregacion de preferencias para extraer la informacion
preferencial del decisor implicita en un conjunto de referencias (conjunto T'). Para resolver el
modelo multiobjetivo se utilizard el algoritmo MOEA/D, tomando como entrada la

informacion preferencial del decisor.
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1.4 OBJETIVOS
1.4.1 OBJETIVO GENERAL

Definir una funcién multiobjetivo para minimizar las discrepancias y desarrollar una
herramienta computacional que permita encontrar los valores de los parametros que reflejen

las preferencias del decisor, es decir, que optimizan la funcién multiobjetivo.

1.4.2 OBJETIVOS ESPECIFICOS

®  Desarrollar la implementacion computacional del modelo basado en argumentos, que

permita la comparacion entre alternativas.

®  Definir la funcidn que permita reflejar el nivel de discrepancia que se obtiene, al

asignar los valores a los parametros preferenciales, entre el modelo y la realidad
representada en T.

®  Encontrar una técnica de bisqueda que pueda enfrentar el problema de optimizacion

de la funcion de discrepancia, para obtener un modelo de preferencias basado en un
conjunto de entrenamiento, utilizando una técnica de desagregacion de preferencias.

®  Desarrollar e implementar un algoritmo mediante una experimentacion previa para

ajustar los parametros del algoritmo que permita encontrar el mejor modelo.

1.5 HIPOTESIS

Es posible obtener en forma indirecta los valores de los pardmetros del modelo basado en
argumentos que reflejen las preferencias de un decisor, implicitas en un conjunto de

referencia, con un nivel de precision superior al 90%.
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1.6 ESTRUCTURA DE LA TESIS

En el capitulo 2 se presentan los fundamentos tedricos necesarios para el desarrollo de este
trabajo de tesis. En el capitulo 3 se presenta una propuesta del analisis de desagregacion de
preferencias implementado con una metaheuristica y los resultados experimentales obtenidos.
En el capitulo 4 se muestra la experimentacion y resultados obtenidos. Por ultimo, en el

capitulo 5 se presentan las conclusiones y el trabajo a futuro.

21



CAPITULO 2
MARCO TEORICO

2.1 DEFINICIONES Y CONCEPTOS BASICOS

Debido a que necesitaremos describir muchas veces la preferencia de quien toma la decision,
es necesario introducir una notacién compacta, la cual también nos permitird identificar una
estructura comun en muchos de los argumentos que se presentaran a lo largo de este estudio.

Diremos que:

para decir que el decisor prefiere estrictamente el objeto ‘a’ sobre el objeto ‘b’. En otras
palabras, si el decisor tiene que elegir entre estas dos alternativas, el decisor estard en
desacuerdo si es forzado a elegir b sobre a. Por objeto, nos referimos a cualquier cosa sobre

la cual es posible expresar preferencia.

También dejemos en claro que el decisor es racional, si con tres objetos a, b, c, el decisor

afirma que:

a > byb > c,entonces debe afirmar que a > c. Esto se conoce como transitividad. Las

preferencias del decisor deben ser transitivas.

También las preferencias del decisor deben ser asimétricas, por ejemplo:

Si para dos objetos, a y b, el decisor sostiene que:

a > b, entonces no puede afirmar que b > a.

Agregando el concepto de indiferencia, usaremos la notacion:

a ~ b, para denotar la indiferencia. Significa que el decisor es indiferente entre dos objetos ‘a

2

y ‘b’, en otras palabras, esta satisfecho en elegir ya sea la alternativa a o la alternativa b.
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Para cada tres objetos, a, b, c, si el decisor sostiene que:

a~ by b~ c, entonces también debe afirmar que a ~ c.

Es conveniente agregar dos supuestos adicionales: reflexividad, a ~ a y simetria:

Para cada par de objetos a, b, si el decisor sostiene que:

a ~ b, tambien debe afirmar que b ~ a.

Como se describio previamente, > y ~ son individualmente transitivos, por lo que parece

razonable suponer que son conjuntamente transitivos, por ejemplo:

Para cada tres objetos, a, b, c, si el decisor sostiene que:

a~by b > c, también debe afirmar que a > c, y si se afirma que: a > by b~c,

entonces también se debe sostener que a > c.

Sea C = {C,, C,, ... Cy} el conjunto finito de categorias ordenadas, donde (M>=2), Cy, es la
categoria preferida. Con referida nos referimos a la que mejor satisface el problema de

decision a tratar.

SeaT = {t,, t,, ... t,} el conjunto finito de objetos o acciones de referencia, donde |T| = h.

Sea A= {a, a, ..., a,} un conjunto finito de decision con objetos o acciones a clasificar,
donde |A| =n.
Sea G = {gi, 9», -.., gy una familia coherente de criterios donde g;(a) es la evaluacion del

j-ésimo criterio de la accién a, donde a < A4, gi(a) € Ry |G| =m.

Sea W = {w;, w,, ..., w,} el conjunto de pesos, donde w; € (0,1) denota la importancia del

J-€simo criterio g;, donde g; € Gy >, w;= 1.
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2.1.1 MODELO BASADO EN ARGUMENTOS

El término argumentacion se refiere a “la actividad total de plantear pretensiones, ponerlas en
cuestion, respaldarlas produciendo razones, criticando esas razones, refutando esas criticas,

etc” (Atienza, 2005).

El término razonamiento se refiere a “la actividad central de presentar las razones a favor de
una pretension, asi como para mostrar de qué manera esas razones tienen €xito en dar fuerza

a la pretension” (Atienza, 2005).

La palabra argumento proviene del latin “argumentum”, que estd compuesta por “arguere”
que significa “dejar en claro” y “mentum” cuyo significado corresponde a “instrumento,
medio, o resultado”. Entonces, decimos que un argumento es dejar en claro un asunto a través
de un instrumento. Un argumento es una especie de prueba o demostracion acerca de un tema
en especifico. Dicho de otra manera, un argumento es un conjunto de enunciados o
proposiciones compuestas de tres partes: una presuncion, un conjunto de premisas y una

inferencia de las premisas a la presuncion.

La logica detras del modelo basado en argumentos se basa en los argumentos que el decisor
considera como suficientes a favor de alguna de las proposiciones de las relaciones de
preferencia que se puedan dar. Por ejemplo, la proposicion “el objeto a es preferido al objeto
b”, significa que el decisor considera que tiene los suficientes argumentos a favor de esta
proposicion y no tiene argumentos fuertes en contra. La logica difusa parece un buen modelo
que refleja estas situaciones. Una proposicion como la anterior, denotada aPb, toma un valor

entre [0,1].
2.1.2 ESQUEMAS DE ARGUMENTACION

Los esquemas de argumentacion son formas de argumentos que capturan patrones
estereotipicos del razonamiento humano. Un esquema de argumentacion muy utilizado, y que
utiliza el modelo basado en argumentos, es el Esquema de Argumentacion de Toulmin
(Toulmin, 2003), el cual incorpora, contrario a los argumentos estdndar consistentes de

premisas y presuncion, elementos adicionales multi-que describen diferentes roles que las
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premisas pueden jugar en el argumento.

Las situaciones y problemas con respecto a los cuales se argumenta pueden ser muy distintos,
y como consecuencia, el razonamiento cambia en relacion a las situaciones. Sin embargo, es
posible plantear algunas cuestiones que son comunes: una de estas cuestiones es la de cual es
la estructura de los argumentos, esto es, de qué elementos se componen los argumentos, qué
funciones cumplen dichos elementos y como se relacionan entre si. Otra es la de la fuerza de
los argumentos, esto es, la cuestion de con qué intensidad y bajo qué circunstancias el
material presentado en la argumentacion suministra un apoyo en relacion con la pretension

que se emplea en la argumentacion.

2.1.3 CONJUNTOS DIFUSOS

Sea A un conjunto del universo X, la funcidn caracteristica asociada a A, A(x), x € X, se

define como:

Ax)= I,six €A

0,six4¢A

La funcion A: X — {0,1} induce una restriccion, con un limite bien definido, sobre los
objetos del universo X que pueden ser asignados al conjunto A. El concepto de conjunto
difuso lo que hace es relajar este requerimiento y admite valores intermedios en la funcion
caracteristica, que pasa a denominarse funcion de pertenencia. Si un objeto pertenece a una
categoria es con un grado, el cual puede ser expresado por un nimero real en el intervalo
[0,1]. Entre mas cercano a 1 sea el grado, indicara mayor pertenencia a una categoria

determinada y entre mas cercano sea a 0, indicara menor pertenencia a dicha categoria.

Un conjunto difuso se define como una coleccion de objetos con valores de pertenencia entre
0 (exclusion completa) y 1 (pertenencia completa). Los valores de pertenencia expresan los
grados con los que cada objeto es compatible con las propiedades o caracteristicas distintivas

de una coleccion.
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2.2 TIPO DE PROBLEMA A TRATAR

Los problemas de decision pueden ser clasificados en dos categorias: discretos y continuos.
En el primer tipo, los objetos (acciones) se describen explicitamente, generalmente en forma
enumerativa. (Doumpos, 2004) sustenta que dentro de los problemas discretos, existen cuatro
tipos de analisis o problemas de decision, que pueden ayudar al decisor en su tarea de realizar
su decision, los cuales son: identificarlas y describirlas por sus caracteristicas, ordenarlas en
orden de la mejor a la peor, seleccionar las mejores y clasificarlas en grupos homogéneos. En
la segunda clase el conjunto de objetos se describe por un conjunto de restricciones; la region
factible esta formada por un conjunto de gran cardinalidad, incluso no numerable. Por ello,
solo se puede identificar la region donde se encuentran las alternativas de decision, conocida
como region factible o regidon solucidn, en la cual, cada uno de los puntos dentro de dicha

region, concierne a una accion especifica.

2.2.1 OPTIMIZACION DE UN OBJETIVO

Optimizar significa encontrar los valores maximos (maximizaciéon) o minimos
(minimizacién) de una funcion entre todas las soluciones factibles del problema. En
problemas con un solo objetivo, existe una unica funciéon a optimizar. Aquel individuo
(solucion en el espacio del problema) que se corresponde con el valor maximo/minimo del

problema, es la solucion al problema de optimizacion. Formalmente se define como:

minimizar F(x) = f{x)
sujeto a x & Q

donde €2 es el espacio de decision, F: & — [ consiste en una funcion objetivo real y R es

llamado el espacio objetivo.

2.2.2 OPTIMIZACION MULTIOBJETIVO

La mayoria de los problemas de optimizacion del mundo real son multiobjetivo. Esto quiere
decir, que suelen tener dos o mas funciones objetivo que deben satisfacerse simultineamente

y que posiblemente estén en conflicto entre si. Sin embargo, a fin de simplificar su solucion,
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muchos de estos problemas tienden a modelarse como mono-objetivo usando solo una de las

funciones originales y manejando las adicionales como restricciones.

Un problema multiobjetivo difiere de un problema mono-objetivo, dado que los primeros
requieren la optimizacion simultanea de mas de una funcion objetivo en paralelo. La nocion
del optimo tiene que ser redefinida en este contexto, donde en lugar de buscar una unica
solucidon mejor, se intenta producir un conjunto de buenas soluciones de compromiso. El
desafio principal de los algoritmos de optimizacion multiobjetivo es encontrar este conjunto
de soluciones para ofrecer al tomador de decisiones las mejores alternativas entre las

disponibles, para que seleccione una de ellas.

Un problema de optimizacion multiobjetivo (MOP) se define formalmente de la siguiente

manera (Zhang et al., 2007):

minimizar F(x) = (f(x), f2(X), ..., fum oni(X))
sujeto a x & Q

donde  es el espacio de decision, F: Q@ — R™™% consiste de num_obj funciones objetivo

reales y R™™" es llamado el espacio objetivo.
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2.3 PROBLEMAS MULTIOBJETIVO

La mayoria de los problemas del mundo real son multiobjetivo, normalmente tienen dos o
mas funciones objetivo que deben satisfacer simultdneamente y que la mayoria de los casos
estan en conflicto entre si. Pocos problemas involucran alternativas que puedan representarse
adecuadamente con solo dos atributos. Por lo general, es necesario utilizar varios atributos
adicionales antes de modelar satisfactoriamente todos los factores de importancia para

quienes toman las decisiones.

Las formulaciones multiobjetivo son modelos realistas para muchos problemas complejos de
optimizacion de ingenieria. En muchos problemas de la vida real, los objetivos considerados
entran en conflicto entre si, y la optimizacion de una solucion particular con respecto a un
solo objetivo puede dar lugar a resultados inaceptables con respecto a los otros objetivos. Una
solucidn razonable a un problema multiobjetivo es investigar un conjunto de soluciones, cada
una de las cuales satisface los objetivos a un nivel aceptable sin estar dominada por ninguna

otra solucion. (Haiming, 2006).

El objetivo del apoyo para la toma de decisiones multicriterio es ayudar al decisor a hacer
frente a problemas donde esta implicita la agregacion de multiples criterios, sobre todo
cuando existen objetivos contradictorios, lo cual a menudo es una tarea compleja. Dicho de
otra manera, el objetivo de la optimizaciébn multiobjetivo es encontrar el conjunto de
soluciones aceptables y presentarlas al decisor, que luego elegira entre ellas. Las restricciones
o criterios adicionales especificados antes o después de la busqueda por el decisor pueden

ayudar a guiar, refinar o acotar la busqueda (Ngatchou, 2005).

Existen dos enfoques generales para la optimizacion de objetivos multiples. Una es combinar
las funciones objetivo individuales en una unica funcion compuesta. El segundo enfoque
general es determinar un conjunto completo de soluciones Optimas de Pareto o un
subconjunto representativo. Un conjunto 6ptimo de Pareto es un conjunto de soluciones que
no estan dominadas entre si. Los conjuntos de soluciones Optimas de Pareto a menudo se
prefieren a las soluciones individuales porque pueden ser practicos cuando se consideran

problemas de la vida real, ya que la solucion final del tomador de decisiones es siempre una
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compensacion. Los conjuntos 6ptimos de Pareto pueden ser de varios tamafios, pero el
tamafio del conjunto de Pareto generalmente aumenta con el aumento en el numero de

objetivos. (Haiming, 2006).

Recordando un poco lo visto en la seccion anterior, un problema de minimizacion

multiobjetivo se define como:

minimizar F(x) = (£,(€), £(X), .., f.(x)) 2.1)

sujeto a x €

Donde F(x) es la funcion objetivo k-dimensiones, fi(x) es el i-ésimo objetivo a ser

maximizado, x es el vector de decision y Q es la region factible (Zhang, 2007).

En la mayoria de los casos los objetivos se contradicen unos a otros, no existe un punto que
minimice/maximice a todos simultdneamente, por lo tanto se tiene que encontrar un balance
entre ellos. El balance adecuado depende de las preferencias del tomador de decisiones, y por
lo tanto no puede definirse tan rigurosamente en términos de las caracteristicas matematicas
del problema. Sin embargo, las buenas soluciones deben pertenecer a un conjunto que si tiene

una definicion matematica precisa el conjunto de 6ptimos de Pareto.

Sea u, v € R™™" | se dice que u domina a v si y solamente si u, <v, para cadai € {1, ...,
num obj} y u;, <v; para al menos un indice ] € {1, ..., num_obj}. Un punto x* € Q es
optimo de Pareto de si no hay un punto x € € tal que F(x) domine a F(x*). F(x*) es
llamado vector 6ptimo de Pareto. La mejora de cualquier objetivo en un punto 6ptimo de
Pareto lleva al empeoramiento en al menos uno de los otros objetivos. El conjunto de todos

los vectores optimos de Pareto es llamado el frente de Pareto (PF por sus siglas en inglés)

(Zhang, 2007).

Una solucién es 6ptima de Pareto (solucion no dominada) si no es dominada por ninguna otra
solucion del espacio de soluciones. El conjunto de soluciones no dominadas es el conjunto de
soluciones optimas de Pareto y compone la soluciéon Optima del problema multiobjetivo.

Normalmente no existe una unica solucion 6ptima de Pareto a un problema multiobjetivo,
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existe un conjunto (en ocasiones infinito) de soluciones no dominadas que forman la frontera

de pareto.

En la figura 2.1, vemos un ejemplo de frontera de pareto. Los cuadrados representan posibles
soluciones o decisiones (valores menores son preferidos). La opcion o solucion “C” no esta
en la frontera de pareto dado que es preferido (dominado) por “A” y “B”. Estos a su vez no

son dominados por ningln otro y por lo tanto estan en la frontera.

f2(A) <f2(B) 2

Figura 2.1: Frontera de Pareto.

Un problema de optimizacion multiobjetivo puede ser resuelto con métodos convencionales
de programacion matematica lineal o no lineal, de acuerdo a las caracteristicas de las
funciones objetivo y restricciones del problema. Pero para el tratamiento de la fuerte
no-linealidad que conduce a formas inusuales de la frontera de Pareto, los algoritmos
evolutivos se han convertido en una herramienta moderna fundamental, con ventajas claras

sobre la programacion matematica convencional (Coello, 1999).
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2.4 MODELOS DE DECISION

Dentro del marco de la ayuda a la toma de decisiones multicriterio, existen métodos de
analisis basados en un enfoque relacional, como por ejemplo, la familia de métodos
ELECTRE y PROMETHEE. Este tipo de métodos ofrecen como resultado una
recomendacion de solucion para ciertos problemas que se presentan en el area de la toma de
decisiones, como pueden ser el problema de eleccion (choice), clasificacion (sorting) y
ordenamiento (ranking) de alternativas. Para resolver este tipo de problemas, estos métodos
dividen el problema a resolver en dos fases. La primera es la etapa de construccion, que
consiste en modelar la integracion de las preferencias del tomador de decisiones a partir de
relaciones de preferencia. La informacion resultante de esta etapa sirve como informacion de
entrada a la siguiente, llamada etapa de explotacion del modelo. El resultado de esta tltima
etapa, es la recomendacion final particular dependiendo del problema de decision que se esté

abordando.

El método ELECTRE III se utiliza para ofrecer una recomendacion para el problema de
ordenamiento de las alternativas. En la etapa de construccion de este método, se construyen
relaciones de no-inferioridad difusas aScb entre cada par de alternativas. Se ha observado que
en ciertas situaciones el modelo que utiliza ELECTRE III para construir estas relaciones de
no-inferioridad calcula valores de credibilidad que no se apegan al sentido comun, lo cual
puede llevar a que la recomendacion resultante en la etapa de explotacion no refleje el sentido

comun del decisor. (Picos, 2017).
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2.5 ANALISIS DE DESAGREGACION DE PREFERENCIAS

Los enfoques indirectos para obtener los valores de los parametros del modelo de
preferencias para la ayuda a la toma de decisiones con multiples criterios son de creciente
interés porque implican un esfuerzo cognitivo relativamente menor por parte del tomador de
decisiones (Fernandez,2019). Los métodos de elicitacion indirecta se basan, en general, en
técnicas de regresion ordinal aplicadas sobre un conjunto de ejemplos de entrenamiento o
referencias proporcionados por el decisor sobre juicios holisticos; esto se conoce en la
literatura como el paradigma del andlisis de desagregacion de preferencias (PDA, por sus
siglas en inglés). Estos enfoques pueden requerir un esfuerzo cognitivo relativamente menor
por parte del decisor. La razon subyacente es que los decisores a menudo se sienten mas

comodos al hacer juicios de decision que al explicarlos.

El andlisis de desagregacion de preferencias, utiliza métodos para inferir un conjunto de
parametros a partir de un conjunto de ejemplos de decision (Doumpos, 2009). Los ejemplos

de decision pueden ser proporcionados por:

e Decisiones previamente hechas por el decisor.

e Decisiones sobre un conjunto limitado de acciones ficticias en las cuales el decisor
puede expresar facilmente juicios preferenciales (politicas de decision).

e Decisiones sobre un subconjunto de acciones bajo consideracion, en las cuales el

decisor se sienta comodo expresando una politica de decision.

De acuerdo a (Greco, et al., 2008), los procedimientos basados en desagregacion de
preferencias estan teniendo un creciente interés porque implican relativamente menos
esfuerzo cognitivo por parte del decisor. En (Fernandez, et. al., 2019), se propone un método
de elicitacion indirecta del conjunto de parametros necesarios en el modelo ELECTRE III-nB
con preferencias reforzadas y contraveto, propuesto en (Roy y Slowinski, 2008). El método
propuesto por Ferndndez, et. al. (2019), tiene un enfoque de optimizacion multiobjetivo
resuelto con algoritmos evolutivos. En su trabajo, Fernandez et al., muestran una buena
cantidad de evidencia experimental, ademads, el método propuesto tiene buenos resultados
incluso con conjuntos de referencia con cardinalidad pequena. Otro punto interesante de su

trabajo es que exploran la manera de obtener informacion preferencial del decisor de una
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manera operacional.

El desarrollo de un modelo de decision multicriterio puede ser basado en procedimientos de
elicitacion de parametros de preferencia de manera directa o indirecta. En los procedimientos
directos el decisor debe especificar los parametros preferenciales a través de una proceso
interactivo guiado por un analista de decision. Generalmente el decisor muestra dificultad
cuando se le pide que asigne valores a los pardmetros cuyo significado son poco claros para
¢l. Por otro lado, el andlisis de desagregacion de preferencias, al ser un método indirecto,
utiliza métodos inspirados en regresion, para inferir un conjunto de parametros preferenciales

de un conjunto de ejemplos de decision.

El objetivo de un andlisis de desagregacion de preferencias es inferir los parametros
preferenciales que se aproximen con la mayor precision posible a las preferencias del decisor,
implicitas en el conjunto de acciones de referencia. Se espera que con los parametros
preferenciales obtenidos, las futuras evaluaciones realizadas con el modelo sean consistentes

con las evaluaciones que realizaria el decisor.
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2.6 METAHEURISTICAS

Dado a que nuestro problema a tratar es un problema de optimizacion, trataremos de
encontrar el minimo de una funcion, en lo cual trataremos de usar un método que nos dé un

muy buen resultado en poco tiempo. Para esta busqueda haremos uso de las metaheuristicas.

Una metaheuristica es un método heuristico para resolver un tipo de problema computacional
general, usando los pardmetros dados por el usuario sobre procedimientos genéricos y
abstractos de una manera que se espere eficiente. Las metaheuristicas generalmente se
aplican a problemas que no tienen un algoritmo o heuristica especifica que dé una solucion
satisfactoria, o bien cuando no es posible implementar ese método Optimo. Las
metaheuristicas son procedimientos de busqueda de alto nivel que aplican ciertos tipos de
reglas con base en alguna fuente de conocimiento, a fin de poder realizar una exploracion

mas eficiente del espacio de busqueda.

La mayoria de los algoritmos convencionales o clasicos son deterministas. Por ejemplo, el
método simplex en programacion lineal es determinista. Algunos algoritmos de optimizacion
deterministas utilizan la informacion de gradiente, se denominan algoritmos basados en

gradientes.

Para los algoritmos estocasticos, en general tenemos dos tipos: heuristicos y metaheuristicos,
aunque su diferencia es pequefia. Dicho de manera simple, heuristico significa "encontrar" o
"descubrir por ensayo y error". Se pueden encontrar soluciones de calidad a un problema de
optimizacién aunque en un periodo de tiempo razonable, pero no hay garantia de que se
alcancen las soluciones Optimas. Se espera que estos algoritmos funcionen la mayor parte del
tiempo, pero no todo el tiempo. Esto es bueno cuando no queremos necesariamente las

mejores soluciones, sino buenas soluciones que sean de facil acceso.

Un mayor desarrollo sobre los algoritmos heuristicos son los llamados algoritmos
metaheuristicos. Aqui meta- significa "mas alla" o "nivel superior" y generalmente funcionan
mejor que las heuristicas simples. Ademas, todos los algoritmos metaheuristicos utilizan
ciertas compensaciones entre la aleatorizacion y la busqueda local. Vale la pena senhalar que

en la literatura no existen definiciones consensuadas de heuristica y metaheuristica; algunos
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usan "heuristica" y "metaheuristica" indistintamente. Sin embargo, la tendencia reciente
tiende a nombrar todos los algoritmos estocasticos con aleatorizacion y busqueda local como
metaheuristicas. La aleatorizacién proporciona una buena manera de pasar de la busqueda
local a la busqueda a escala global. Por lo tanto, casi todos los algoritmos metaheuristicos

pretenden ser adecuados para la optimizacion global.

Las heuristicas son una forma de ensayo y error para producir soluciones aceptables para un
problema complejo en un tiempo razonablemente practico. La complejidad del problema de
interés hace que sea imposible buscar todas las posibles soluciones o combinaciones, el
objetivo es encontrar una buena solucion factible en un plazo de tiempo aceptable. No hay
garantia de que se puedan encontrar las mejores soluciones, e incluso no sabemos si un
algoritmo funcionard y por qué si funciona. La idea es tener un algoritmo eficiente pero
practico que funcione la mayor parte del tiempo y sea capaz de producir soluciones de buena
calidad. Entre las soluciones de calidad encontradas, se espera que algunas de ellas sean casi

Optimas, aunque no hay garantia de tal 6ptima.

Los dos componentes principales de cualquier algoritmo metaheuristico son: intensificacion y
diversificacion, o explotacion y exploracion (Yang, 2010). La diversificacion significa
generar soluciones diversas para explorar el ritmo de busqueda a escala global, mientras que
la intensificacion significa enfocarse en la busqueda en una region local explotando la
informacion de que una buena solucion actual se encuentra en esta region. Esto se combina
con la seleccion de las mejores soluciones. La seleccion de las mejores asegura que las
soluciones cubrirdn la optimalidad, mientras que la diversificacion via aleatorizacion evita
que las soluciones queden atrapadas en Optimos locales y, al mismo tiempo, aumenta la
diversidad de las soluciones. La buena combinaciéon de estos dos componentes principales

generalmente asegurara que la optimizacion global sea alcanzable.

Los algoritmos metaheuristicos se pueden clasificar de muchas formas. Una forma es
clasificarlos como: basados en la poblacién y basados en la trayectoria. Por ejemplo, los
algoritmos genéticos se basan en poblaciones, ya que utilizan un conjunto de cadenas, al igual
que la optimizacion del enjambre de particulas (PSO, por sus siglas en inglés), que utiliza

multiples agentes o particulas.
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Por otro lado, el recocido simulado utiliza un solo agente o solucidon que se mueve a través
del espacio de disefio o el espacio de busqueda en un tratamiento por partes. Siempre se
acepta una mejor jugada o solucién, mientras que una jugada no tan buena puede aceptarse
con cierta probabilidad. Los pasos o movimientos trazan una trayectoria en el espacio de
busqueda, con una probabilidad distinta de cero de que esta trayectoria pueda alcanzar el

optimo global.

Las heuristicas parecen particularmente adecuadas para resolver problemas de optimizacion
multiobjetivo, porque son menos susceptibles a la forma o continuidad del frente de Pareto
(por ejemplo, pueden tratar ficilmente con frentes de Pareto discontinuos o concavos),
mientras que esto es una preocupacion real para las técnicas de programacion matematica.
Ademas, muchas heuristicas actuales (por ejemplo, algoritmos evolutivos, optimizacion de
enjambres de particulas, etc.) se basan en la poblacién, lo que significa que podemos apuntar

a generar varios elementos del conjunto 6ptimo de Pareto en una sola ejecucion.

Los algoritmos genéticos son probablemente los algoritmos evolutivos mas populares en
términos de diversidad de sus aplicaciones. La gran mayoria de los problemas de
optimizacién conocidos se han probado mediante algoritmos genéticos. Ademas, los
algoritmos genéticos se basan en poblaciones y muchos algoritmos evolutivos modernos se

basan directamente en algoritmos genéticos o tienen fuertes similitudes.
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2.7 ALGORITMOS GENETICOS

Los algoritmos genéticos estan inspirados en la teoria darwiniana de la evolucién (Holland,
1992), en la que se simulaba la supervivencia de criaturas mas aptas y sus genes. Los
algoritmos genéticos son algoritmos basados en la poblacion. Cada solucion corresponde a un
cromosoma y cada parametro representa un gen. Evaluan la aptitud de cada individuo de la
poblacion mediante una funcion de aptitud (objetivo). Para mejorar las soluciones deficientes,
las mejores se eligen al azar con un mecanismo de seleccion (por ejemplo, ruleta). Es mas
probable que este operador elija las mejores soluciones ya que la probabilidad es
proporcional a la aptitud (valor objetivo). Lo que disminuye caer en los 6ptimos locales es la
probabilidad de elegir también soluciones deficientes. Esto significa que si las buenas

soluciones quedan atrapadas en una solucion local, se pueden extraer con otras soluciones.

Los algoritmos genéticos son métodos adaptativos que se usan para resolver problemas de
blusqueda y optimizacion. Estos algoritmos estdn basados en el principio de la evolucion.
Durante generaciones, las poblaciones van evolucionando en la naturaleza conforme los
principios de seleccion natural y la supervivencia del mas fuerte, propuestos por Darwin
(Darwin, 1859). Imitando a estos procesos, los algoritmos genéticos van generando
soluciones para problemas del mundo real. La evolucion de dichas soluciones hacia valores

optimos del problema depende en buena medida de una adecuada codificacion de las mismas.

La tendencia a utilizar la computacion evolutiva en el marco de desagregacion de
preferencias, en particular los algoritmos genéticos va en aumento (Cruz-Reyes, 2017),
(Doumpos, 2019). Esto se debe, por ejemplo, a su tratamiento de la no linealidad y su

capacidad para realizar una optimizacién global en tiempo polinémico (Coello, 2007).

El concepto de AG fue desarrollado por Holland y sus colegas en las décadas de 1960 y 1970
(Holland, 1992). Los algoritmos genéticos se inspiran en la teoria evolucionista que explica el
origen de las especies. En la naturaleza, las especies débiles y no aptas de su entorno se
enfrentan a la extincion por seleccion natural. Los fuertes tienen una mayor oportunidad de
transmitir sus genes a las generaciones futuras a través de la reproduccion. A la larga, las

especies que llevan la combinacién correcta en sus genes se vuelven dominantes en su
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poblacion. A veces, durante el lento proceso de evolucion, pueden ocurrir cambios aleatorios
en los genes. Si estos cambios brindan ventajas adicionales en el desafio de la supervivencia,
las nuevas especies evolucionan a partir de las antiguas. Los cambios fallidos son eliminados

por seleccion natural.

Los algoritmos genéticos son estocasticos, por lo que uno podria preguntarse qué tan
confiable son. Lo que hace que estos algoritmos sean confiables y capaces de estimar el
optimo global para un problema dado es el proceso de mantener las mejores soluciones en
cada generacion y usarlas para mejorar otras soluciones. Como tal, toda la poblacion se
vuelve mejor generacion tras generacion. El cruce entre individuos da como resultado la
explotacion del "area" entre las dos soluciones progenitoras dadas. Este algoritmo también se
beneficia de la mutacion. Este operador cambia aleatoriamente los genes en los cromosomas,
lo que mantiene la diversidad de los individuos en la poblacion y aumenta el comportamiento
exploratorio de GA. Similar a la naturaleza, el operador de mutacion podria resultar en una
solucidn sustancialmente mejor y conducir otras soluciones hacia el 6ptimo global (Mirjalili,

2018).

Se han desarrollado muchas variantes de los algoritmos genéticos los cuales se aplican a
muchos problemas de optimizacion, por ejemplo el reconocimiento de patrones, el problema

del viajero, el mercado financiero y la optimizacion multiobjetivo en ingenieria.

Existen muchas ventajas de los algoritmos genéticos sobre los algoritmos tradicionales, por
ejemplo: la habilidad de tratar con problemas complejos de optimizacion y el paralelismo. La
poblacién actiia como agentes independientes que pueden explorar el espacio de busqueda en
multiples direcciones. Los algoritmos genéticos enfatizan la importancia de la cruza sexual

sobre el de la mutacidn, y usan seleccion probabilistica.

El algoritmo bésico es el siguiente (Coello, 2017):

e Generar (aleatoriamente) una poblacion inicial.
e (alcular la aptitud de cada individuo.
e Scleccionar (probabilisticamente) en base a su aptitud.

e Aplicar operadores genéticos (cruza y mutacion) para generar la siguiente poblacion.
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e C(Ciclar hasta que cierta condicion se satisfaga.

En la figura 2.2, se ilustra una representacion tradicional es una cadena binaria a la cual le
llamamos “cromosoma”. Cada posicion de la cadena se conoce como “gen” y el valor dentro

del gen se le denomina “alelo”.

o112 (0j1|0 (1|11 (0|0 |1 (1|1 |0 |1

] I ] ]
Cadena 1 Cadena 2 Cadena 3 Cadena 4

Figura 2.2: Ejemplo de cadena binaria

2.7.1 POBLACION INICIAL

El algoritmo genético comienza con una poblacion aleatoria. Esta poblacion se puede generar
a partir de una distribucion aleatoria gaussiana para aumentar la diversidad. Esta poblacion
incluye multiples soluciones, que representan cromosomas de individuos. Cada cromosoma
tiene un conjunto de variables, que simula los genes. El objetivo principal en el paso de
inicializacién es difundir las soluciones en el espacio de busqueda de la manera mas uniforme
posible para aumentar la diversidad de la poblaciéon y tener mas posibilidades de encontrar

regiones prometedoras.

2.7.2 SELECCION

La seleccion natural es la principal inspiracion de este componente para el algoritmo
genético. En la naturaleza, los individuos mas aptos tienen una mayor probabilidad de
obtener alimento y aparearse. Esto hace que sus genes contribuyan mas en la produccion de la
proxima generacion de la misma especie. Inspirdndose en esta simple idea, el algoritmo
genético emplea el método de ruleta para asignar probabilidades a los individuos y
seleccionarlos para crear la proxima generacion proporcional a sus valores de aptitud

(objetivos).
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Este mecanismo simula la seleccion natural del individuo mas apto de la naturaleza. Dado
que la ruleta es un operador estocastico, los individuos menos aptos tienen una pequefia
probabilidad de participar en la creacion de la préxima generacion. Si una mala solucion tiene
" " . . ., )

suerte" de ser seleccionada, sus genes pasan a la siguiente generacion. Se debe evitar

descartar tales soluciones, ya que reducen la diversidad de la poblacion.

Existen diferentes técnicas para la seleccion de los individuos para reproducirse. Para este

trabajo se utilizo la seleccion por torneo que se describe a continuacion:

Seleccion por torneo

Se seleccionan aleatoriamente N individuos que compiten entre si seleccionando el mejor. En

esta alternativa el mejor individuo siempre es seleccionado.

La seleccion por torneo establece un procedimiento de seleccion de padres muy extendido y
en el cual la idea consiste en escoger al azar un nimero de individuos de la poblacion N,
tamafio del torneo (generalmente el tamafio del torneo es 2), seleccionar el mejor individuo
de este grupo, y repetir el proceso hasta que el nimero de individuos seleccionados coincidan

con el tamano de la poblacion N.

2.7.3 CRUZA

Después de seleccionar a los individuos mediante un operador de seleccion, deben emplearse
para crear la nueva generacion. En la naturaleza, los cromosomas de los genes de un hombre
y una mujer se combinan para producir un nuevo cromosoma. Esto se simula combinando
dos soluciones (soluciones principales) seleccionadas por torneo para producir dos nuevas
soluciones (soluciones secundarias) en el algoritmo genético. Existen diferentes técnicas para
el operador de cruce en la literatura. Generalmente se establece un punto de cruce y a partir
de ese punto es donde se combina la informacion de ambos padres. La figura 2.3 muestra un
ejemplo del punto de cruce y la figura 2.4 muestra un ejemplo de la combinaciéon de ambos

padres.
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Punto de cruce

}
0110I1011

1001|1101

Figura 2.3: Padres antes de la cruza.

1001|1011

Figura 2.4: Hijos generados después de la cruza.

2.7.7 MUTACION

El ultimo operador evolutivo, en el que uno o varios genes se alteran después de crear
soluciones hijos. La tasa de mutacion se establece baja, porque las tasas de mutacion altas
convierten a un algoritmo genético en una busqueda aleatoria primitiva. El operador de
mutacion mantiene la diversidad de la poblacion al introducir otro nivel de aleatoriedad. De
hecho, este operador evita que las soluciones se vuelvan similares y aumenta la probabilidad

de evitar soluciones locales en el algoritmo genético.

En resumen, la mayoria de los algoritmos evolutivos utilizan los tres operadores evolutivos:

seleccion, cruce y mutacion. Estos operadores se aplican a cada generacion para mejorar la
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calidad de los genes en la proxima generacion. Otro operador evolutivo popular es el
elitismo, en el que una o varias de las mejores soluciones se mantienen y se transfieren sin
modificaciones a la siguiente generacion. El objetivo principal es evitar que dichas soluciones

se degraden al aplicar los operadores de cruce o mutacion.

El algoritmo genético comienza con una poblacion aleatoria de individuos. Hasta el criterio
final, este algoritmo mejora la poblacion utilizando los tres operadores mencionados
anteriormente. La mejor solucion en la ultima poblacion se devuelve como la mejor
aproximacion del optimo global para un problema dado. La tasa de seleccion, cruce y

mutacion se puede cambiar o configurar para fijar nimeros durante la optimizacion.

Uno de los primeros algoritmos genéticos multiobjetivo, VEGA, fue propuesto por Schaffer
(Shaffer, 1985). Posteriormente, se desarrollaron varios algoritmos evolutivos multiobjetivos,
incluido el algoritmo genético multiobjetivo (MOGA) (Fleming, 1993), el algoritmo genético
de nicho de pareto (NPGA) (Horn, 1994), el algoritmo genético basado en el peso (WBGA)
(Hajela, 1992), el algoritmo genético Murataponderado aleatorio (RWGA) (Murata, 1995),
Algoritmo genético de clasificacion no dominado (NSGA) (Srinivas, 1994), Algoritmo
evolutivo de Pareto de fuerza (SPEA) (Zitzler, 1999), SPEA mejorado (SPEA2) (Zitzler,
2001), Estrategia de evolucion de archivo Pareto (PAES) (Knowles, 2000), Algoritmo de
seleccion basado en envolvente de Pareto (PESA) (Corne, 2000), Seleccion basada en region
en optimizacion evolutiva multiobjetivo (PESA-II) (Corne, 2001), Algoritmo genético de
clasificacion rapida no dominada (NSGA-II) (Deb, 2002), Algoritmo evolutivo multiobjetivo
(MOEA) (Sarker, 2002), Micro-GA (Coello, 2001), Algoritmo genético basado en rangos de
densidad (RDGA) (Lu, 2003) y un Algoritmo evolutivo multiobjetivo basado en
descomposicion. (MOEA/D) (Zhang, 2007). Tenga en cuenta que, aunque hay muchas
variaciones de algoritmos genéticos multiobjetivo en la literatura, estos algoritmos genéticos
citados son algoritmos bien conocidos y creibles que se han utilizado en muchas aplicaciones

y sus resultados se han probado en varios estudios comparativos.

Hay muchas ventajas de los algoritmos genéticos sobre los algoritmos tradicionales de
optimizacion. Las ventajas principales son: la habilidad de tratar con problemas complejos de

optimizacién y el paralelismo. Los algoritmos genéticos pueden tratar con varios tipos de
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optimizacion si la funcidon objetivo es estacionaria o no estacionaria (cambia con el tiempo),
lineal o no lineal, continua o discontinua, o con ruido aleatorio. Los individuos de la
poblacién actian como agentes independientes que pueden explorar el espacio de busqueda
en multiples direcciones. Esta caracteristica hace a los algoritmos genéticos ideales para

paralizarlos en su implementacion.

Los algoritmos evolutivos parecen especialmente adecuados para resolver problemas de
optimizacién multiobjetivo, porque tratan simultineamente con un conjunto de posibles
soluciones (la denominada poblacion). Esto nos permite encontrar varios miembros del
conjunto optimo de Pareto en una sola ejecucion del algoritmo, en lugar de tener que realizar
una serie de ejecuciones separadas como en el caso de las técnicas tradicionales de
programacion matemadtica. Ademads, los algoritmos evolutivos son menos susceptibles a la
forma o continuidad del frente de Pareto (por ejemplo, pueden tratar facilmente con frentes
de Pareto discontinuos o concavos), mientras que estos dos problemas son una preocupacion

real para las técnicas de programacion matematica.

El potencial de los algoritmos evolutivos en la optimizacion multiobjetivo fue insinuado por
Rosenberg en la década de 1960, pero la primera implementacion real se produjo a mediados
de la década de 1980 (Schaffer, 1984). Durante diez afios, el campo permanecio
practicamente inactivo, pero comenz6 a crecer a mediados de la década de 1990, en la que se

desarrollaron varias técnicas y aplicaciones.
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2.8 MOEA/D
ALGORITMO EVOLUTIVO MULTIOBJETIVO BASADO EN DESCOMPOSICION

MOEA/D es un algoritmo evolutivo basado en descomposicion (Zhang, 2007). Este
algoritmo descompone un problema multiobjetivo (MOP) en N subproblemas de
optimizacion. Resuelve simultdneamente estos subproblemas considerando una poblacion de
soluciones. En cada generacion, la poblacion esta compuesta por las mejores soluciones
encontradas hasta el momento por cada subproblema. Las relaciones de vecindad entre los
subproblemas se basan en las distancias entre sus coeficientes de agregacion. Cada problema
en MOEA/D es optimizado utilizando solamente informacion de sus subproblemas vecinos.

MOEA/D tiene las siguientes caracteristicas.

e Provee una manera simple y eficiente de introducir un enfoque de descomposicion en
computacion evolutiva multiobjetivo.

o Debido a que MOEA/D optimiza N subproblemas de optimizacion en lugar de
resolver el MOP como uno solo, cuestiones como la asignaciéon de desempefio y
conservacion de diversidad que causan dificultades para algoritmos MOEAs de no
descomposicion, pueden ser mas sencillas de manejar en el marco de MOEA/D.

e MOEA/D tiene una complejidad computacional mas baja en cada generacién que

NSGA-II y otros conocidos algoritmos multiobjetivo.

MOEA/D necesita descomponer el MOP en consideracion. Cualquier enfoque de
descomposicion puede servir para este proposito; en esta implementacion se utilizara el
enfoque de Tchebycheff propuesto en Zhang et al., 2007. En este enfoque el problema de

optimizacion escalar es de la forma:

minimizar g (x|A, z*) = max{Ai|fi(x) — z*|} (2.2)

1<i<num obj

sujeto a x € Q, donde z* = (2,*,....Z,m o) €8 €l punto de referencia, es decir, z;* = max{f

i (x)|x€Q} para cada i= 1, ..., num_obj. Para cada punto 6ptimo de pareto x* existe un

44



vector

€S una

de peso A tal que x* es la solucion Optima de (2.2) y en cada solucion 6ptima de (2.2)

solucion optima de Pareto de (2.1).

En cada generacion t, MOEA/D con el enfoque Tchebycheff mantiene:

Una poblacion de N puntos x', ..., x¥ € Q, donde x'es la solucién actual del i-ésimo
subproblema.

FV', ..., FVY donde FV' es el valor F de x', es decir, FV'= F(x)paracadai=1, ...,
N.

Z=(Zy, ..y Zoum oj) > donde z, es el mejor valor encontrado hasta el momento para el
objetivo fi.

Una poblacion externa EP, la cual es utilizada para almacenar soluciones no

dominadas encontradas durante la busqueda.

El algoritmo trabaja de la siguiente manera:

Entradas:

e MOP (1),

e Un criterio de parada

e N, numero de subproblemas considerados en MOEA/D.

e N vectores de peso separados uniformemente: A', ..., AN.

e T, el nimero de vectores de peso en el vecindario para cada vector de peso.
Salida:

e EP (poblacion externa).

El algoritmo de MOEA/D se describe a continuacion:

Paso 1

) Inicializacion:

Paso 1.1) Inicializar EP = {0}.

Paso 1.2) Calcule las distancias euclidianas entre dos vectores de peso

cualesquiera y luego calcule los 7" vectores de peso mas cercanos a cada vector de
peso. Por cada i = 1... N, establece B(i)= {i,,...iz}, donde A", .... 2 son los T vectores
de peso mas cercanos a A,

Paso 1.3) Genera una poblacion inicial x/, ..., x random o por un método

especifico del problema. Establece FV'= F(x)).
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Paso 1.4) Inicializar z = (2, ..., Z,u» )" por un método especifico del problema.

Paso 2) Actualizacion:
Fori =1, ... N, hacer
Paso 2.1) Reproduccion. Seleccione aleatoriamente dos indices k, [ de B(i), y luego
genere una nueva solucion y de x* y x' mediante el uso de operadores genéticos.
Paso 2.2) Mejora: Aplique una heuristica de reparacién/mejora especifica del
problema en y para producir y .
Paso 2.3) Actualizacion de z: Para cada j = I, ..., num_obj, if z; < f,(y’), entonces
establecer z; = f(y’).
Paso 2.4) Actualizacion de las soluciones vecinas. Por cada indice j € B(i), si g“(y
|¥, z) < g“(x|¥, z), entonces establecer X =y’ y FV' = F(y’).
Paso 2.5) Actualizacion de EP:
Eliminar de EP todos los vectores dominados por F(y’).

Agregar F(y’) a EP si no hay vectores en EP que dominen F(y’).
Paso 3) Criterio de parada:

Si se satisface el criterio de parada, entonces detenerse y la salida serd EP.

Si no, ir al paso 2.
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2.9 MODELO PARA CALCULAR EL GRADO DE VERDAD DE LA EXISTENCIA
DE RELACIONES DE PREFERENCIA BASICAS

El modelo basado en argumentos, es un modelo para el apoyo a la toma de decisiones, el cual
calcula el grado de credibilidad de la existencia de las relaciones de preferencia basicas
(preferencia, indiferencia, preferencia débil e incomparabilidad) basado en la manera intuitiva

en la que un decisor real lo haria.

Este modelo compara dos objetos y nos da como resultado un valor (llamado grado de
validez) para cada una de las relaciones de preferencia basica, y con estos valores se calcula a
cual de las relaciones pertenece esa comparacion. El grado de validez representa el grado de
verdad de que existan las relaciones de preferencia basicas. La manera en coémo el modelo
calcula este grado de validez no formo parte de este trabajo, sin embargo se tratard de

explicar en las secciones siguientes como lo calcula.

DEFINICIONES Y CONCEPTOS BASICOS
Con el fin de entender el modelo propuesto, es necesario especificar lo siguiente (Roy, 1990):

Alternativas: En un proceso de decisiéon multicriterio, las alternativas corresponden a las
posibles acciones u opciones que se tienen en consideracion. Se define de la siguiente

manecra:

Sea A = {a,, a, ,....., a,,} el conjunto finito de decisién con posibles acciones o alternativas,

donde |A|=m, mEN.

Familia coherente de criterios: Los criterios de evaluacion deben estar disefiados para
capturar la naturaleza multidimensional del desempefio de las alternativas. Al elegir una
familia de criterios para evaluar al conjunto de alternativas, ésta debe ser legible, exhaustiva y

no redundante. Se define de la siguiente manera:

Sea ] = {gi, 9> »----, g» } una familia coherente de criterios, donde g;(a) es la evaluacion en el

j-ésimo criterio de la alternativa a, donde a< A, gi(a) ER" y [J=n, nEN.
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Pesos: Determinan la importancia relativa que tiene cada criterio de evaluacion respecto al

decisor. Se definen de la siguiente manera:

Sea W= {w,, w,,...,w,} el conjunto de pesos, donde w; € [0,1] denota la importancia del

j-ésimo criterio g;, donde g; € Jy > w; , =1

Es importante aclarar que esta informacion se asume como existente y servira como

Informacidn de entrada del modelo.

Sistema relacional de preferencias

El sistema relacional de preferencias esta formado por cuatro relaciones fundamentales (Roy,

1996):

e Indiferencia (/): a I b significa que existen razones claras y positivas para considerar

que las alternativas son equivalentes. / es una relacion simétrica.
e Preferencia estricta (P): aPb significa que existen razones claras y positivas para
justificar que una de las dos alternativas (a) es significativamente preferida a la otra

(b). P es una relacion asimétrica.

e Preferencia débil (Q): aQb refleja una situacion de duda entre aPb y alb. Es una

relacidon asimétrica.

e Incomparabilidad (R): las alternativas son incomparables en el sentido que ninguna de

las tres situaciones anteriores predomina. Se denota por aRb.
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Relaciones de preferencia basicas

Preferencia estrictaa > b

Significa que el decisor prefiere la alternativa ‘a’ sobre la ‘b’. Dicho de otra forma, estaria

decepcionado si fuese obligado a tomar la alternativa ‘b’.

Indiferenciaa ~ b
Significa que el decisor es indiferente entre las alternativas ‘a’ y ‘b’. Operacionalmente la
indiferencia se interpreta como que el decisor no se siente inconforme si se le obliga a

escoger entre ‘a’ o ‘b’.

Preferencia débil: a > b

Significa que el decisor sostiene que la alternativa ‘a’ es al menos tan buena como la ‘b’. No

se sentiria defraudado si se le forzara a tomar la alternativa ‘a’.

Coaliciones de criterios

Las coaliciones se basan en ciertos valores numéricos que se denominan umbrales. Para cada
criterio es necesario definir un conjunto de umbrales. Estos umbrales representan la
percepcion personal del decisor al momento de comparar las evaluaciones de las alternativas

en cada criterio. En la tabla 2.1 se definen el conjunto de umbrales:

Tabla 2.1: Umbrales de preferencia

UMBRAL | SIMBOLO | DESCRIPCION Condicién
j=1..n

Indiferencia | q; € R” Representa el valor maximo hasta donde el decisor | Se tiene que
permite que una alternativa a sea indiferente a una | establecer para
alternativa b. cada criterio j

Preferencia | p; € R* Representa el valor minimo a partir del cual el | Se tiene que

estricta decisor esta seguro que la alternativa a es preferida | establecer para
sobre la alternativa b. cada criterio j

q; <P
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Preferencia
pre-intensa

s; € R

Representa el valor minimo a partir

del cual el decisor comienza a percibir

que la alternativa a tiene una preferencia
considerable sobre la alternativa b.

Se tiene que
establecer para
cada criterio j

P <s;

decisor esta seguro que la alternativa a es preferida
sobre la alternativa b, no importando ya las
evaluaciones que tenga la alternativa b

en los demas criterios.

Preferencia |1, € R" Representa el valor minimo a partir del cual el | Se tiene que
intensa decisor esta seguro que la alternativa a tiene una | establecer para
preferencia considerable sobre la alternativa b. cada criterio j
§ <1
Veto v, € R Representa el valor minimo a partir del cual el | Solo se
decisor esta seguro que la alternativa a no puede | establece en
ser indiferente o criterios donde
preferida sobre la alternativa b, no importando ya | el decisor lo
las evaluaciones que considere
tenga la alternativa a en los demas criterios. necesario
En caso de
existir:
<V
Dictadura d e R Representa el valor minimo a partir del cual el | Solo se

establece en
criterios donde
el decisor lo
considere
necesario.

En caso de
existir:
<4

El modelo existente calcula los indices de credibilidad de cada una de las relaciones de

preferencia basicas en términos de los aspectos mencionados anteriormente.

Llamaremos indice de credibilidad a la funcion cuyo resultado expresa el grado de verdad

que se presente una relacion de preferencia basica determinada entre dos alternativas.

El modelo también consta de coaliciones de los criterios, los cuales son:

e  Coalicion de criterios a favor Cp,or(a, b): En esta coalicion se encuentran los

criterios sobre los cudles se cumple que
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g(a)-gi(b) = p;
Dénde: p; & R es el umbral de preferencia estricta del criterio ;.

e  Coalicion de criterios indiferentes C,y,,-(a, b): En esta coalicion se encuentran los
criterios sobre los cudles se cumple que

19{(@)-g;(b)| < q;
Dénde: q; = R" es el umbral de indiferencia del criterio ;.

e  Coalicion de criterios en contra Coy7z4(a, b): En esta coalicion se encuentran los
criterios sobre los cudles se cumple que

gi(a)-gy(b) < -p;
Doénde: p; € R es el umbral de preferencia estricta del criterio ;.

e  Coalicion de criterios intensamente a favor Cpyor vr(a, b): En esta coalicion se
encuentran los criterios sobre los cudles se cumple que

gi(a)-g{b) = r;

Doénde: r; © R" es el umbral de preferencia intensa del criterio j y ademas se cumple

que Craor (@ b) = Cryor(a, b).

e  Coalicion de criterios intensamente en contra Ccoyrr4 v7(a, b): En esta coalicion
se encuentran los criterios sobre los cudles se cumple que

gi(a)-g; (b) < -r;

Dénde: r; & R* es el umbral de preferencia intensa del criterio j y ademas se cumple

que C CONTRA_INT(ar b)< Cconrra(a, b).

e  Coalicion de criterios con capacidad de veto C,:;0(a, b): En esta coalicion se
encuentran los criterios sobre los cudles se cumple que

95(a)-gi(b) < -v;
Dénde: v; & R es el umbral de veto del criterio ;.

e  Coalicion de criterios con capacidad de dictadura C,,.(a, b): En esta coalicion se
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encuentran los criterios sobre los cudles se cumple que
gi(a)-g;(b) = d;

Doénde: d; € R" es el umbral de veto del criterio j y ademas se cumple que Cper(a, b)

S Cravor(a, b).

2.9.2 PERTENENCIA DE CRITERIOS A LAS COALICIONES

Para modelar la pertenencia de los criterios a las coaliciones definidas se tiene que para cada

par de acciones a€A y bEA se definen conjuntos difusos con las siguientes funciones de

membresia trapezoidales:

a) Conjunto difuso de Cyyyor(a, b), donde la funcion de membresia p; (Cravor(a, b)): R

— [0,1] esta definida en la figura 2.5:

1 (Craron (@,b))
1

g(a)-g(b)

O (JII [)i

Figura 2.5: Funcion de membresia p; (Crayor(a,b))

Dénde:

0 1 gila)-gih) <qj

w

W(Cravor (a,b))= — 9il@-g;b)-a;
p;j—4qj

| si gj(a)-gi(b) = p;

qi < gila)-gi(b) < p;

w
-

b) Conjunto difuso de Cypr (a, b), donde la funcion de membresia p; (Cpir(a, b)): R

— [0,1] estd definida en la figura 2.6:
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BLCnela b}
|
: 3 . gfa)-g(b)
P, -q, q, P,

Figura 2.6: Funcion de membresia ; (Cnpir(@, b))

Doénde: _
0 si |gi(a)-gib)| = pj
Wi(Cmvprr (a,b))=—< % si. gi<| gfa)gi(b)| <p;
1 si | gi(a)-gi(b)| < gj

c) Conjunto difuso de Cconrra (a, b), donde la funcion de membresia p; (Ceonrra(a, b

)): B — [0,1] esta definida en la figura 2.7:

!J,(C( ONTRA (a'b))

s g(a)-g(b)

P -q, 0

Figura 2.7: Funcion de membresia p; (Cconrra(@, D))

Dénde: _
1 si gj(a)-gi(b) <-p;
W(Ceontra (@,h))=— -[gf(ﬂ;f’;‘}_b”‘qf si- -p; < gila)-gi(b) < -qj
0 si gj(a)-gi(b) = -qj

d) Conjunto difuso de Cyyyor v (@, b), donde la funcién de membresia 1 (Cravor mr(

a, b)): R — [0,1] esta definida en la figura 2.8:
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p’f(C.F-H ‘OR_INT (a’ b))

1

: 1 g j (a) _g i (b)
0 2 s z

Figura 2.8: Funcion de membresia 1; (Cravor (@, b))

Doénde:
0 si - gila)-gi(b) <s;
K Cravor e (3,2))= gj(a);.g_js(b_—)_sf si s < gi(a)-gi(b) <r;
J ]
1 si gj(a)-gi(b)>r;

e) Conjunto difuso de Cconrra vt (@, b), donde la funcion de membresia p;

(Ccontra (@, b)): R — [0,1] esta definida en la figura 2.9:

P—,-( Cm NTRA_INT (a: b))/

| | 3 g(a)-g(b)
rws P, 0

J

Figura 2.9: Funcion de membresia p; (Ceonrra mvi(@, b))

Doénde: ,_
1 st gj(a)-gi(b) <-1;
W(Cconrra_ivr (a,b))= _[gj(a:;qi:b)]_sj si -1 < gj(a)-gi(b) < -s;
0 si gj(a)-gi(b) = -s;

f) Conjunto difuso de Cygro (a, b), donde la funcién de membresia ; (Cyero(a, b)): R

— [0,1] esta definida en la figura 2.10:
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HACrro (@, b))

. ! 5 g(a)-g(b)

Figura 2.10: Funcién de membresia ; (Cygro(a, b))

Doénde: _

1 si gj(a)-gi(b) <-v;
W(Cvero(ab))y= | —l9,(@-g;®)-r;
’ 'Uj—’f'j

0 si gj(a)-gi(b) = -r;

si -y < gila)-gib) <-r;

g) Conjunto difuso de Cy,cr (a, b), donde la funcion de membresia p; (Cpier(a, b)): R
— [0,1] esta definida en la figura 2.11:

l"-_:(CDICT (a.b)) 1

Figura 2.11: Funcion de membresia y; (Cpier(a, b))

Donde:
0 si gj(a)-gi(b) <r;

W(Corer(a,b)) =  — % si 1< gila)-gi(b) < d;

1 si - gj(a)-gi(b) = d;

~—

En la figura 2.12 se muestran las funciones de membresia de todos los conjuntos difusos
definidos anteriormente. Estas funciones estdn definidas en el modelo basado en argumentos

(Picos, 2017), en el cual esta basado este trabajo de desagregacion de preferencias.
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< £ s 2
% ~ 8 :
2 e S
\\ X X g(a)-g(b)
v, o -, o, ¢ Y9 ¢ p s '

Figura 2.12: Funciones de membresia de los conjuntos difusos definidos sobre Cygro(a, b),
Ceontra_w1(@, b), Ceontra(@, b), Cinpir(@, b), Cravor(@, b) y Cravor (@, b)

Indice de fuerza de las coaliciones

El objetivo de estos indices es el de representar la fuerza de cada una de las coaliciones. Esta
fuerza representa la cantidad de criterios que pertenecen a cada coaliciéon y esta ligada
directamente con los pesos. Determinar si existe alguna relacion de preferencia/indiferencia
entre las alternativas, dependera de los valores de estos indices asi como el resultado de

compararlos de una manera similar a la que un decisor real lo haria. Estos son:

e Indice de preferencia a favor I*(a,b):

J"(a,b) =Z K (Cravor(ab)).w;
=

e Indice de indiferencia J°(a,b):
n
J7(ab)= z K, (Civpie(a.b)).w,
j=1
e Indice de preferencia en contra J(a,b):

J (ab)= z K, (Ccontra (asb))-wj
=1
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e indice de preferencia intensa a favor J*r(a,b):

n

T v (ab) =Z K ( FAVOR_INT (a,b)) W

i=l

e Indice de preferencia intensa en contra J*(a,b):

n

J Nt (ab) =Z B (CCONTRAJNT (a,b)) Wi

j=1

e indice de veto Iygro(a,b):
Ivero(a,b) =y, (Cyero(a,b)) v MQ(CVETO(aeb)) V...V M"(CVETo(aab))
e indice de dictadura I-1(a,b):
Iprer(ab) =, (CDICT (a,b)) \ MZ(CDICT (a,b)) V...V (CDICT (a,b))

Modelado de las comparaciones entre indices de fuerza

Se utilizan predicados que estdn compuestos de diversas comparaciones entre los indices

definidos. Entre estas comparaciones tenemos:

® a es claramente mayor que b

® s menor que b

e aesparecidoab

® aes algo mayor que b

® s mayor que b

® a es claramente mayor que b

® a es parte significativa de la unidad

Donde a, b € [0, 1] representan los indices de fuerza de las coaliciones.
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Para modelar estas comparaciones se definen los siguientes parametros:

e 0: umbral que determina que X, y son parecidos, donde 0 <a < 1.

e [3: umbral que determina cuando x es mayor que y, donde a < < 1.

e v: umbral que determina cuando x empieza a ser claramente mayor que y, donde <y
<l

e J: umbral que determina cuando x es claramente mayor que y, donde y <3 < 1.

e &: umbral que determina cuando x empieza a ser parte significativa del total, donde 0
<eg<l.

e (: umbral que determina cuando x es parte significativa del total, donde e <{ < 1

2.9.3 CALCULO DEL iNDICE DE CREDIBILIDAD
Hasta este punto se tienen definidos los siguientes aspectos:
a) Coaliciones de criterios asi como su funcion de pertenencia
b) Indices de fuerza de las coaliciones
c¢) Funciones de comparacion entre indices de fuerza

Lo siguiente es determinar el indice de credibilidad de cada una de las relaciones de
preferencia bésicas en términos de los aspectos mencionados. Se le llama indice de
credibilidad a la funcion cuyo resultado expresa el grado de verdad de que se presente una
relacion de preferencia bésica determinada entre dos alternativas. Lo cual se calcula con las

siguientes expresiones:

e (alculo del indice de credibilidad de la relacion de preferencia estricta P:
o(aPb) = [uP1(a, b) V nP2(a, b) V uP3(a,b) V nP4(a, b) V uP5(a, b)] (2.3)

A ~ Iygro(a, b)
Donde pPx(a,b) expresa el grado de validez del argumento Px, e Iyzro(a, b)representa el

indice de veto definido en la seccidn anterior.

Atendiendo a los indices de fuerza, a los argumentos y a las funciones de comparacion
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definidas anteriormente, se tiene que:

wPi(a,b) = w. (J° 1) A 2 [ (Jinm J'wr) Vo Bsione( )] (2.4)
WP2(a,b) = Wos (", J) A 7 s (Jonms ') (2.5)
uP3(a,b) = w. ('wr, Jint) A 7 [0 (1 TV psienir(J7)] (2.6)
WP4(a,b) = Mo (it Jint) A 7 s (5, T7) (2.7
nP5(a, b) = Joicr (2.8)

e (Calculo del indice de credibilidad de la relacion de indiferencia I:

o(alb) =[ul1(a, b) V ni2(a,b) V ni3(a,b) V pl4(a,b) ] (2.9)
A = Hyero(a, b) V Iper(a, b)]

Donde wix(a, b) expresa el grado de validez del argumento Ix, e Iygro(a, b)representa el
indice de veto e Icr(a, b) representa el indice de dictadura, definidos en la seccion anterior.
Atendiendo a los indices de fuerza, a los argumentos y a las funciones de comparacion

definidas anteriormente, se tiene que:

uil(a,b) =w (%) A (J'wr, Jwnr) A Bsionie(J7) (2.10)
uiz(a,b) = ps 1) A s (Jnrs J'wr) A Msionie(J7) (2.11)
uid(a,b) = s U5 J) A e (J'wrs Jine) A Bsionie(J7) (2.12)
ni4(a, b) = msiene()) AT Jine) V(i [l (2.13)

e (Cilculo del indice de credibilidad de la relacion de preferencia débil Q:

5(aQb) = p~ [s(aPb), 0.5] A\ p~ [o(alb), 0.5] /\ p~ [o(bPa), 0] (2.14)

Donde o(aPb) y o(bPa) se calculan con la ecuacion (2.3) y o(alb) se calcula con la ecuacion
(2.9).

e (alculo del indice de credibilidad de la relacion de no incomparabilidad R:
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s(aRb) = p~ [o(aPb), 0] A p~ [s(alb), 0] /\ p~[o(aQb), 0] A p~[o(bPa),0] (2.15)
A n~[o(bQa), 0]

Donde 6(aPb) y o(bPa) se calculan con la ecuacion (2.3), o(alb) se calcula con la ecuacion
(2.9)y o(aQb)y o(bQa) se calculan con la ecuacion (2.14).

o C(Calculo del indice de credibilidad de la relacion de no inferioridad S:
o(aSb) = o(aPb) V o(alb) V o(aQb) (2.16)

Donde o(aPb) se calcula con la ecuacion (2.3), o(alb) se calcula con la ecuacion (2.9) y o

a@Qb) se calcula con la ecuacion (2.14).
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CAPITULO 3
METODOLOGIA

La propuesta para obtener los valores de los parametros de manera indirecta, que necesita el
modelo basado en argumentos, se formula como un problema de optimizacién multiobjetivo,
emplea una técnica de desagregacion de preferencias para extraer la informacion preferencial
del decisor. Para resolver el modelo multiobjetivo, se utilizara el algoritmo multiobjetivo
MOEA/D, tomando como entradas la informacion preferencial obtenida en el proceso de

inferencia de los parametros.

Como se muestra en la figura 3.1, se aplica un Analisis de Desagregacion de Preferencias
(PDA) (obtencion indirecta de los parametros del modelo de preferencias) al conjunto de
referencia, para inferir un conjunto de pardmetros preferenciales de un modelo. Con esta
informacion preferencial (modelo) y resolviendo un problema de optimizacion multiobjetivo
con el algoritmo MOEA/D, se lograra encontrar la mejor forma de asignar y replicar las

decisiones como un decisor lo haria.

El modelo preferencial simulard la manera en que un decisor toma las decisiones, cuando

tiene que comparar entre dos objetos.

Automatizar indicadores de Anélisis de Desagregacion
tearia de argumentacion de Preferencias (PDA)

‘ Implementacion ‘

i MOEA/D
i [
Definir funcién que refleje nivel i f J 27 ]d ;
de discordancia de los ' libsinsdien ‘ | hEmlgEE g fEEg 1
preferencial del decisor uniformemente distribuidos

parametros y la realidad } l

de datos del decisor

‘ Experimentacion }—b‘ Resultados J

Figura 3.1: Propuesta de metodologia

‘ Andlisis y recoleccion J
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A continuacion, se definirdn cada uno de los componentes de la propuesta de metodologia:

Definir la funcion que refleje el nivel de discordancia de los parametros y la realidad: Se
defini6é una funcién que refleje el nivel de discrepancia que existe entre las comparaciones
realizadas por el decisor real y las comparaciones hechas por el decisor obtenido a través del
método de desagregacion de preferencias. Esta funcién de discrepancia se define a detalle en

el capitulo 3.1.

Automatizar indicadores de la teoria de la argumentacién: Se programaron todas las
funciones que son necesarias para poner en practica el modelo basado en argumentos, el cual
es un modelo tedrico que no estaba automatizado. Este modelo compara dos objetos y nos
dice cudl relacion de preferencia basica existe entre estos dos objetos. Las funciones que se

automatizaron se definen en la seccion 2.9.3.

Analisis de desagregacion de preferencias: Se realizo la obtencion indirecta de los
parametros que son necesarios para modelar a un decisor y que sirven como entrada del

modelo basado en argumentos.

Implementacion de MOEA/D: Para realizar el andlisis de desagregacion de preferencias, se
utiliz6 el algoritmo genético MOEA/D, su implementacion consistio en programar el

algoritmo genético. Se puede ver a mas detalle esta implementacion en la seccion 3.5.

Informacion preferencial del decisor: El algoritmo MOEA/D recibe como entrada un
ejemplo de decision, proporcionado por un decisor real, para inferir los valores de los
parametros que simulen a este decisor. Debido a las limitaciones de tiempo de este trabajo y a
la magnitud del esfuerzo intelectual del decisor, se optd por realizar la experimentacion
mediante la generacion de conjunto de datos de forma artificial. La validez de los resultados
se sustenta en la cantidad de experimentos y la uniformidad de la generacion aleatoria de los

datos.

Vectores de peso uniformemente distribuidos: El algoritmo MOEA/D recibe como entrada
vectores de peso uniformemente distribuidos, para la distribucion uniforme se utilizé la

técnica de Das & Dennis (Das, 1998).
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Analisis y recoleccion de datos del decisor: Como resultado de la desagregacion de

preferencias se obtienen los valores de los parametros que simulan al decisor real.

Experimentacion: Se realiza la experimentacion para evaluar la cantidad de discordancias
que existen entre el decisor real y el decisor obtenido por el método pda, al comparar dos

objetos del nucleo de referencia. La experimentacion se define a detalle en el capitulo 4.

Resultados: Se hace un analisis de los resultados obtenidos.
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3.1 FUNCIONAMIENTO DEL MODELO BASADO EN ARGUMENTOS

El modelo basado en argumentos, es un método que nos da un valor de que exista o no una
relacion de preferencia entre dos objetos (a y b), es decir, entre cada par de alternativas se
asigna un valor entre [0,1] para cada una de las relaciones de preferencia (preferencia,
indiferencia, incomparabilidad, etc). Para explicar esto mostraremos un ejemplo entre la

comparacion de dos objetos y los resultados que nos arroja este modelo.
En la tabla 3.1, se da un ejemplo de comparacion de dos objetos, los cuales seran dos equipos
de computo y se comparan con cuatro criterios cada uno, cada criterio tomara un valor entre 0

y 10, donde 10 significa que tiene mejor calificacion en el criterio de acuerdo con el decisor.

Tabla 3.1: Comparacion entre dos objetos

Criterio Objeto a Objeto b
Precio 5.219 9.829
Capacidad del Disco Duro 7.775 9.482
Calidad de la Tarjeta Grafica 6.946 9.121
Duracion de la bateria 5.729 9.565

A simple vista podemos notar que segun los criterios del decisor, el objeto b parece ser el
objeto con valores mas favorables. Estos valores sirven como valores de entrada al modelo y
representan el nucleo de referencia. La matriz del ntcleo de referencia se representan de la

siguiente manera:

a[0] = 5.219000, a[1] = 7.775000, a[2] = 6.946000, a[3] = 5.729000
b[0] = 9.829000, b[1] = 9.482000, b[2] = 9.121000, b[3] = 9.565000

Ademads, como valores de entrada al modelo, también se necesitan los valores para los
umbrales de preferencia, los cuales comunmente son dados por el decisor. Sin embargo, como
se ha mencionado anteriormente la obtencion de estos parametros requiere de mucho esfuerzo

cognitivo por parte del decisor. Para este ejemplo tomaremos unos valores generados que
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fungiran como un decisor real.

Entre los valores necesarios estan los valores de los umbrales de preferencia, los cuales son:
e (:indiferencia

e p: preferencia estricta

e s : preferencia pre-intensa
e 1 : preferencia intensa
® v:veto

e d: dictadura

q[0] = 1.0, q[1] = 0.0, g[2] = 0.0, q[3] = 0.0
p[0]= 1.0, p[1]= 0.0, p[2] = 2.0, p[3] = 1.0
s[0] = 2.0, s[1]= 0.0, s[2] = 2.0, s[3] = 3.0
r[0] = 2.0, r{1] = 2.0, r[2] = 2.0, r[3] = 3.0
d[0] = 5.0, d[1]=2.0, d[2] = 4.0, d[3] = 3.0
v[0]=2.0, v[1] = 4.0, v[2] = 3.0, v[3] = 4.0

Estos valores se establecen por cada uno de los atributos y son obtenidos de un ejemplo de
decision proporcionado previamente por un decisor. También es necesario el valores de los
pesos, es decir, por cada uno de los atributos se debe establecer un valor para el peso (w) y la

suma de estos valores debe ser igual a 1.

w[0] = 0.220200, w[1] = 0.283200, w[2] = 0.228700, w[3] = 0.267900

También se necesitan los valores de los umbrales: a, B, v, 6, € y , cuyo significado estd

definido previamente.

alfa = 0.048000
beta = 0.206000
gamma = 0.643000
delta = 0.684000
epsilon = 0.180000
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zita = 0.604000

ro =1.913000

lambda = 0.503000
lambda corte = 0.575000

Con estos valores de entrada, ademas de un valor de corte, es decir, un valor el cual si el valor
de la relacion de preferencia es mayor a este valor, significa que pertenece a esa preferencia,

se tendria toda la informacion de entrada para el modelo.

Posteriormente, se calcula el grado de pertenencia en cada una de las relaciones de

pertenencia. El resultado de la comparacion de estos dos objetos nos da lo siguiente:

Grado de pertenencia de la relacion de preferencia estricta aPb: 0.000000
Grado de pertenencia de la relacion de preferencia estricta bPa: 1.000000
Grado de pertenencia de la relacion de indiferencia: 0.000000

Grado de pertenencia de la relacion de preferencia débil aQb: 0.000000
Grado de pertenencia de la relacion de preferencia débil bQa: 0.000000
Grado de pertenencia de la relacion de incomparabilidad aRb: 0.000000

Como podemos notar, la relacién que sobrepasa el valor de lambda corte es la relacion de

preferencia estricta bPa que vale 1. Por lo tanto, en este ejemplo segun el modelo, el objeto b

es preferido al objeto a.
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3.1 PROBLEMA DE OPTIMIZACION MULTIOBJETIVO

Funcion de discrepancia

e Sea Q un conjunto de modelos de preferencia = (es decir, un conjunto de decisores
posibles).... = { 6/ & un conjunto de valores de los pardmetros que representan las
preferencias de un decisor }

e Sea T el conjunto de referencias.

Es decir, omega es el conjunto de decisores posibles; d representa un conjunto del modelo de

preferencias de un decisor, es decir, es un conjunto de los valores de los parametros.

Formalizacion:

Optf(£2,T)
Sea:
e disc(d) = nimero de discrepancias producidas por 0.
Formalizacion de la funcion a optimizar:
Optf (R, T) = { mindisc(6,t) /o€ 2, teT}
Las discrepancias son el nimero de comparaciones distintas entre el decisor y el modelo 9.
Sean (aj, by), (irje1 Disije1)s -+ > (Auxns Doyn) UN conjunto de comparaciones entre lo que dice
el decisor (modelo) a y lo que dice la desagregacion de preferencias b, respectivamente, tal
que todos los valores de a;, y b;; son unicos. Cada par de comparaciones (a;;, b;) se dice que
es concordante si son iguales entre si. Se dice que son discordantes, si a, # b, (Fritsche,

2015).

Esto para las relaciones:
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e aS(0)b: el objeto a es al menos tan bueno como el objeto b.
® aP(0)b: el objeto a es preferido al objeto b.

® aR(d)b: el objeto a es incomparable al objeto b.

e al(0)b: el objeto a es indiferente al objeto b.

o aQ(o)b: el objeto a es preferentemente débil al objeto b.

Donde las discrepancias se dividen en cuatro tipos:
Tipo 1 (discl) : alb/ aQb o bQa

aQb / aPb
Tipo 2 (disc2): alb / aPb o bPa

aQb/ bQa
Tipo 3 (disc3): aPb/ bPa

aQb/ bPa

bQa/ aPb o bPa
Tipo 4 (disc4): aRb / not(aRb)

Objetivos
e min discl
e min disc2
e min disc3

e min disc4

Formalizacion del problema de optimizacion multiobjetivo:

Opt f(Q, T) = { mindisc4(9, t), mindisc3(9, t), mindisc2(0, t), mindisc1(0,t) /o€ Q; te T}

Es importante dejar en claro que las discrepancias del tipo 4 son mas graves que las
discrepancias del tipo 3, y las discrepancias del tipo 3 son mas graves que las discrepancias
del tipo 2, y asi sucesivamente. Ya que en las discrepancias del tipo 1, el error que comete el
PDA contra lo que dice el decisor, no es tan grave, podria decirse que la discrepancia esta
justificada. En el caso de las discrepancias del tipo 4 no tienen nada que ver los valores

encontrados con el PDA contra lo que dice el decisor.
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3.3 IMPLEMENTACION DE LAS FUNCIONES DEL MODELO

Como se ha mencionado anteriormente, el modelo basado en argumentos cuyo objetivo es el
apoyo a la toma de decisiones, hace un célculo de los indices de credibilidad de que exista

una de las relaciones de preferencia basica. Esto lo hace mediante los siguientes aspectos:

e (Coaliciones de criterios asi como su funcion de pertenencia
e indices de fuerza de las coaliciones

e Funciones de comparacion entre indices de fuerza

Las cuales son funciones que ayudan al calculo del indice de credibilidad de alguna de las
relaciones de preferencia basicas, como son: preferencia estricta (P), indiferencia (),
preferencia débil (Q), incomparabilidad (R) y no inferioridad (S). Coaliciones de criterios asi

como su funcidn de pertenencia

Las funciones (2.3), (2.4), (2.5), (2.6), (2.7), (2.8), (2.9), (2.10), (2.11), (2.12), (2.13), (2.14),
(2.15) y (2.16), se codificaron en lenguaje c, reciben los valores de entrada del modelo (a, b,
q, pwWs Ev,d o By o ¢ E A p)y arrojan el valor del indice de credibilidad de que exista

alguna de las relaciones de preferencia basicas.
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3.4 PARAMETROS A EXTRAER CON EL METODO PDA

El objetivo del analisis de desagregacion de preferencias es inferir los pardmetros
preferenciales que aproximen lo mejor posible a la politica preferencial del decisor, implicito

en un conjunto de acciones de referencia.

El método PDA implementado en este trabajo extrae del conjunto de referencia T los
paradmetros preferenciales:

e Pesos de los criterios

e Umbral de indiferencia

e Umbral de preferencia estricta

e Umbral de preferencia pre-intensa

e Umbral de preferencia intensa

e Umbral de Veto

e Umbral de Dictadura

El método propuesto infiere del conjunto de entrenamiento un modelo preferencial completo
(Q,P, S, R, V, D, A, p) que permite una mejor caracterizacion del decisor.

La inferencia de estos parametros preferenciales estd restringida a la implementacién de un
procedimiento de desagregacion de preferencias para el modelo basado en argumentos.
Cuando se requieren inferir todos los parametros preferenciales simultineamente, es
necesario resolver un problema no lineal. Los algoritmos evolutivos han demostrado ser una
herramienta poderosa para resolver problemas dificiles en varios campos de la ciencia, en
particular, para tratar la no linealidad y optimizacion global en tiempo polinomial (Coello,

2007).

El paso siguiente es la implementacion del método PDA empleando el algoritmo genético

MOEA/D.
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3.5 IMPLEMENTACION DE PDA CON MOEA/D

En esta seccion se explicard la manera en la que se implemento el andlisis de desagregacion
de preferencias (PDA), utilizando el algoritmo MOEA/D. Hemos mencionado anteriormente
que el objetivo del PDA es inferir los parametros preferenciales que se aproximen a las
preferencias del decisor, las cuales estan implicitas en un conjunto de referencia. La
desagregacion de preferencias de este trabajo, extrae del conjunto de referencia T los

siguientes parametros:

e Umbrales de preferencia:
o Umbral de indiferencia (q)
o Umbral de preferencia estricta (p)
o Umbral de preferencia pre-intensa (s)
o Umbral de preferencia intensa (1)
o Umbral de Veto (v)
o Umbral de Dictadura (d)
® Pesos de los criterios (w)
e Umbrales:
O a:ay b son parecidos.
o PB:aes mayor que b.
O v:a empieza a ser claramente mayor que b.
O 0: a es claramente mayor a b.
O &:aempieza a ser parte significativa del total.
o C: a es parte significativa del total.

Donde a y b son los objetos que se van a comparar con el modelo.
El problema de desagregacion de preferencias que se va a implementar representa un
problema no lineal. Para ello se utilizara un algoritmo genético, el cual ha dado buenos

resultados en este tipo de problemas (Fernandez, 2009).

La implementacion del algoritmo genético consistio en la generacion de los siguientes

elementos:
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Generacion del nucleo de Referencia

Se genera un nucleo de referencia que servird como la base de objetos que se van a comparar,
inicialmente con un ejemplo de valores para los pardmetros de decision que servirdn como el
decisor real, con los cuales se van a comparar cada uno de los objetos del nucleo de
referencia, para crear una matriz de comparacion, que posteriormente sera comparada con los
valores de los individuos generados en el algoritmo genético comparando los objetos del

nucleo de referencia.

Generacion de los vectores de peso uniformemente distribuidos
Se generaron N vectores de peso uniformemente distribuidos por el método de Das & Dennis
(Das, 2000), los cuales buscan aproximarse al frente de Pareto, descomponiendo el problema

en N subproblemas escalares usando el enfoque de Tchebycheft y la funcion objetivo.

Generacion del vecindario
Para la generacion del vecindario se calcul6 la distancia euclidiana entre dos vectores de peso
cualesquiera y luego se tomaron los 20 vectores de peso mas cercanos. Esos vectores de peso

mas cercanos son el vecindario del vector de peso que se esta evaluando.

Generacion de la poblacion inicial
Se genera una poblacion inicial de 455 individuos (para 4 individuos), la cual con el conjunto
de referencia nos arroja valores para la matriz de comparacion que se va a comparar con los
valores de la matriz de comparacion del decisor real. Las discrepancias entre estas matrices

de comparacion son las que nos llevan a calcular los valores de la funcién objetivo. La

poblacién inicial cumple con las siguiente restricciones:

e 0<Q<P<S<R<U<V

e Lasuma de los pesos es igual a 1

Cada individuo de la poblacion del algoritmo genético contiene un conjunto de parametros
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preferenciales (P, Q, S, R, U, V, pesos de los criterios, perfiles frontera y A) que representan
las preferencias de un decisor. La codificacion del individuo es un vector, en las primeras
posiciones del arreglo se encuentran los valores de los umbrales Q, P, S, R, D y V para cada
criterio, seguido de los valores de peso (w) de cada criterio y posteriormente los valores de

los umbrales de preferencia (a, B3, v, 9, €, ) y por Ultimo el umbral de credibilidad A-corte.

Reproduccion y mejora genética

Se seleccionan aleatoriamente dos indices k y | del vecindario y posteriormente se genera una
nueva solucion mediante el uso de operadores genéticos. Se aplica un método de mejora para
producir y’ y se obtienen los valores de la funcion objetivo para y’, es decir, el numero de
discrepancias. Comparamos la nueva solucion contra el individuo que estamos evaluando, de
ser mejor, sustituimos al individuo por y” y también actualizamos los valores de su funcién

objetivo.

Registro de los mejores individuos

Por ultimo, eliminamos los individuos dominados por F(y’) y agregamos F(y’) a la poblacion

externa si no hay vectores en la poblacion externa que dominen a F(y’) .
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CAPITULO 4
EXPERIMENTACION Y RESULTADOS

El objetivo de este capitulo es describir los experimentos llevados a cabo para evaluar el
desempefio del enfoque propuesto y se muestra la validacion de los parametros generados,
principalmente en su capacidad para reproducir las preferencias del decisor. Las acciones

utilizadas aqui se crean artificialmente.

4.1 DESCRIPCION DE LA EXPERIMENTACION

Los siguientes parametros fueron utilizados para la experimentacion:

e Atributos: 4y 5

e Tamafio de la poblacion: 455

e Tamafio del nucleo de referencia: 20 y 50
e (Generaciones: 100

e Numero de reinicios: 5

Para generar los conjuntos de referencia de manera artificial, se desarrollé un generador de
nucleo de referencia que recibe como datos de entrada el nimero de atributos, y el nimero de

objetos a generar. Con esto nos genera los datos para el nicleo de referencia.

De igual manera el decisor que funge como decisor ‘real’ fue generado de manera simulada.
Este decisor real se toma de la poblacion inicial y es sacado de ella para que no se encuentre
la solucién entre la poblacion. Se crea el modelo de un decisor real que consiste en umbrales,
pesos de los criterios, perfiles de frontera y A. Este decisor real compara todos los pares de
objetos del nlcleo de referencia para generar una matriz de discrepancias la cual es
comparada posteriormente con las matrices de discrepancias generadas por la poblacion del

algoritmo genético al evaluar el mismo nucleo de referencia.

La figura 4.1 muestra de manera general el proceso de experimentacion:
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Figura 4.1: Proceso de experimentacion

Donde los valores de entrada son los pardmetros mencionados anteriormente y los valores de
salida son el numero de discrepancias para cada una de las clasificaciones establecidas en el
planteamiento del problema (discl, disc2, disc3 y disc4), asi como el mejor individuo

encontrado en cada generacion.
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ANALISIS DE LOS RESULTADOS

En esta seccion analizaremos la efectividad del método de desagregacion de preferencias
propuesto para obtener los valores de un individuo o individuos que simulen lo mas
parecidamente posible al decisor que tomamos como real, esto con base en las comparaciones
del nucleo de referencia. Cabe destacar que los valores de los parametros de los individuos
obtenidos como mejores resultados no necesariamente tienen que ser igual a los valores del

decisor que tomamos como ‘decisor real’.

Se realizd una experimentacion previa para justificar el uso de 100 generaciones en lugar de
1000 generaciones en el algoritmo genético, dado que nos dimos cuenta que el algoritmo
encuentra muy buenos resultados en las primeras 100 generaciones y la mejora que hay de la
generacion 100 a la generacion 1000 es poco significativa, por lo tanto la experimentacion se
realiz6 con el uso de 100 generaciones y se utilizaron reinicios, es decir, generar nuevamente
la poblacion, dejando al mejor individuo de la poblacion anterior. En la tabla 4.1 se muestran

los resultados de esta experimentacion.

Tabla 4.1: Justificacion del uso de 100 generaciones

Nuamero Tiempo
de ejecucion Desviacién
criterios Generaciones promedio Precisién Max Min estandar
100 20 min 97.00% 98.00 9550 0.0183
1000 3 horas 97.80% 98.75 96.00 | 0.0140

En este experimento previo podemos ver que el costo computacional de usar 1000
generaciones es alto, y el aumento de la precision es de 0.8, el cual consideramos bajo dado el

costo computacional.

Los experimentos para cada uno de los esquemas de experimentacion planteados se

realizaron 20 veces, para asegurar la solidez de los datos .
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Con los experimentos que se han realizado la efectividad de la metodologia propuesta es la

siguiente:

Experimento con un tamaiio de nucleo de referencia de 20 y 4 atributos

Tabla 4.2: Experimentacion con nicleo de referencia 20, 4 atributos

Numero
de ; Desviacién
criterios Generaciones Evaluaciones poinicios Precision  Max Min estandar
0 96.10% 100.00 91.50 | 0.0204
4 100 400
3 97.93% 100.00 93.00 | 0.0175
5 98.04% 100.00 94.75 | 0.0152

Como se ilustra en la tabla 4.2, para cuatro criterios, podemos observar que al no realizar
reinicios, la precision del algoritmo es del 96.10%, y la precision maxima es de 100% (es
decir, en al menos una de las ejecuciones la funcion objetivo nos dio 0 para todas las
discrepancias) y la precision minima es de 91.50%, es decir, en la peor ejecucion el algoritmo

discrep6 34 veces contra las 400 evaluaciones realizadas.

Para el caso de 3 reinicios, la precision del algoritmo aumenta a 97.93%, la precision méxima
es de 100%, y la precision minima es de 93%, es decir, en la peor ejecucion el algoritmo

discrepo 28 veces contra las 400 evaluaciones realizadas.

En el caso de 5 reinicios, la precision promedio aumenta a 98.04%, con una precision
maxima de 100% y una precision minima de 94.75%, es decir, en la peor ejecucion el

algoritmo discrep6 21 veces contra las 400 evaluaciones realizadas.

También, se considerd una experimentacion adicional con datos fuera de la muestra (fase de

evaluacion) para evaluar que tan bien simulan los pardmetros preferenciales encontrados al
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decisor con un conjunto de referencia externo. En este caso el nucleo de referencia es de

tamafio 100, es decir, se realizaron 10,000 comparaciones.

Para la experimentacion con un nucleo de referencia de tamafio 100, la fase de evaluacion

quedo de la siguiente manera:

Tabla 4.3: Evaluacion del nacleo de referencia 20, 4 atributos

Numero

de ) Desviacién
Evaluaciones

criterios Generaciones Reinicios Precision Max Min estandar
0 91.824% 95.31 | 83.62 0.0272
4 100 10,000
5 96.6395% | 99.54 | 94.06 | 0.0152

Como se ilustra en la tabla 4.3, para la evaluacion con los resultados de 4 criterios y 0
reinicios, la precision obtenida es de 91.82%, con una precision maxima de 95.31%, es decir,
en el mejor de los casos discrepd 469 veces contra las 10,000 comparaciones, y la precision
minima es de 83.62%, es decir, en el peor de los casos el algoritmo discrepd 1638 veces de

las 10,000 evaluaciones.

Para la evaluacion con los resultados de 4 criterios y 5 reinicios, la precision obtenida
promedio es de 96.63%, con una precision maxima de 99.54%, es decir, en el mejor de los
casos discrepd solamente 46 veces contra las 10,000 comparaciones, y la precision minima es
de 94.06%, es decir, en el peor de los casos el algoritmo discrepd 594 veces de las 10,000

evaluaciones.
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Experimento con un tamafio de nucleo de referencia de 50 y 4 atributos

Tabla 4.4: Experimentacion con nticleo de referencia 50, 4 criterios

Namero
de ) Desviacion
criterios Generaciones Evaluaciones painicios Precision  Max Min estandar

4 100 2500 5 97.41% 99.92 |90.04 0.0221

Como se ilustra en la tabla 4.4, en el caso de 4 criterios, con un nucleo de referencia de
tamano 50 y 5 reinicios, la precision promedio es de a 97.41%, con una precision maxima de
99.92%, es decir, en el mejor de los casos discrep6 solo 2 veces y la precision minima es de
90.04%, es decir, en la peor ejecucion el algoritmo discrepd 249 veces contra las 2500

evaluaciones realizadas.

En la experimentacion con datos fuera de la muestra (fase de evaluacion) para evaluar que tan
bien simulan los parametros preferenciales encontrados al decisor con un conjunto de
referencia externo. En este caso el nucleo de referencia es de tamaifio 100, es decir, se

realizaron 10,000 comparaciones.

Para la experimentacion con un nucleo de referencia de tamafio 100, la fase de evaluacion

quedo de la siguiente manera:

Tabla 4.5: Evaluacion del ntcleo de referencia 50, 4 criterios.

Nimero

de . Desviacion
criterios Generaciones Evaluaciones  poinicios  Precision Max Min estandar
4 100 10,000 5 95.11% 100.00 66.29 | 0.0840

Como se ilustra en la tabla 4.5, para la evaluacion con los resultados de 4 criterios y 5

reinicios, la precision obtenida promedio es de 95.11%, con una precision maxima de 100% y
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la precision minima es de 66.29%, es decir, en el peor de los casos el algoritmo discrepd 3371

veces de las 10,000 evaluaciones realizadas.

Experimento con un tamaiio de nicleo de referencia de 20 y 5 atributos

Tabla 4.6: Experimentacion con nicleo de referencia 20, 5 atributos

NuUumero
de ) Desviacién
criterios Generaciones Evaluaciones peinicios Precision  Max Min estandar

5 100 400 5 98.33% | 100.00 87.00 0.0300

Como se ilustra en la tabla 4.6, para cinco criterios, con un nucleo de referencia tamafio 20,
podemos observar que con 5 reinicios la precision promedio del algoritmo es del 98.33%, y la
precision maxima es de 100% (es decir, en al menos una de las ejecuciones la funcion
objetivo nos dio 0 para todas las discrepancias) y la precision minima es de 87.00%, es decir,

en la peor ejecucion el algoritmo discrepd 52 veces contra las 400 evaluaciones realizadas.

En la experimentacion con datos fuera de la muestra (fase de evaluacion) para evaluar que tan
bien simulan los parametros preferenciales encontrados al decisor con un conjunto de
referencia externo. En este caso el nucleo de referencia es de tamano 100, es decir, se

realizaron 10,000 comparaciones.

Para la experimentacion con un nucleo de referencia de tamafio 100, la fase de evaluacion

quedo de la siguiente manera:

Tabla 4.7: Evaluacion del nucleo de referencia 20, 5 atributos

Numero

de . Desviacion
criterios Generaciones Evaluaciones ' painicios  Precision Max Min estandar
5 100 10,000 5 97.26% 9997 89.1 |0.303
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Como se ilustra en la tabla 4.7, para la evaluacion con los resultados de 5 criterios y 5
reinicios, la precision obtenida promedio es de 97.26%, con una precision maxima de
99.97%, es decir, en el mejor de los casos el algoritmo discrepd solamente 3 veces, y la
precision minima es de 89.1%, es decir, en el peor de los casos el algoritmo discrepd 1090

veces de las 10,000 evaluaciones realizadas.

Experimento con un tamafio de nucleo de referencia de 50 y 5 atributos

Tabla 4.8: Experimentacion con nticleo de referencia 50, 5 atributos

Numero
de ) Desviacién
criterios Generaciones Evaluaciones painicios Precision  Max Min estandar

5 100 2500 5 97.86% | 99.60 94.72 0.0165

Como se ilustra en la tabla 4.8, para cinco criterios, con un nucleo de referencia de tamafo
50, podemos observar que con 5 reinicios la precision promedio del algoritmo es del 97.86%,
y la precision maxima es de 99.60% es decir, en el mejor de los casos el algoritmo discrepo
solamente 10 veces y la precision minima es de 94.72%, es decir, en la peor ejecucion el

algoritmo discrep6 132 veces contra las 2500 evaluaciones realizadas.

En la experimentacion con datos fuera de la muestra (fase de evaluacion) para evaluar que tan
bien simulan los parametros preferenciales encontrados al decisor con un conjunto de
referencia externo. En este caso el nucleo de referencia es de tamafio 100, es decir, se

realizaron 10,000 comparaciones.

Para la experimentacion con un nucleo de referencia de tamafio 100, la fase de evaluacion

quedo de la siguiente manera:
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Numero
de
criterios

Tabla 4.9: Evaluacion del nucleo de referencia 50, 5 atributos

Generaciones

100

Evaluaciones

10,000 5

Reinicios

Precision Max

98.52% 100

Desviacion
Min estandar
90.28 | 0.0214

Como se ilustra en la tabla 4.9, para la evaluacion con los resultados de 5 criterios y 5

reinicios, la precision obtenida promedio es de 98.52%, con una precision maxima de 100%,

es decir, en el mejor de los casos el algoritmo dio 0 discrepancias, y la precision minima es

de 90.28%, es decir, en el peor de los casos el algoritmo discrepd 972 veces de las 10,000

evaluaciones realizadas.

En la tabla 4.10 se muestra un resumen de los resultados con el objetivo de ver claramente

estos resultados, analizarlos y compararlos de manera mas adecuada:

Tabla 4.10: Resultados del algoritmo genético

Algoritmo genético (100 generaciones, 5 reinicios)

# atributos |tamafio NR| # evaluaciones | Precision |Precision Max| Presicion Min | Desviacion est
4 20 400 98.04% 100% 94.75% 0.01522366147
50 2500 97.41% 99.92% 90.04% 0.02218933836
5 20 400 98.30% 100% 87% 0.03001205898
5 50 2500 97.86% 99.60% 94.42 0.01657315521
Tabla 4.11: Resultados (fase evaluacion) del algoritmo genético
Evaluacion con un nucleo de referencia externo
tamaifio NR
# (algoritmo | tamaiio Precision Presicion
atributos | genético) NR # evaluaciones | Precision Max Min Desviacion est
4 20 100 10000 96.63% 99.54% 94.06% 0.01504297266
50 100 10000 95.11% 100% 66.29% 0.08408901471
5 20 100 10000 97.26% 99.97% 89.10% 0.03038086502
5 50 100 10000 98.52% 100% 90.28% 0.02145461795
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El porcentaje de efectividad es calculado del total de los experimentos realizados. Cabe
destacar que en algunos experimentos rapidamente logro llegar a encontrar los mejores
valores para la funcion objetivo, es decir 0 discrepancias para cada uno de los tipos de
discrepancia, pero en algunas ejecuciones los valores que no pudieron bajar hasta 0
discrepancias fueron los valores de las discrepancias tipo 4 (las que consideramos como

discrepancias mas graves) después de 1000 generaciones y 5 reinicios.

En la tabla 4.10 donde mostramos los resultados del algoritmo genético podemos observar
que la precision promedio maxima la obtuvimos el experimento de 5 atributos con un tamafo
de nucleo de referencia de 20, la cual fue de 98.30%. En el caso de 4 y 5 atributos, podemos
alcanzar una precision maxima de 100%, con un nucleo de referencia de tamafio 20. La
precision promedio mas baja es de 97.41%, en el caso de 4 atributos, con un tamafio de
nicleo de referencia de 50. Aun asi, todas las precisiones promedio superan el 90% de

efectividad.

En la tabla 4.11 donde mostramos los resultados de la fase de evaluacion podemos observar
que la precision promedio maxima la obtuvimos el experimento de 5 atributos con un tamafo
de nucleo de referencia de 50, la cual fue de 98.52%. En el caso de 4 y 5 atributos, podemos
alcanzar una precision maxima de 100%, con un nucleo de referencia de tamafio 50. La
precision promedio mas baja es de 95.11%, en el caso de 4 atributos, con un tamafo de
nicleo de referencia de 50. Aun asi, todas las precisiones promedio superan el 90% de

efectividad.
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5. CONCLUSIONES Y TRABAJO A FUTURO

En esta seccion se presentan las conclusiones del trabajo de desagregacion de preferencias
para un modelo de decision basado en argumentos como un problema de optimizacion de
multiobjetivo y utilizando el algoritmo MOEA/D. También se presenta un analisis de los

objetivos cumplidos, de la hipdtesis y el trabajo a futuro.

5.1 ANALISIS DEL CUMPLIMIENTO DE OBJETIVOS

En el capitulo 1 de esté documento de tesis se plantearon los objetivos para la realizacion de
este trabajo de tesis. Esta seccion pretende dar una conclusion general sobre cada uno de esos

objetivos y lo encontrado durante la realizacion de este trabajo de investigacion:

®  Desarrollar la implementacién computacional del modelo basado en argumentos,

que permita la comparacion entre alternativas.

Se implementaron todas las funciones del modelo basado en argumentos y tomaron
como entradas los valores de los objetos a comparar, asi como los datos
pertenecientes a los umbrales, indices, pesos, etc., de un decisor para dar como

resultado la evaluacion del decisor de estos dos objetos.

®  Definir la funcion que permita reflejar el nivel de discrepancia que se obtiene, al

asignar los valores de los parametros preferenciales, entre el modelo y la realidad
representada en T.

Este objetivo fue uno de los primeros objetivos cumplidos, sin embargo sobre la
marcha y con ayuda del comité evaluador, nos dimos cuenta que la funcion de
discrepancia/concordancia que habiamos establecido sufria de una redundancia en los

objetivos, por lo cual paso a ser solo una funcion de discrepancia con 4 objetivos.

® Encontrar la técnica de biuisqueda que pueda enfrentar el problema de

optimizacion de la funcion de discrepancia, para obtener un modelo de

preferencias, basado en un conjunto de entrenamiento utilizando una técnica de
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desagregacion de preferencias.

Se presentaron las razones que justificaban la metaheuristica a utilizar, en este caso el
algoritmo genético MOEA/D el cual ha dado buenos resultados para nuestra funcién

objetivo.

En cada experimentacion el algoritmo nos arroja uno o mas individuos que son el
individuo con los valores de comparacion mas cercanos a los del individuo real, es
decir con las menores discrepancias. No necesariamente tiene que darnos el mismo
individuo, pero si un individuo que evalie de manera similar al individuo que

tomamos como decisor real.

Desarrollar e implementar un algoritmo mediante una experimentacion previa

para ajustar los parametros del algoritmo que permita encontrar el mejor
modelo.

Este objetivo abarca la parte mds importante de este trabajo de tesis. La
implementacion costdé un poco de trabajo en la biisqueda de técnicas adecuadas para
poder implementar el algoritmo y tratar de entender y codificar el algoritmo de la
mejor manera posible. Los datos de la experimentacion se establecieron en base a la
literatura, y los datos para el algoritmo se eligieron en base a un ajustador de
parametros para lo cual se realizaron algunos experimentos con los valores de estos
parametros (indice de cruza y mutacidon, etc) para ver cual nos daba mejores
resultados y cual establecer para la etapa de experimentacion. La parte de la
experimentacion ha sido la parte mas exhaustiva por el tiempo de ejecucion y la

espera de los resultados para posteriormente realizar el analisis estadistico.
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5.2 CONCLUSIONES

Este trabajo de investigacion aporta la implementacion del modelo basado en argumentos
para la comparacion de dos objetos, parte que fue necesaria para realizar el analisis de
desagregacion de preferencias. La propuesta de este trabajo planteado como un problema de
optimizacién multiobjetivo, resuelto con algoritmos evolutivos ha dado buenos resultados

hasta el momento.

Dentro de las soluciones obtenidas por el algoritmo MOEA/D nos hemos encontrado con
experimentos que nos han dado 0 discrepancias para todos los tipos de discrepancias de la
funcion multiobjetivo, por lo tanto si es posible realizar la desagregacion de preferencias por
este algoritmo, es decir, podemos obtener los valores preferenciales de un individuo que
simulan al decisor, utilizando sélo informacion de decisiones previas del decisor, lo cual

disminuye el esfuerzo cognitivo del decisor para este modelo basado en argumentos.

Con base en la experimentacion realizada se pueden enumerar las siguientes conclusiones
parciales:
e El aumento en los reinicios tiene como efecto el aumento en la precision.
e El aumento en el numero de atributos no provoca cambios significativos en la
precision.
e El aumento en el tamafio del nucleo de referencia no provoca cambios significativos
en la precision.
e El aumento del nimero de generaciones en el algoritmo genético provoca un pequeio
aumento en la precision.
e Tomando en cuenta un conjunto externo de objetos, es decir objetos que no se

utilizaron para ajustar el modelo, la precision se mantuvo por encima del 90%.

Queda experimentacion por realizar para mejorar los valores de efectividad de la propuesta y

dar conclusiones mas definidas acerca de este trabajo de tesis.
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5.3 TRABAJO FUTURO

Este trabajo fue un inicio en la implementacion del modelo basado en argumentos y en su
desagregacion de preferencias. Los valores que se establecieron para los criterios de
experimentacion pueden extenderse para ver el comportamiento que tiene el PDA para este
modelo con diferentes pardmetros. Queda como trabajo a futuro seguir explorando este
modelo, para realizar su desagregacion de preferencias ya sea con otro algoritmo genético y
hacer una comparaciéon entre MOEA/D y otro algoritmo de la literatura para ver cual tiene
mejores resultados, o evaluar el algoritmo con diferentes pardmetros para evaluar su

comportamiento. También se plantea como trabajo a futuro:

e Utilizar otras herramientas de optimizacién multiobjetivo
e Aumentar la experimentacion para descubrir la robustez o sensibilidad del algoritmo
con respecto a diferentes configuraciones de problema (niimero de atributos) y

esfuerzo del decisor (tamafo del nucleo de referencia).
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